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Introducción

Una de las maravillas que existen en el universo es el ser humano, ya que puede
pensar, crear y crecer. Todo esto se puede llevar a cabo gracias a la estructura
de su cuerpo, que lo conforman órganos, los cuales a su vez están formados
por células. Nuestro cuerpo está formado aproximadamente de cien billones de
diminutas células: óseas, sanguíneas, entre otras. Sin embargo, existen células
que sobresalen por tener la capacidad de convertirse en cualquier otro tipo de
célula, de regenerarse a sí mismas y regenerar órganos, estas reciben el nombre
de células madre.

Las células madre son células biológicas que se encuentran en la mayoría de los
organismos multicelulares y que tienen la capacidad de dividirse o auto replicarse
a sí mismas para producir más células madre (a través de la mitosis) por periodos
inde�nidos durante toda la vida de un individuo y que, bajo las condiciones
apropiadas o señales correctas del microambiente, se pueden diferenciar para
dar origen a diversos tipos de células especializadas de distintos linajes con
características y funciones especializadas como miocitos, neuronas o hepatocitos.
Existen diferentes tipos de células madre. Dentro de los mamíferos hay dos
grandes tipos de células madre: las células madre embrionarias o fetales que se
encuentran en los órganos del feto y células madre adultas que se encuentran
dentro de un organismo desarrollado como el de los niños, así como de adultos.

Son muy valiosas como herramienta de investigación, para ser utilizadas habi-
tualmente en tratamientos médicos contra algunas enfermedades, pero en un
futuro podrían ser útiles para tratar una amplia variedad de enfermedades.
Los pacientes que reciben alguno de estos tipos de trasplante tienen una mejor
atención, esto ha ayudado a que los médicos puedan determinar e�cazmente
qué pacientes tienen mayor posibilidad de obtener mejores resultados tras haber
recibido algún de trasplante de células madre.

El Centro Nacional de Transfusión sanguínea (CNTS) proporcionó los datos de
transfusión de sangre de cordón umbilical desde el comienzo de su campaña en
el año 2003 hasta el 2014. Esta investigación utilizará dichos datos para realizar
un pronóstico y conocer el futuro próximo de las donaciones de sangre de cordón
umbilical.

Para pronosticar el número de donaciones de células madre por cordón umbilical
que se tendrán en el CNTS en los próximos dos años, se utilizará la metodología
Box-Jenkins para realizar el pronóstico. La cual consiste en aplicar �ltros a la
serie de tiempo hasta obtener residuales cuyo comportamiento sea semejante
al ruido blanco, para que no afecten considerablemente al resultado �nal. La
metodología de Box-Jenkins se realiza de forma iterativa tomando siempre en
cuenta dos principios fundamentales, el primero es el principio de parsimonia que
nos dice que no debemos agregar al modelo elementos que no estén justi�cados, el
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segundo principio es el de mejoramiento iterativo que nos permitirá ir mejorando
el modelo de forma sucesiva.

También se obtendrá un modelo por medio de Redes Neuronales Arti�ciales
(RNA). La cual consiste en dos fases, la fase de entrenamiento y la fase de
prueba. La fase de entrenamiento consiste en usar un conjunto de datos o
patrones de entrenamiento para determinar los pesos (valores pequeños entre
0 y 1) que de�nen el modelo de la RNA, esto se hace de forma iterativa, de
acuerdo con los valores de entrenamiento. La fase de prueba consiste en utilizar
un segundo grupo de datos o patrones diferentes a los del entrenamiento, que
permite controlar el proceso de aprendizaje.

El modelo obtenido de una RNA se comparará con el modelo que se utilizará
de la metodología Box-Jenkins, para saber cuál de los dos modelos es el que nos
da un mejor pronóstico.

El trabajo se encuentra divido de la siguiente manera:

• Capítulo 1. Pronóstico de las células madre usando Box-Jenkins

Se explica de manera breve la metodología Box-Jenkins y los modelos
ARIMA. Así como también se exponen las especi�caciones de caso de
aplicación y encontrar un modelo adecuado para pronosticar, haciendo
uso de los software Statgraphics [16] y SPSS [17].

• Capítulo 2. Pronóstico con otro modelo matemático

Se explica de manera breve las principales características de una RNA y su
funcionamiento, y particularmente, algunos modelos usados para series de
tiempo. También se describe el proceso que se usa en la aplicación de una
RNA, para obtener un modelo para pronosticar las donaciones de células
madre del cordón umbilical del CNTS, utilizando el software estadístico
R Studio [18].
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• Capítulo 3. Comparación de modelos

Se analizan los modelos que se seleccionan de los capítulos 1 y 2, para
comparar y seleccionar el mejor modelo que pronostique. Se realiza un
análisis comparativo de ajuste y de los pronósticos de los modelos ARIMA
y de la RNA.

• Conclusiones

Finalmente se muestran las conclusiones obtenidas en la investigación.

Objetivo

El resultado de esta investigación permitirá conocer el futuro de las próximas
donaciones de células madre por cordón umbilical que se tendrán en el CNTS y
observar si habrá un crecimiento de donaciones.

Pronosticar el número de donaciones de células madre del cordón umbilical que
habrá en los próximos dos años en el CNTS usando la metodología Box-Jenkins
y obtener un modelo que nos permita dar un mejor pronóstico de las próximas
donaciones de células madre por cordón umbilical.

Justi�cación

Los avances en la medicina son muy notables, esto se puede ver en las inves-
tigaciones de las células madre que se han realizado en los últimos años para
combatir enfermedades. Por su gran utilidad hay países que realizan algún tipo
de trasplante de células madre, los países que cuenta con el más alto número
de donantes de algún tipo de trasplante de célula madre es Estados Unidos y
España. México también lleva a cabo este tipo de trasplante, cuenta con el Cen-
tro Nacional de Transfusión sanguínea (CNTS), Instituto Mexicano del Seguro
Social (IMSS) entre otras instituciones.

En un futuro, este método podría reemplazar a otros para curar o sanar una
amplia variedad de enfermedades. Para llevar a cabo esto existen instituciones
que se encargan de recibir algún tipo de donación de células madre para poder
someter a los pacientes a un tratamiento y mejorar su calidad de vida.

El interés cientí�co de la presente investigación, se basa en obtener un modelo
matemático que nos permita realizar un pronóstico para conocer el futuro pró-
ximo de donaciones de cordón umbilical que se pueden tener en los próximos
años en el CNTS, para conocer si existe o no, un crecimiento de las donaciones
de cordón umbilical.



Capítulo 1 Pronóstico de las
células madre usando
Box-Jenkins

1.1 Metodología Box-Jenkins

Para explicar la metodología del procedimiento de un pronóstico con Box-
Jenkins haré uso de lo que emplea la Dra.González Videgaray[13], que consiste
en extraer los datos y separarlos de la parte no predecible.

La serie de tiempo pasa por �ltros, hasta obtener residuales no predecibles, el
comportamiento de dichos residuales tienen poca in�uencia en el resultado �nal
y se deben comportar como ruido blanco. La metodología hace uso de tres �ltros
lineales: el autorregresivo, de integración y de medias móviles. También ofrece
recursos para evaluar y mejorar los diversos modelos tentativos, de una manera
sucesiva que permiten determinar lo que falta o sobra en un modelo.

El proceso iterativo de Box-Jenkins para construir modelos lineales de series de
tiempo se basa en dos grandes principios:

• El principio de parsimonia. Consiste en elegir siempre el modelo más
sencillo que sea su�cientemente representativo de los datos.

• El principio del mejoramiento iterativo. Consiste en partir de un modelo
sencillo y factible, al cual se harán mejoramientos sucesivos, hasta llegar
a un modelo satisfactorio.

La �gura 1.1 representa el funcionamiento del método de Box-Jenkins.

10
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Figura 1.1. Metodología Box-Jenkins [13].

De acuerdo con los dos principios antes mencionados, el objetivo será identi�car
un modelo tentativo para las observaciones. Posteriormente se construirán otros
modelos, con el �n de escoger el más apropiado.

1.1.1 Veri�car que la serie sea estacionaria

Como primer paso se debe veri�car que la serie sea estacionaria y tratar de
eliminar la variación estacional, en caso de que exista. Para ello se sugiere lo
siguiente:

• Revisar la posible existencia de heteroscedasticidad, en caso de que exista,
estabilizar la varianza a través de una transformación apropiada.

• Observa si la serie presenta algún tipo de tendencia. En caso de que exista,
hacer las diferencias ordinarias que se requieran.

• Determinar si la serie contiene alguna variación estacional, si esto ocurre,
debe probarse la aplicación de diferencias estacionales.

1.1.2 Identi�cación

Después de hacer la serie estacionaria, se debe identi�car un modelo tentativo.
Para ello, es necesario contar con una serie de elementos básicos, que permitan
la identi�cación de un modelo:

• La función autocorrelación (ACF)

• La función autocorrelación parcial (PACF)

• El periodograma

• El periodograma integrado
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Para efectuar la identi�cación de un modelo, es necesario realizar lo siguiente:

1. Observar la grá�ca de la ACF muestral, si es decreciente in�nita o se
trunca; en este último caso, en qué valor ocurre esto.

2. Observar la grá�ca de la PACF muestral, si es decreciente in�nita o se
trunca, en este último caso, en qué valor ocurre esto.

3. Analizar tanto el periodograma como el periodograma integrado, junto con
ACF y PACF, para determinar si aún existe variación estacional, después
de haber aplicado alguna diferencia estacional. Por medio de los valores
numéricos del periodograma se puede constatar el orden de la variación
estacional. En dado caso de que algún valor resalte, se debe analizar si se
ha descubierto algo o tal vez se trate de algún error en el procedimiento.

4. Con los resultados de los paso anteriores, se podrán construir varios mode-
los tentativos.

En los pasos 1 y 2 se cuentan con pruebas de hipótesis para cada autocorrelación
y autocorrelación parcial.

1.1.2.1 Interpretación de la ACF

Para determinar si se debe considerar que la ACF es decreciente in�nita o se
trunca en un cierto valor de k, se utiliza en primera instancia una inspección
visual de la grá�ca (correlograma), auxiliada por un intervalo de con�anza que
permitirá probar la siguiente hipótesis para cada una de las autocorrelaciones
teóricas ρk:

H0 : ρk = 0

H1 : ρk 6= 0

Si la hipótesis nula no se rechaza, se considera que la autocorrelación correspon-
diente al intervalo k es estadísticamente insigni�cante, esto quiere decir, que no
hay autocorrelación entre Yt y Yt−k. El estadístico de prueba se obtiene de la
siguiente forma:

trk =
rk − 0

srk
(1.1)

donde rk es el coe�ciente de autocorrelación simple para un retraso de k perio-
dos.
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La varianza del estimador rk está dada por:

V ar(rk) ≈ 1

N
[1+2(ρ21+ρ22+. . .+ρ2q)]∀k > q (1.2)

El estimador de la varianza será:

V ar(rk) = s2rk ≈
1

N
[1 + 2(r21 + r22 + . . .+ r2q)]∀k > q (1.3)

El estadístico que se usa de prueba sigue aproximadamente una distribución de
probabilidad t de Student, con tantos grados de libertad como datos disponibles,
para un nivel de con�anza de (1-α)100%.

La metodología Box-Jenkins requiere de contar por lo menos con ochenta datos,
para que sea posible detectar tendencia y variación estacional, así como hacer
diferencias de cualquier tipo sin reducir demasiado el tamaño de muestra, puede
considerarse que el valor de la t de Student, para α = 0.05 es 1.96, aproximada-
mente dos.

La regla de decisión es la siguiente:

• No rechazar H0 si |trk | < 2, es decir, considerar que ρk no es signi�cativo.

• Rechazar H0, si se considerar que ρk es signi�cativo.

El intervalo de con�anza se construye como:

P [ρk − 2srk < rk < ρk + 2srk ] = 0.95 (1.4)

Los límites inferior y superior del intervalo de con�anza se pueden agregar a la
grá�ca ACF, para identi�car cuáles son los valores de las rk que quedan fuera
del intervalo [−2srk , 2srk ] y que por tanto, son signi�cativas.
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Otra manera útil resultaría probar con un conjunto de K autocorrelaciones
y determinar si son o no, todas insigni�cantes, la prueba de hipótesis es la
siguiente:

H0 : ρ1 = ρ2 = . . . = ρk = 0

H1 : Al menos una ρk 6= 0,∀k ≤ K

El estadístico de prueba que se utiliza es el estadístico Box-Pierce:

(K) = N(N+2)

K∑
t=1

r2k
N − k

(1.5)

Que se distribuye aproximadamente como una X2(ji-cuadrada) con K−p−q−1
grados de libertad, con un nivel de con�anza del (1 − α)100%, donde p es el
orden de la parte autorregresiva y q el orden de la parte de medias móviles.
Además se resta uno por la estimación de la constante.

La regla de decisión se formula como:

• No rechazar H0 si Q(K) < X2
N,1−α, es decir, las K primeras autocorrela-

ciones son estadísticamente insigni�cantes, con lo cual puede considerarse
que los datos analizados son ruido blanco.

• Rechazar H0, en el caso de que se consideré que al menos una de las
autocorrelaciones es signi�cativa.

1.1.2.2 Interpretación de la PACF

Para considerar que la PACF es decreciente in�nita o si se trunca en cierto
valor de k, se utiliza un intervalo de con�anza que permitirá probar la siguiente
hipótesis para cada una de las autocorrelaciones ρkk:

H0 : ρkk = 0

H1 : ρkk 6= 0

Si la hipótesis nula no se rechaza, se considera que la autocorrelación parcial
correspondiente al intervalo k es estadísticamente insigni�cante, esto quiere de-
cir, que la variable autorregresiva Yt−k no se considera para el modelo AR(k).
De lo contrario, la autocorrelación correspondiente es signi�cativa.
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El estadístico de prueba es el siguiente:

trkk
=
rkk − 0

srkk

(1.6)

donde rkk es el coe�ciente de autocorrelación parcial para un retraso de k perio-
dos.

La varianza del estimador rkk está dada por:

V ar(rkk) ≈ 1

N
∀k > p (1.7)

Por lo tanto, el estimador de la varianza será el mismo valor:

V ar(rkk) = s2rkk
≈ 1

N
∀k > p (1.8)

La regla de decisión se establece de la siguiente manera:

• No rechazar H0 si |trkk
| < 2, es decir, considerar que ρkk no es signi�cativo.

• Rechazar H0, es decir, considerar que ρkk es signi�cativo.

Para identi�car qué valores sobresalen de la PACF, se construye el siguiente
intervalo:

P [ρkk − 2srkk
< rkk < ρkk + 2srkk

] = 0.95 (1.9)

Este intervalo se puede agregar a la grá�ca PACF, para identi�car qué valores
de las rkk quedan fuera de [−2srkk

, 2srkk
], y que por tanto, signi�cativas con un

95% de con�anza.

1.1.2.3 Periodograma

Cuando existen componentes periódicos en una serie de tiempo, en particular
cuando son amplitudes muy bajas, en la grá�ca difícilmente se podrá visualizar
esta situación. Para hacerla más clara, Schuster (1898) propuso utilizar la grá-
�ca del periodograma para para buscar un componente periódico en una serie,
esta se calcula con la siguiente ecuación:
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I(ωk) =


Nα2

0
N
2 (α2

k + b2k)

Nα2
N/2

k = 0,

k = 1, 2, . . . , [N−1
2 ],

k = N
2 cuandoN es par.

(1.10)

donde ak y bk son los coe�cientes de Fourier y N el número de observaciones de
la serie de tiempo.

El periodograma se de�ne como la suma de cuadrados de la serie de tiempo,
es decir,

∑2
t=1 Y

2
t . Cuando tomamos los cuadrados de las amplitudes y los

multiplicamos por el valor de N, los valores grandes se harán aún más grandes,
mientras los pequeños irán disminuyendo. De esta manera se incrementará el
contraste entre unos y otros.

1.1.2.4 Periodograma integrado

El periodograma integrado muestra la suma normalizada de los valores del perio-
dograma que se dividen entre la suma de los valores de las ordenadas de todas
las frecuencias de Fourier fk = k/N y se representa a través de una prueba de
bondad de ajuste no paramétrica de Kolmogorov-Smirnov. La suma normaliza-
da se calcula con la siguiente ecuación:

IP (ωk) =

k∑
j=0

I (ωj)∑N
t=1 Y

2
t

(1.11)

donde I(ωj) es la función del periodograma y Y 2
t es la serie de tiempo al

cuadrado.

1.1.3 Estimación

Después de identi�car algunos modelos tentativos, se habrá de estimarse los
parámetros, es decir, el término constante, los coe�cientes autorregresivos y de
medias móviles. En general, para la estimación de parámetros puede utilizarse
algunos de los siguientes métodos: momentos, máxima verosimilitud o mínimos
cuadrados.

Para realizar la estimación de parámetros, se requiere del apoyo de un software
y efectuar las siguientes acciones:

1. Como el método de estimación será de tipo numérico e involucra los datos
nombrados prehistóricos, es necesario asignar valores a estas variables. A
esto se llama inicialización de la serie de tiempo.
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2. Por otro lado, el modelo generará ecuaciones donde se quiere mínimizar
el error, sin embargo, presenta una forma no lineal. Con el objetivo de
linealizarlo, será necesario contar con valores iniciales de los parámetros
que deben estimarse.

1.1.4 Diagnóstico

Una vez que se ha elegido a un modelo tentativo y se han estimado sus paráme-
tros, habrá que diagnosticar el modelo. Para el diagnóstico se requieren las
siguientes herramientas básicas:

• Los residuales, es decir, las diferencias entre cada dato y el modelo.

• Los pronósticos de los últimos datos, que pueden retirarse temporalmente
del modelo.

Al diagnosticar un modelo se recomienda considerar los siguientes pasos:

1.- Veri�car nuevamente que los datos cumplan con las condiciones de esta-
cionaridad.

2.- Veri�car si el modelo está sobrestimado, esto quiere decir, si sobran variables
que no aportan un mejor ajuste; en ese caso deben retirarse. Esto se hace me-
diante pruebas de hipótesis, con la ayuda de herramientas estadísticas, como son:
la desviación estándar estimada del estimador del parámetro Sβ̂j

, el estadístico
t del estimador del parámetro tβj

y el valor-P o P − value del estimador del
parámetro.

Todos ellos se utilizan para probar la siguiente hipótesis para cada parámetro:

H0 = βj = 0

H1 = βj 6= 0

Donde βj es el j-ésimo parámetro del modelo. Para probar está hipótesis, se
construye el estadístico:

tβ̂j
=

ˆβj − 0

Sβ̂j

(1.12)

La regla de decisión es:

• No rechazar H0 si |tβ̂j
|< 2. En este caso el parámetro βj es estadística-

mente insigni�cante y debe retirarse del modelo.

• En caso de no cumplirse H0, el parámetro debe dejarse en el modelo.
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La regla de decisión se puede construir utilizando el P − value, de la siguiente
forma:

• No rechazar H0 si P − value > α. En este caso el parámetro βj es estadís-
ticamente insigni�cante y debe retirarse del modelo.

• En caso de no cumplirse H0, el parámetro debe dejarse en el modelo.

3.- Veri�car si el modelo está subestimado; en dado caso habrá que agregar
parámetros. Esto se hará a través de evaluar el comportamiento de los residuales
que deberán aproximarse a ruido blanco.

4.- Revisar la posible ocurrencia de datos atípicos o faltantes, para darles el
tratamiento adecuado.

5.- Por último, se toman todos los posibles modelos y se comparan de manera
global, por medio de un cuadro comparativo.

1.1.5 Pronósticos

Después de encontrar un modelo apropiado, se pronosticarán los valores de la
serie de tiempo. Por medio de los valores obtenidos (valores puntuales y por
intervalo), corresponde hacer la interpretación, recomendaciones, discusión y
sugerencias.

1.2 Modelos ARIMA

En esta sección se explica de forma breve los modelos ARIMA y sus caracterís-
ticas con base en lo que exponen la Dra. González Videgaray [13] y González
Casimiro [24].

1.2.1 Concepto de estacionaridad

• En sentido fuerte o estricto

Una serie de tiempo es estacionaria en sentido fuerte o estricto si su función
de distribución conjunta de probabilidad permanece idéntica en el tiempo.
Esto es si se cumple lo siguiente:

f(Yt, Yt−1, ..., Yt−k) = f(Yt+τ , Yt−1+τ , ..., Yt−k+τ )∀τ ∈ R (1.13)

• En sentido débil o amplio

Una serie de tiempo es estacionaria en sentido débil o amplio si se satis-
facen tres condiciones:
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1.-Su media es constante en el tiempo. Es decir:

E(Yt) = E(Yt+τ ) = µ, ∀τ ∈ R (1.14)

2.-La varianza es constante en el tiempo.

V ar(Yt) = V ar(Yt+τ ) = γ0, ∀τ ∈ R (1.15)

3.-La autocovarianza es independiente del tiempo.

Autocorr(Yt, Yt−k) = Autocorr(Yt+τ , Yt+τ−k) =
γk
γ0

= ρk,∀τ ∈ R (1.16)

1.2.2 Modelos estacionarios

1.2.2.1 Modelo autorregresivo

Un modelo es autorregresivo si la variable Yt de un periodo t es explicada por
las observaciones de ella misma correspondientes a periodos anteriores, añadién-
dose, un término de error. Este modelo se denota por AR(p) donde p indica
el orden del modelo, es decir, el número de observaciones retrasadas de la serie
temporal analizada que intervienen en la ecuación.

La ecuación general del modelo AR(p) es:

Yt = δ0+φδ1Yt−1+· · ·+φpYt−p+et (1.17)

El modelo AR(p) presenta las siguientes propiedades:

• Tendrá condiciones de estacionaridad para sus parámetros.

• La ACF es decreciente in�nita, con variantes que dependen de los signos
y magnitudes de los coe�cientes.

• La PACF se trunca en K = p.
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1.2.2.2 Modelos de medias móviles

Un modelo denominado medias móviles es aquel que explica el valor de una
determinada variable en un período t en función de un término independiente
y una sucesión de errores correspondientes a períodos precedentes, ponderados
convenientemente. El modelo se denota porMA(q) puesto que contiene q varia-
bles históricas autorregresiva. En el modelo se acostumbra formular con signos
negativos en los coe�cientes, con el objetivo de facilitar el uso de notación abre-
viada. Si el coe�ciente aparece en el modelo con un valor negativo, esto implica
que su valor es positivo y viceversa.

La ecuación general del modelo MA(q) es:

Yt = δ0+et−θ1et−1
−θ2et−2−. . .−θqet−q (1.18)

Donde et son ruido blanco gaussiano, es decir, variables aleatorias independien-
tes que siguen una distribución Normal con media cero, varianza constante σ2

y son no correlacionadas.

El modelo MA(p) presenta las siguientes propiedades:

• Carece de condiciones de estacionaridad para sus parámetros, es decir,
siempre es estacionario.

• Tiene condiciones de invertibilidad para sus parámetros.

• La ACF se trunca en k = q.

• La PACF es decreciente in�nita, con variantes que dependen de los signos
y magnitudes de los coe�cientes.

1.2.2.3 Modelos mezclados

Algunas veces es necesario construir un modelo que incluya términos tanto de
autocorrelación como de medias móviles. Los modelos ARMA(p, q) contienen
p+q parámetros, este tipo de modelos tendrán tanto condiciones de estacionari-
dad como condiciones de invertibilidad.

La ecuación general del modelo ARMA(p, q) es la suma de los modelos AR(p)
y MA(q):

Yt = δ0+φ1Yt−1+. . .+φpYt−p+et−θ1et−1−. . .−θqet−q (1.19)
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El modelo ARMA(p, q) que es construido a partir de la mezcla de los modelos
AR(p) y MA(q), se puede suponer que tendrá condiciones de estacionaridad
siempre que

∑p
i φi < 1 y de invertibilidad siempre que

∑q
i θi < 1. Así como

también, su ACF será decreciente in�nita, que termina en k = q con un efecto
procedente del modeloMA(q) y su PACF también será decreciente in�nita, con
un efecto procedente del modelo AR(p) que desaparece después de k = p.

1.2.3 Modelos no estacionarios

La mayoría de las series de tiempo en casos reales, no cumplen con las condi-
ciones de estacionaridad en sentido amplio, ya que presentan varianza creciente,
tendencia, variación estacional, puede que presente algunas de estas caracterís-
ticas o todas.

En estos casos es necesario modi�car temporalmente los datos, a través de ope-
raciones matemáticas sencillas, de manera que se ajusten a las condiciones de
estacionaridad. De esta manera, será posible ajustar los datos a algún modelo
que sea estacionario. Con el modelo obtenido se generan los pronósticos, pos-
teriormente, se regresan los pronósticos a las unidades de los datos originales,
aplicando funciones inversas.

Para ajustar un modelo no estacionario a un modelos estacionario, es necesario:

1.- Estabilizar la varianza. Los datos tienen que ser homoscedásticos, grá�ca-
mente los datos tienen que estar dentro de un intervalo, alrededor de la media,
sin importar si esta es constante o no. Para lograr estabilizar la varianza es
necesario aplicar una o más transformaciones como raíz cuadrada, logaritmo o
recíproco.

2.- Eliminación de la tendencia. Una vez que ya se estabilizó la varianza, se
observa si la serie de tiempo presenta algún tipo de tendencia. Si es el caso,
es necesario eliminar la tendencia a través de diferencias ordinarias o �nitas.
Después de que los datos tengan media constante, se observa si existe variación
estacional.

3.- Tratamiento de la variación estacional. La variación estacional se puede
visualizar en algunos casos desde la grá�ca de los datos originales o después de
estabilizar la varianza. En algunos datos se puede presentar después de eliminar
la tendencia. Para tratar la variación estacional, existen dos alternativas:

a)Por medio de diferencias estacionales.

b) Representar la variación estacional a través de modelos multiplicativos que
incluyan el componente estacional.
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1.2.4 Modelos con variación estacional

En muchas series de tiempo que presentan variación estacional, se puede lograr
eliminar a través de diferencias estacionales o bien, también es posible modelarla,
incluyendo variables apropiadas en los modelos, para ello existen dos tipos de
modelos.

1.2.4.1 Modelos puramente estacionales

Los modelos estacionales con variación estacional avanzan o retroceden en pe-
riodos de longitud s, a estos modelos se les llama modelos exclusivamente esta-
cionales (seasonal models). Se denotan de las siguientes formas:
SARMA(P,D,Q) o ARMA(P,D,Q)s

donde:

• P es el orden de la parte autorregresiva estacional SAR.

• D es el orden de las diferencias estacionales de longitud s.

• Q es el orden de la parte de medias móviles estacionales SMA.

A continuación se describe de forma breve estos modelos.

1.2.4.2 Modelo SAR(P )

El modelo general autorregresivo estacional es de la siguiente forma:

Zt = δ0+ φ1Zt−s+φ2Zt−2s+ ...+φPZt−Ps+et (1.20)

Este modelo tiene condiciones de estacionaridad pero no de invertibilidad.

Por otro lado, la ACF de estos modelos es decreciente in�nita con valores sig-
ni�cativos en múltiplos de s y la PACF se trunca en k = P .

1.2.4.3 Modelos SMA(Q)

El modelo general de medias móviles estacional es de la siguiente forma:

Z = δ0 + et−Θ1et−s−Θ2et−2s− ...−ΘQet−Qs (1.21)

Este modelo tiene condiciones de invertibilidad pero no de estacionaridad.



CAPÍTULO 1 PRONÓSTICO DE LAS CÉLULASMADRE USANDO BOX-JENKINS 23

Por otro lado, la ACF se trunca en k = Q con valores signi�cativos en múltiplos
de s y la PACF es decreciente in�nita.

1.2.4.4 Modelos SARIMA(P,D,Q)

El modelo general estacional es de la siguiente forma:

Zt = δ0+φ1Zt−s+...+φPZt−Ps+et−Θ1et−s−...−ΘQet−Qs (1.22)

Sus parámetros tienen condiciones de estacionaridad como de invertibilidad.

El comportamiento de las ACF y PACF son decrecientes in�nitas en múltiplos
de s.

1.2.5 Modelos multiplicativos

Todos los modelos antes mencionados, estacionales y no estacionales, se pueden
combinar en uno general de forma multiplicativa, a este modelo se conoce como
modelo multiplicativo y se denota de la siguiente forma:

ARIMA(p, d, q) × (P,D,Q)s

o bien, de la siguiente forma:

ARIMA(p, d, q) (P,D,Q)s

donde:

• El valor p es el orden de la parte AR.

• El valor d es el orden de las diferencias ordinarias o no estacionales.

• El valor q es el orden de la parte MA.

• El valor P es el orden de la parte SMA.

• El valor D es el orden de las diferencias estacionales.

• El valor de Q es el orden de la parte SMA.

La ACF y PACF de este modelo depende por la interacción entre la parte regular
y estacional.
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1.3 Caso de aplicación: predicción de número de

donaciones de células madre por cordón umbilical

Nuestro cuerpo contiene diferentes tipos de células que son indispensables para
nuestra salud. De ellas depende nuestro cuerpo para que esté en funcionamiento,
para hacer que nuestro corazón lata, para el funcionamiento de nuestro cere-
bro, para reemplazar las células de nuestra piel a medida que se renueva, entre
muchas otras funciones. Sin embargo, quienes se encargan de formar todos estos
tipos de células, son las células madre. Las células madre son las proveedoras
de nuevas células. Cuando las células madre se dividen pueden hacer más de sí
mismas o más de otros tipos de células. Por ejemplo, las células madre de la
piel pueden formar más células madre de piel o logran formar diferentes células
que tienen trabajos especí�cos como producir el pigmento de melanina.

Las células madre se pueden obtener de dos fuentes, de los embriones en sus
primeras fases de desarrollo (células madre de origen embrionario) o del organis-
mo adulto (células madre adultas), como las células que se presentan en el
cordón umbilical o se pueden encontrar en el organismo, distribuidos en órganos
y tejidos, como la piel, el cerebro, músculo, intestino, corazón, córnea, retina,
médula ósea, grasa, vasos, etc [5].

En esta investigación nos centraremos solo en las células de cordón umbilical.

1.3.1 Células madre de cordón umbilical

El cordón umbilical conecta a un bebé en el vientre de su madre. Se extiende
desde una abertura en el estómago del bebé a la placenta en el útero. El cordón
mide unos 50 cm de largo.

Para qué sirve el cordón umbilical

En la placenta, el oxígeno y los alimentos del torrente sanguíneo de la madre
pasan al torrente sanguíneo del bebé a lo largo del cordón umbilical.

La sangre circula a través del cordón por unos vasos sanguíneos que la trans-
portan aportando oxígeno y nutrientes imprescindibles para el bebé. Dos arte-
rias llevan los productos de deshecho como el dióxido de carbono desde el bebé
a la placenta. Estos vasos sanguíneos están encerrados y protegidos por una
sustancia pegajosa llamada gelatina de Wharton, que a su vez está cubierta por
una membrana llamada amnios.

Hacia el �nal del embarazo, la placenta pasa anticuerpos al bebé a través del
cordón umbilical, dándole inmunidad a las infecciones durante unos tres meses
después del nacimiento. Sin embargo, sólo transmite los anticuerpos que ya
tiene [4].
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El cordón umbilical contiene células madre. Estas son células que pueden con-
vertirse en tipos especí�cos de células en su cuerpo. Las células madre pueden
utilizarse para tratar algunas enfermedades, tales como ciertas formas de cáncer
y anemia.

A veces la sangre del cordón se desecha junto con el cordón umbilical y la
placenta después del nacimiento del bebé. Pero algunas personas desean guardar
o donar la sangre del cordón (en un banco de sangre de cordón umbilical) para
que pueda utilizarse más adelante para tratar enfermedades [6].

1.3.2 Proceso para obtener las células madre del cordón
umbilical

Para los tratamientos, los médicos suelen obtener sangre del cordón umbilical
de las placentas de donantes voluntarias después de dar a luz.

En el CNTS, la recolección de la sangre de cordón umbilical la realiza el ginecólo-
go responsable del parto o cesárea.

El CNTS entrega a la donante un equipo de recolección (�kit�), el cual contiene
todo lo necesario para la obtención de la sangre. Después del nacimiento por
parto o cesárea, y generalmente antes de la salida de la placenta, el médico
debe limpiar con un antiséptico el sitio del cordón umbilical donde se efectuará
la punción. La punción se efectúa con una aguja que va unida a un tubo que
conduce a la bolsa colectora. El médico debe cerciorarse que se extraiga el
máximo volumen posible (mínimo 80 mililitros). Finalizada la extracción, se
guarda un fragmento de cordón umbilical en uno de los tubos contenidos en el
equipo de recolección y se toma una muestra de sangre materna para estudios
posteriores.

Es indispensable asegurarse que todos los documentos contenidos en el equipo de
recolección se llenen adecuadamente y que se colecten las �rmas de las personas
que se solicitan y, una vez llena la bolsa con la sangre de cordón umbilical,
las muestras sanguíneas y la documentación anexa, sean colocadas dentro de la
bolsa de cierre hermético. Se conserva a temperatura ambiente (entre +12º C
y +24º C) y habitualmente es un familiar quien lleva el equipo de recolección
al CNTS, dentro de las primeras 24 horas después del nacimiento [7].

1.3.3 Bene�cios de las células madre obtenidas de la sangre
del cordón umbilical

Las células madre pueden curar y tratar enfermedades. Sin embargo, debido a
los diferentes tipos de células madre que existen, cada una ofrece distintos bene-
�cios, esto es porque tienen diferentes aplicaciones. Tales como los siguientes
[4]:
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• Las células madre del cordón umbilical tienen la propiedad de convertirse
en diferentes tipos de células especializadas.

• La manera de obtención de las células madre del cordón umbilical es muy
fácil, indolora y el riesgo es nulo. No hay peligro para la madre ni mucho
menos para el bebé.

• Estas células son prácticamente vírgenes, es decir, no contienen virus,
elementos cancerígenos ni ningún otro daño. Esto es debido a que han
estado protegidas en el útero durante toda su vida.

• Su esperanza de vida es superior a los 15 años gracias a la congelación.
Los expertos aseguran que pueden llegar a vivir muchos más años sin
problemas.

• Las células madre del cordón umbilical son 100% compatibles con el bebé y
mucho más compatibles con sus familiares que las células madre de médula
ósea.

• Hay una mayor concentración de células madre en el cordón umbilical que
en la misma porción de médula ósea.

• Como el donante es el mismo que el receptor o un familiar, no se invierte
tiempo en la búsqueda de un donante. La disponibilidad de las células es
inmediata.

• Durante su obtención no debe destruirse ningún embrión por lo que no
existe controversia.

Actualmente, las células madre del cordón umbilical se pueden utilizar para
tratamientos para combatir cerca de 80 enfermedades potencialmente mortales.
Entre las enfermedades tratables se incluyen una amplia gama de cánceres, pro-
blemas relacionados con la médula ósea, trastornos de la sangre o hemoglobino-
patías, trastornos metabólicos, inmunode�ciencias, tratamientos emergentes en-
tre otras enfermedades.

1.3.4 Donaciones de células madre por cordón umbilical en
el mundo

En 1988 se reportó en Francia el primer trasplante exitoso de células madre
obtenidas de cordón umbilical. El receptor fue un pequeño de cinco años que
padecía una rara forma de anemia, y las células fueron obtenidas del cordón
umbilical de su hermana. A partir de entonces, esta terapéutica se convirtió
en una realidad salvadora de vidas en todo el mundo y comenzaron a proliferar
los bancos de cordón umbilical. Las investigaciones con este tipo de células han
atraído re�ectores porque prometen tratar enfermedades contra las que hoy no
se puede hacer mucho [9].
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Actualmente España ocupa el segundo lugar en el mundo en donaciones de
cordón umbilical, con el 10% de todas las unidades almacenadas en el mundo,
que han permitido trasplantar células madre sanguíneas a 2,500 personas, de las
que tres cuartas partes son de fuera de España, según la Organización Nacional
de Trasplantes (ONT). Solo Estados Unidos los supera con una población seis
veces mayor que en España [10].

En la �gura 1.2 se muestra la grá�ca de unidades disponibles de sangre de cordón
umbilical por banco en España en los últimos 10 años [11].

Figura 1.2. Unidades de sangre de cordón umbilical en España [11].

En la �gura 1.3 se muestra la grá�ca de los trasplantes de células madre que se
han hecho en Estados unidos; las células madre de cordón umbilical son ya la
fuente preferida, según el programa de donantes de médula ósea�Estados Unidos
de América [12]. En la grá�ca se puede ver el crecimiento que ha tenido esta
fuente a partir del 2001 hasta el 2010.

Figura 1.3. Trasplante de células madre en Estados Unidos [12].
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1.3.5 Donaciones de células madre por cordón umbilical en
México

A principios de este siglo, llegaron a México los primeros bancos privados para
donaciones de células madre de cordón umbilical, y en el 2007 se reportó que
existían por lo menos diez empresas, convirtiendo a México en el cuarto país
con mayor número de estos bancos en el mundo, según datos de la Organización
Médica Colegial de España [9]. El problema es que el costo es muy elevado y
prohibitivo para la mayoría de las personas, aunque la cura de muchas enfer-
medades a futuro se vislumbran muy alentadoras.

En México solo existen tres bancos públicos de sangre de cordón umbilical: el
(CNTS) de la Secretaría de Salud, el del hospital la Raza, que perteneciente al
IMSS, y el hospital Universitario de la Universidad Autónoma de Nuevo León.

Se estima que hay más de una decena de bancos privados que operan en el país,
aunque solo tres cuentan con permiso de la Comisión Federal para la Protección
contra Riesgos Sanitarios (Cofepris): BCU, Lamport Genética y Desarrollo e
Innovaciones, y Desarrollo en Biotecnología Celular.

Quienes desean preservar los cordones umbilicales de sus hijos pagan alrededor
de 800 dólares para los primeros trámites y 100 dólares al año por preservarlo.

Para donaciones, México necesita por lo menos 10,000 unidades de sangre de
cordón umbilical, sin embargo, entre 2003 y 2012 el CNTS de la Secretaría de
Salud solo recibió 5,000 de ellas.

No todos los cordones pueden ser utilizados con éxito. De acuerdo con un estudio
de la American Society for Blood and Marrow Transplantation las probabilida-
des de éxito es de 1 entre 2,500.

El reto para la donación es que en algunas ocasiones las muestras que se deben
extraer de los cordones no alcanzan los 90 mililitros de sangre (la cantidad
mínima necesaria) o su calidad es de�ciente. Eva Calderón Garcidueñas, espe-
cialista en hematología de la Facultad de Química de la UNAM, explica que la
Academia Estadounidense de Pediatría (AAP, por sus siglas en inglés) calcula
que las posibilidades de que un niño necesite sus propias células madre de la
sangre del cordón en el futuro son de una en 200,000 [8].

En la grá�ca 1.4 se muestran las donaciones de células madre del cordón umbili-
cal, así como el número de células rechazadas y aceptadas del año 2003 al 2014
[7].
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Figura 1.4. Células madre del cordón umbilical en el CNTS [7].

1.4 Modelado por la metodología Box-Jenkins

El CNTS cuenta con los datos anuales del número de donaciones de células
madre del cordón umbilical desde el año 2003 al año 2014. Sin embargo,
el número de datos son insu�cientes para realizar un pronóstico usando la
metodología Box-Jenkins, además el CNTS no lleva el registro mensual de dona-
ciones de células madre por cordón umbilical. Se vio la necesidad de repartir
los datos anuales en sus correspondientes meses.

Para obtener los datos mensuales, se sacó el promedio anual, se obtuvo la
desviación estándar de las donaciones anuales, después de obtener la desviación
estándar, se dividió entre 12 la desviación anual, para obtener la desviación men-
sual, después se sacó el promedio de cada año. Posteriormente, se estableció un
intervalo por cada año de la siguiente manera: de acuerdo con el promedio de
cada año se restó la desviación mensual para el límite inferior, mientras que
para el límite superior se sumó al promedio la desviación mensual. Finalmente
se generaron 12 números aleatorios por año, de acuerdo con los intervalos que
se establecieron en cada año, de tal forma que sumaran el total de donaciones
que se obtuvieron por año.

La siguiente grá�ca nos ilustra los datos de la serie de tiempo de donaciones
de células madre por cordón umbilical. Como se puede observar en la �gura
1.5, la serie parece ser homoscedástica, en otras palabras, la varianza parece ser
constante, la tendencia era creciente hasta �nales del año 2008 y en los años
posteriores la serie tiende a ser decreciente, además, pareciera que no existe
variación estacional, pero esto pudiera surgir a través del análisis y presenta
�uctuación aleatoria.
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Figura 1.5. Serie de tiempo original.

La �gura 1.6 se puede contemplar el periodograma integrado de la serie de
donaciones de células madre por cordón umbilical. Podemos notar que el perio-
dograma integrado muestra un escalón al inicio de la grá�ca, en otras palabras,
presenta frecuencias cercanas a cero, esto quiere decir, que la serie tiene tenden-
cia.

Figura 1.6. Periodograma integrado de las donaciones del CNTS.

La función de autocorrelación (ACF) que se muestra en la �gura 1.7, se puede
observar que la función decrece in�nitamente, pero se puede ver que es un poco
lento, esto es porque la serie presenta tendencia. Por otro lado, la función
de autocorrelación parcial que se muestra en la �gura 1.8, se puede notar que
sobresale en k = 1 y k = 2.
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Figura 1.7. Grá�ca original de la ACF.

Figura 1.8. Grá�ca original de la PACF.

De lo anterior, se destaca lo siguiente:

• La varianza parece ser constante, dicho de otra forma, la serie es ho-
moscedástica.

• La serie presenta tendencia, esto es sobresaliente en el peridograma inte-
grado, se puede ver un escalón al inicio de la grá�ca (�gura 1.6).

• Pareciera que no presenta variación estacional, sin embargo, puede pre-
sentarse a lo largo del análisis.

De esto se concluye, que los datos no son estacionarios, por lo tanto, se tendrán
que hacer modi�caciones. Para llegar a un modelo tentativo, es necesario con-
seguir que la serie sea estacionaria, para ello, se tendrá que eliminar la tendencia
mediante diferencias ordinarias.
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1.4.1 Identi�cación de un modelo

Después de observar detenidamente cada una de las grá�cas anteriores e iden-
ti�car los componentes de la serie de tiempo, se procede a realizar una o dos
diferencias ordinarias para eliminar la tendencia. La �gura 1.9 se muestra la
serie después de aplicar una diferencia ordinaria. Podemos ver que la media y la
varianza de la serie de tiempo son constantes, y no presenta variación estacional,
esto último lo corroboraremos a continuación con la función de autocorrelación
(ACF) y la función de autocorrelación parcial (PACF).

Figura 1.9. Grá�ca serie de tiempo con una diferencia ordinaria.

La ACF (�gura 1.10) muestra un valor en k = 1 y la PACF (�gura 1.11)
muestran un valor en k = 1 y ligeramente sobresale valores en k = 2, k = 3
y k = 9, el resto de los valores se van disminuyendo y se mantienen dentro de
los intervalos de con�anza. Los correlogramas de la serie aplicando una sola
diferencia parecen ser limpios.

Figura 1.10.ACF con una diferencia ordinaria.
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Figura 1.11. PACF con una diferencia ordinaria.

Aplicando una segunda diferencia, podemos ver que los correlogramas son menos
limpios que los de una diferencia. En la ACF que se muestra en la �gura 1.12,
el valor en k = 1 es más cercano a 1 y resalta un valor en k = 2, por otra parte,
la PACF que se muestra en la �gura 1.13, decrece in�nitamente. Con base en
las grá�cas, se pre�eren los correlogramas con una sola diferencia ordinaria.

Figura 1.12. ACF con dos diferencias ordinarias.
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Figura 1.13. PACF con dos diferencias ordinarias.

Recordando que si la ACF mostrara una estructura decreciente y en la PACF
tuviera p números de coe�cientes signi�cativos se trataría de un AR. En el caso
de MA sería justo a la inversa. Sin embargo, no es el caso, ya que la ACF
(�gura 1.10) se trunca en k = 1 y la PACF (�gura 1.11) se trunca en k = 1 y
ligeramente en los valores k = 2, k = 3 y k = 9, por lo tanto, se sugiere partir
como primer modelo tentativo a un ARIMA(1, 1, 1).

1.4.2 Estimación de los parámetros

Una vez de tener uno o varios modelos iniciales, la siguiente etapa de la metodología
Box-Jenkins es la de estimación de los parámetros los parámetros φ (correspon-
diente al AR) y θ (correspondiente al MA) del modelo a partir del conjunto de
143 observaciones (144-1, observación que se pierde tras diferenciar).

Los resultados de la estimación delos parámetros del modelo ARIMA(1, 1, 1) se
muestran en la �gura 1.14.

Figura 1.14. Estimación del modelo propuesto.
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1.4.3 Diagnóstico del modelo

1.4.3.1 Signi�cación estadística de los parámetros

Cada uno de los parámetros autorregresivo o media móvil incluidos en el modelo
debe ser estadísticamente signi�cativo. Se observa en la �gura 1.14, el estadístico
t del parámetro AR(1) y de la constante, no es mayor en valor absoluto a dos y su
P −values no es menor a 0.05, esto indica que no son signi�cativos, por lo cual,
serán eliminados el parámetro AR(1) y la constante del modelo, en el caso del
parámetro MA(1) es signi�cativo, por lo tanto se propone un ARIMA(0, 1, 1).

Los resultados de la estimación de los parámetros del modelo ARIMA(0, 1, 1)
se muestran en la �gura 1.15.

Figura 1.15. Estimación del modelo ARIMA(0,1,1).

1.4.3.2 Condiciones de estacionaridad e invertibilidad

Si un modelo utiliza parámetros autorregresivos la suma de sus valores deben
ser menor que uno. Si utiliza parámetros de media móvil, la suma de sus valores
deben ser menor a uno. En el caso del modelo ARIMA(0, 1, 1), no tiene parte
autorregresiva, por lo tanto, la condición de estacionaridad (φ < 1) se cumple,
por otro lado, la parte de media móvil del modelo cumple con la condición de
invertibilidad (θ1 < 1), en la �gura 1.15 se observa que el valor del parámetro
θ1 es menor a la unidad.

1.4.3.3 Análisis de los residuales del modelo

Para que una serie de tiempo sea estacionaria en sentido amplio deben cumplir
con las condiciones mencionadas en la subsección 1.2.1. Sin embargo, también
es importante veri�car los residuales de cada modelo propuesto, ya que si la
serie es estacionaria sus residuales también deberán serlo [13]. En el perio-
dograma integrado de la �gura 1.16, se puede ver en los residuales del modelo
ARIMA(0, 1, 1) que no existe un valor cercano a cero, se mantienen dentro de
los límites de con�anza, además de que se ajusta adecuadamente a la línea, por
lo tanto se puede decir, que se comportan como ruido blanco gaussiano.
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Figura 1.16. Periodograma integrado de los residuales del modelo
ARIMA(0,1,1).

Para que un modelo sea adecuado para una serie de tiempo, sus residuales deben
comportarse como ruido blanco gaussiano, si es así el modelo es factible. Las
funciones de correlación simple y parcial de los residuales del modelo no deben
presentar valores signi�cativos.

Podemos ver que tanto la ACF (�gura 1.17) como la PACF (�gura 1.18) de los
residuales del modelo ARIMA(0, 1, 1) no presentan algún valor signi�cativo,
por lo que se puede corroborar lo que se mencionó en el periodograma integrado
del modelo, que los residuales del modelo se comportan como ruido blanco
gaussiano y también se puede decir, que al modelo no le hace falta agregar
algún parámetro.

Figura 1.17. ACF de los residuales del modelo ARIMA(0,1,1).
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Figura 1.18. PACF de los residuales del modelo ARIMA(0,1,1).

1.4.3.4 Datos faltantes y atípicos

La serie original (�gura 1.5) no presenta estacionalidad, sin embargo, presenta
tendencia. En el diagrama de box-plot podemos corroborar esto, se observa
en la �gura 1.19 que la mediana de cada año no tiene valores parecidos y no
mantiene una dirección constante.

Figura 1.19. Diagrama de caja y bigotes de la serie de tiempo por año.

De manera más general, en la �gura 1.20 se observa en diagrama de box-plot
un punto alejado, este punto se encuentra en el mes de enero del año 2007,
que se consideró dentro del pronóstico para obtener un resultado más cercano
a la realidad. Con respecto a los cuartiles, la población está un poco más
concentrada en el primer y segundo cuartil (25% y 50% de la población) que la
población de el segundo y tercer cuartil (50% y 75% de la población).
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Figura 1.20. Diagrama de caja y bigotes.

1.4.3.5 Comparación de modelos

El primer modelo es un ARIMA(0, 1, 1) sin constante. El parámetro MA(1) es
signi�cativo, los valores de las grá�cas ACF y PACF se mantienen dentro los
límites de con�anza, en la PACF se ve ligeramente un valor en k = 8. En el pe-
riodograma integrado no se presenta ningún escalón signi�cativo, los residuales
se ajustan a la línea recta, lo que indica que se trata de ruido blanco gaussiano.
En el periodo de estimación (�gura 1.21), en las pruebas de aleatoriedad, en
RUNS aparece un asterisco, esto indica que es marginalmente signi�cativo. En
el periodo de validación (�gura 1.22), tiene la menor suma de cuadrados de los
residuales (RMSE).

El segundo modelo es un ARIMA(2, 1, 0) sin contante. Los parámetros AR(1)
y AR(2) son signi�cativos, todos los valores de la ACF se encuentran dentro de
los límites de con�anza y en la PACF solo se observa un valor en k = 8, el resto
se mantiene dentro de los límites de con�anza. En el periodograma integrado
parece indicar que los residuales se comportan como ruido blanco gaussiano,
esto es porque no presenta algún escalón signi�cativo y también se ajusta a
la línea. En el periodo de estimación (�gura 1.21), pasa todas las pruebas de
aleatoriedad y es el modelo que tiene la mayor RMSE y el segundo en el periodo
de validación (�gura 1.22).

El tercer modelo es un ARIMA(3, 1, 0) sin constante. El valor estadístico t de
cada parámetro es mayor en valor absoluto a dos, por lo tanto son signi�cativos.
Al igual que los dos anteriores modelos, en la ACF no sobresale ningún valor y
en la PACF se observa un valor en k = 8, todos los demás valores se mantienen
dentro de los límites de con�anza. En el periodograma integrado parece indicar
que los residuales se comportan como ruido blanco gaussiano, esto es porque no
presenta algún escalón signi�cativo y también se ajusta a la línea. En el periodo
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de estimación (�gura 1.21), pasa todas las pruebas de aleatoriedad, sin embargo
en el periodo de validación (�gura 1.22) es el modelo que tiene la mayor RMSE.

El cuarto modelo es un ARIMA(2, 1, 1) sin constante. Los parámetros tanto de
la parte medias móviles como la autorregresiva son signi�cantes. En las ACF
y PACF no existe ningún valor signi�cativo. En el en periodograma integrado
no presenta ningún escalón, los residuales se mantienen dentro de los límites de
con�anza y se ajustan a la línea. En la �gura 1.21, es el modelo con la menor
RMSE y en la parte de las pruebas de aleatoriedad, aparece un asterisco en
MEAN.

Figura 1.21. Periodo de estimación.

Figura 1.22. Periodo de validación.

1.4.3.6 Elección del modelo

Los parámetros de cada modelo son signi�cativos esto quiere decir, que los
modelos no están sobrestimados y las grá�cas de ACF y PACF no indican
que les haga falta agregar algún parámetro, además de que sus residuales se
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comportan como ruido blanco gaussiano. Dos de los cuatro modelos propuestos
pasan todas las pruebas de aleatoriedad (modelos 2 y 3), sin embargo, no son los
modelos que tienen la menor RMSE, tanto en el periodo de validación como de
estimación. Por otra parte, el modelo ARIMA(2, 1, 1) es el que tiene la menor
RMSE en el periodo de estimación, sin embargo, el modelo ARIMA(0, 1, 1) es
el que tiene la menor RMSE en el periodo de validación de los pronóstico. Por
lo tanto el modelo que se seleccionará es el ARIMA(0, 1, 1). En la �gura 1.23
se muestra la estimación del parámetro MA(1).

Figura 1.23. Parámetros del modelo ARIMA(0,1,1).



Capítulo 2 Pronóstico con
otro modelo matemático

Con frecuencia nos enfrentamos a problemas que implican la extracción de in-
formación a partir de datos muy complejos e inciertos, a los que no siempre se
puede dar solución por medio de aproximaciones tradicionales. Sin embargo,
existen técnicas que son capaces de realizar cálculos complejos para procesar
información, una de estas técnicas son las redes neuronales arti�ciales (RNA).

A continuación se explicará brevemente, los conceptos básicos de las RNA, su
arquitectura, principales modelos y la aplicación de esta metodología para la
predicción de donaciones de células madre por cordón umbilical.

2.1 Qué son las redes neuronales arti�ciales

Una RNA es una estructura compuesta de un número de unidades interconec-
tadas (neuronas arti�ciales). Cada una de ellas posee una característica de
entrada/salida e implementa una función. Las RNA están inspiradas en el sis-
tema biológico natural, persiguen imitar ciertas habilidades humanas atribuibles
al cerebro y a millones de elementos interconectados llamados neuronas.Tratan
de crear modelos arti�ciales que solucionen problemas que no se pueden resolver
mediante técnicas algorítmicas convencionales. En la �gura 2.1 se ve grá�ca-
mente la estructura y el funcionamiento de una red neuronal.

41
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Figura 2.1. Estructura y funcionamiento de una RNA.

2.1.1 Elementos básicos de una RNA

Los elementos básicos de una red neuronal arti�cial son los encargados de rea-
lizar las operaciones de la misma. A continuación se presentará los elementos
que la constituyen.

• Entradas o capas de entradas (X1,X2, · · · , Xn). Son escalares que se
proporcionan a la red. El número que constituyen esta capa dependerá de
los datos del problema.

• Salidas o capa de salidas (Y1,Y2, · · · , Ym). Son los valores que arroja la
red como el resultado del aprendizaje.

• Conexiones o pesos asociados a cada entrada (W1,W2, · · · ,Wk). Son valo-
res numéricos que resaltan la importancia de la entrada correspondiente.
Estas conexiones pueden ser excitadoras (presentan un signo positivo), o
inhibidoras (conexiones negativas).

• Punto de suma de entradas ponderadas. Se encarga de sumar todas las
entradas multiplicadas por su respectivo peso (Wk). La suma de pon-
deraciones está dada por la siguiente ecuación: Vk =

∑n
i=0XiWik, donde

X1, X2, · · · , Xn son las entradas de las neuronas k, W1,W2, · · · , Wk son
los pesos asociados a cada entrada de la neurona y Vk es la suma de las
entradas multiplicadas por los pesos correspondientes.

• Sesgo (X0). Es un valor formado por una entrada �ja e igual a 1, multi-
plicada por el peso W0.

• Valor umbral. Cada neurona tiene también un cierto valor umbral. En
el interior de la neurona se suman las entradas, y a esta suma se le resta
el valor umbral propio de la neurona. Esto genera la activación de la
neurona, también conocida como potencial post-sináptico o PSP.
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• Función de activación. Es una función lineal o no lineal, que limita la
amplitud de la salida de la neurona. La función de activación está dada
por la siguiente ecuación: Yk = Γ(Vk). Donde Γ(Vk) es la función de
activación y Yk es la salida de la neurona k.

2.1.2 Funciones de activación

Al igual que las neuronas biológicas, las RNA también tienen grados de acti-
vación que pueden limitarse únicamente a dos, como en el caso de las biológicas
o variar entre un rango de valores (de�nido entre [0,1] o entre [-1,1] ).

Para obtener la salida �nal de una neurona se debe aplicar a la entrada ponde-
rada total una función de activación que calcula el valor de la salida o estado
de actividad de la neurona. La función de activación combina la entrada total
a la k-ésima neurona, obtenido a partir de los estímulos y pesos recibidos.

Existen diferentes funciones de activación, entre las más usadas están:

1. La función lineal o identidad. Devuelve directamente el valor de activación
de la neurona. Este tipo de función se utiliza en redes de baja complejidad
[1]. En forma matemática se expresa de la siguiente forma:

Γ(Vk) = Vk
Rango = (−∞,∞)

(2.1)

Y grá�camente,

Figura 2.2. Función lineal [1].

2. La función escalón o signo. Presenta salidas binarias (habitualmente {0,1}
o {-1,1}). Si la activación de la neurona es inferior a un determinado um-
bral, la salida se asocia con un determinado output, y si es igual o superior
al umbral se asocia con el otro output [1]. Su expresión matemática es de
la siguiente forma:

Para un rango = {0, 1}

a)Γ(Vk) =

{
1 si

0 si

Vk ≥ 0

Vk < 0
(2.2)
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y grá�camente,

Figura 2.3. Función escalón (a) [1].

Para un rango = {−1, 1}

b)Γ(Vk) =

{
1 si

−1 si

Vk ≥ 0

Vk < 0
(2.3)

y grá�camente,

Figura 2.4. Función escalón (b) [1].

3. La función mixta o lineal a tramos. Es una variante progresiva de la
función escalón. Si la activación de la unidad es menor que un límite
inferior pre-establecido, la salida se asocia con un determinado valor; si
la activación es igual o superior que un límite superior, la salida se asocia
con otro valor. Si el nivel de activación se encuentra comprendido entre
ambos límites, se aplica la función lineal [1]. Su expresión matemática es
de la siguiente forma:

Para un rango = [0, 1]

a)Γ(Vk) =


1 si

Vk si

0 si

Vk ≥ 1

−1 ≤ Vk < 1

Vk < −1

(2.4)

y grá�camente,
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Figura 2.5. Función mixta (a) [1].

Para un rango = [−1, 1]

b)Γ(Vk) =


1 si

Vk si

−1 si

Vk ≥ 1

−1 ≤ Vk < 1

Vk < −1

( 2.5)

y grá�camente,

Figura 2.6. Función mixta (b) [1].

4. La función sigmoidea. De�nida en un determinado intervalo monotónico
con límites superiores e inferiores. Entre las funciones sigmoideas de trans-
ferencia más aplicadas destacan la función sigmoide o logística y función
tangente hiperbólica [1]. Esta última es la más usada en redes neuronales
y se recomienda para problemas de predicción. Su expresión matemática
es:

Función sigmoide o logística.

Γ(Vk) =
1

1 + e−Vk
Rango = (0, 1) (2.6)

y grá�camente,

Figura 2.7. Función sigmoide o logística [1].
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Función tangente hiperbólica.

Γ(Vk) =
eVk − e−Vk

eVk + e−Vk
Rango = (−1, 1) (2.7)

y grá�camente,

Figura 2.8. Función tangente hiperbólica [1].

5. La función gaussiana. Las funciones gaussianas se suelen aplicar en redes
complejas con m capas ocultas (m ≥ 2) que requieren reglas de propa-
gación basadas en el cálculo de distancias cuadráticas entre los vectores
de entrada y los pesos de la red [1]. Su expresión matemática es:

Γ(Vk) = e−V
2
k /σ

2

Rango = (0, 1) (2.8)

y grá�camente,

Figura 2.9. Función gaussiana [1].

6. La función sinusoidal. Genera salidas continuas en el intervalo [−1, 1].
Estas funciones suelen emplearse en los casos en los que se requiere ex-
plícitamente una periodicidad temporal [1]. Su expresión matemática es:

Γ(Vk) = sen(Vk+1)Rango = (−1, 1) (2.9)

y grá�camente,

Figura 2.10. Función sinusoidal [1].
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2.2 Arquitectura de una RNA

Los elementos de una RNA se pueden conectar entre sí. Estas se agrupan en
capas, cada una de ellas con un conjunto de neuronas de número variable y
comportamiento similar.

Cada capa está conectada a la inmediata posterior total o parcialmente, excepto
la última capa, que constituye la salida total de la red neuronal. Existen tres
tipos de capas [3]:

1. Capa de entrada. El número y tipo de neuronas que construyen esta capa,
depende de los datos del problema.

2. Capas intermedias. Pueden ser más de una, dependiendo del tipo y com-
plejidad del problema a resolver con la red. Mediante el tratamiento ade-
cuado de estas capas se consiguen las propiedades de generalización, ex-
tracción de características, adaptación, etc., que hacen muy interesante el
trabajo de las RNA.

3. Capa de salida. El número de neuronas de esta capa depende del formato
esperado de salida de la red.

La �gura 2.11 representa los tres elementos que toda RNA debe tener.

Figura 2.11. Arquitectura de una red neuronal .
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Las diferentes formas de distribuir, conectar e interrelacionar estos tres tipos de
capas, junto con el tipo de neuronas que constituyen cada una de ellas, nos va
a de�nir los diferentes paradigmas de red existentes. Podríamos clasi�car las
estructuras neuronales o modelos conexionistas de diferentes formas.

2.2.1 Clasi�cación según el número de capas

Existen dos tipos de clasi�caciones de las RNA según su número de capas [2]:

1. Redes monocapa. Las redes monocapa solo cuentan con una capa de neuronas
de entrada y una de salida, que intercambian señales con el exterior y que
constituyen a un tiempo capa oculta y capa de salida de sistema. Las redes
monocapa se utilizan típicamente en tareas relacionadas con lo que se conoce
como auto-asociación, por ejemplo, para regenerar informaciones de entrada
que se presentan a las incompletas o distorsionadas, o para el reconocimiento
de patrones.

2. Redes multicapa. Las redes multicapa están compuestas por al menos una
capa oculta entre la capa de entrada y la de salida de la RNA. Las redes mul-
ticapa pueden resolver problemas más complicados que las redes monocapa.
Normalmente la di�cultad del problema a resolver va asociado con el tamaño
de las redes multicapa, que está de�nido por el número de capas ocultas y las
neuronas en cada una de ellas.

2.2.2 Clasi�cación según el tipo de conexiones

La conectividad entre las neuronas canaliza la información de salida de una
neurona como entrada de otra. A continuación se presentan los diferentes tipos
de conexiones que existen en una RNA [2]:

1. Conexiones hacia delante. El sentido de transmisión de la información en este
tipo de conexiones se realiza desde neuronas de capas inferiores (más cercanas
a la capa de entrada) hacia neuronas de capas superiores (más cercanas a la
salida). También se denominan feedforward .

2. Conexiones hacia atrás. Estas conexiones llevan los datos de las neuronas
de una capa superior, a otras de una capa inferior. Son también llamadas
feedbackward .

3. Conexiones laterales. Son conexiones que se hacen entre neuronas de una
misma capa. Se diseñan como excitadoras (con signo positivo), permitiendo
la cooperación (con peso positivo) o la inhibición (con peso negativo) entre
neuronas, lo que establece una competencia entre neuronas de la misma capa.
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4. Conexiones con retardo. Los elementos de retardo se incorporan en las co-
nexiones para implementar modelos dinámicos temporales (redes dinámicas). Se
almacenan los datos antiguos para después procesarlos junto con la información
actual.

5. Conexiones auto-recurrentes. La salida de una neurona se conecta con su
propia entrada.

2.2.3 Clasi�cación según tipo de información

1.- Redes estáticas. El tipo de información que manejan las redes estáticas tiene
carácter estacionario, es decir, el valor de la salida solo depende del valor de las
entradas en el mismo momento en el que esta se produce.

Estas redes se pueden caracterizar estructuralmente por la inexistencia de bucles
de realimentación y de elementos de proceso que las forman. Normalmente van
asociadas a las redes con conexiones hacia adelante (feedforward).

2.-Redes dinámicas. La información que se maneja en este tipo de redes incluye
la variable tiempo, es decir, la salida depende de la entrada en el momento
actual y de los valores de entrada y/o salida en momentos anteriores.

Para incluir la variable tiempo, se pueden incorporar en la red retardos tempo-
rales o conexiones de tipo feedbackward entre las capas de neuronas [2].

2.3 Aprendizaje y recuerdo

Los datos de entrada de la RNA se procesan mediante un conjunto de operacio-
nes internas, que proporcionan una salida de la red. Este conjunto de opera-
ciones internas se de�ne como aprendizaje, es decir, el proceso por el que una
red neuronal crea, modi�ca, o destruye sus conexiones en respuesta a una in-
formación de entrada. Las RNA son capaces de generalizar un determinado
procesamiento a partir de un conjunto de patrones de aprendizaje. Por ello, el
aprendizaje es necesario, para que la red pueda extraer conocimiento a partir de
los patrones de entrada que se le presentan, por lo que es habitual que la RNA
sea entrenada previamente a la ejecución de la tarea que debe llevar a cabo.

La mayoría de los modelos neuronales (redes o�-line) tienen dos modos o fases de
funcionamiento: la fase aprendizaje o entrenamiento y la fase recuerdo, ejecución
u operación. En estos modelos es necesario ejecutar inicialmente la fase de
entrenamiento para establecer los pesos de la red y, posteriormente utilizar el
modelo en la fase recuerdo, manteniendo los pesos �jos. Por otra parte, existen
modelos neuronales en los que las fases de aprendizaje y recuerdo coinciden
(redes on-line), de forma que la red puede aprender y modi�car sus conexiones
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durante el modo de operación, por lo que los pesos varían de forma dinámica
cada vez que se presentan al sistema una nueva información [1]. A continuación
se explicará brevemente en qué consiste cada una de las fases.

2.3.1 Fase de aprendizaje o entrenamiento

Para la construcción de una red neuronal, se parte de un modelo determinado de
neuronas y de una determinada arquitectura, estableciendo los pesos iniciales
aleatorio o nulos. A partir de este modelo empieza la fase de aprendizaje o
entrenamiento de la red para dar solución al objeto de estudio. Este ajuste se
puede llevar a cabo mediante dos procesos diferentes pero complementarios.

• Modelado de la sinapsis (pesos) de la red

A través de una regla de aprendizaje, construida con el objetivo de minimi-
zar una determinada función de error. Se denomina wij(t) al peso que
contenga la neurona pre-sináptica i con la post-sináptica j en el momento
t (iteración t-ésima), el estado de dicha sinapsis en el momento t +1 está
dada por la siguiente expresión:

wij(t+ 1) = wij(t) +4wij(t) (2.10)

donde 4wij(t) es la variación generada en el peso por la regla de apren-
dizaje, considerando las señales que llegan a la j-ésima neurona en el ins-
tante t. El proceso de aprendizaje suele ser iterativo, actualizándose los
pesos sucesivamente hasta que la red alcanza el rendimiento deseado (error
máximo permitido) o hasta que se ha ejecutado un conjunto determinado
de iteraciones.

• Creación y/o destrucción de neuronas de la red

Se denomina construcción o creación a la introducción de nuevas neuronas
en el sistema, con los pesos asociados resultantes (modelos de redes cons-
tructivas), mientras que la destrucción implica la eliminación de la neurona
de la red, con la desaparición de los pesos a ella asociadas (modelos de
poda).

2.3.1.1 Algoritmos de aprendizaje

Existen dos sistemas de aprendizaje básico que in�uyen en la estructura de la red
y en sus resultados: aprendizaje supervisado y el aprendizaje no supervisado,
cuya distinción procede del campo de reconocimiento de patrones (kosko, 1992).
La diferencia fundamental entre ambos tipos radica en la existencia de un agente
externo o supervisor, que controla el sistema de aprendizaje de la red.

1. Aprendizaje supervisado

El aprendizaje supervisado se caracteriza por la presencia de un agente
externo (supervisor o maestro) que controla el proceso de entrenamiento,
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estableciendo la respuesta que deberá generar la red (output del sistema)
a partir de una entrada determinada [1]. En cada iteración, el supervisor
comprueba la salida de la red, la compara con la salida deseada, si existen
diferencias, se procede a modi�car los pesos de las conexiones con el �n
de conseguir que la salida obtenida se aproxime más a la deseada. La red
realizará varias iteraciones modi�cando los pesos de sus conexiones hasta
alcanzar la condición de paro del entrenamiento, dejando a partir de ese
momento los pesos �jos [2].

Desde el punto de vista formal, sea E(w) la función que representa el
error esperado de la red, expresado en función de sus pesos sinápticos. El
aprendizaje supervisado trata de estimar una función multivariante des-
conocida, f : RN → RM a partir de submuestras de patrones de entrada-
salida (x, y), xεRN y yεRM , tomadas aleatoriamente de la muestra total
[2].

El modelo de la función multivariante se basa en la minimización iterativa
de E(w) mediante algún algoritmo de aproximación, por el cual se pueden
distinguir tres tipos de aprendizaje supervisado: por corrección de error,
por refuerzo o por tipo estocástico.

• Aprendizaje por corrección de error. Su funcionamiento se basa en el
ajuste de los pesos de las conexiones de la red a partir de la diferencia
entre los valores deseados y los obtenidos por el sistema, esto es en
función del error cometido en la salida.

• Aprendizaje por refuerzo. También denominado �premio-castigo�.
Consiste en indicar mediante una señal de refuerzo (éxito=+1 o
fracaso=-1), si la salida obtenida se ajusta a la salida deseada, y en
función de ello, se procede al ajuste de los pesos utilizando un meca-
nismo basado en probabilidades. Resulta más lento que el apren-
dizaje por corrección de error.

• Aprendizaje Estocástico. Se basa en la introducción de cambios aleato-
rios en los valores de los pesos de la red, evaluando su efecto a partir
de la salida deseada y de una distribución de probabilidad. Suele
establecerse una analogía en términos termodinámicos, asociando la
red con un sólido físico que tiene cierto grado energético. La energía
de la red representa su grado de estabilidad, por lo que el aprendizaje
consiste en minimizar la energía del sistema a través del ajuste de los
pesos.

La �gura 2.12 muestra de forma breve los principales modelos de redes
con aprendizaje supervisado.
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Figura 2.12. Principales modelos de RNAs con
aprendizaje supervisado [1].

2. Aprendizaje no supervisado

Las redes con aprendizaje no supervisado o autosupervisado no requieren
de información externa para ajustar los pesos de las conexiones neuronales.
En este aprendizaje se presenta a la red un conjunto de patrones sin contar
con la salida deseada. La red, por medio de un algoritmo de aprendizaje,
estima la función de densidad probabilista p(x) que describe la distribución
de patrones x, x εRp.

Para que la red obtenga resultados de calidad, es necesario disponer de
un número su�ciente de patrones de aprendizaje [1]. La red aprende a
adaptarse basándose en las experiencias recogidas de los patrones de en-
trenamiento, encontrando correlaciones o categorías entre sí. La red mo-
di�ca los pesos de forma que los vectores de entrada más similares sean
asignados a la misma unidad de salida, en los que se conoce como mapeo
de características [2].

Hay varias posibilidades en cuanto a la interpretación de la salida de es-
tas redes, que dependen de su estructura y del algoritmo de aprendizaje
empleado. En algunos casos, la salida representa el grado de familiaridad
o similitud entre la información que se le está presentando en la entrada y
las informaciones que se le han mostrado hasta entonces. En otros casos,
se podría realizar un establecimiento de categorías, indicando la red a la
salida a qué categoría pertenece la información presentada a la entrada,
siendo la propia quien debe encontrar las categorías apropiadas a partir
de las correlaciones entre las informaciones presentadas.

Por lo general se suelen considerar dos tipos de aprendizaje no supervisado:
aprendizaje hebbianico y aprendizaje competitivo y comparativo.

• Aprendizaje hebbianico. Es la base de muchas otras reglas de apren-
dizaje, cuyo objetivo es extraer características de los datos de en-
trada. La base es una suposición: si dos neuronas Ni y Nj toman
el mismo estado simultáneamente, es decir, que ambas estén activas
o inactivas, el peso de la conexión de ambas se incrementa. Las en-
tradas y las salidas de las neuronas solo presentan dos estados: activa
o inactiva.
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• Aprendizaje competitivo y comparativo. Se enfoca a la clasi�cación de
los datos. Como característica principal del aprendizaje competitivo
se puede decir que, si un patrón nuevo se determina que pertenece
a una clase reconocida previamente, entonces la inclusión de este
nuevo patrón a esta clase matizará la representación de la misma. Si
el patrón de entrada se determinó que no pertenece a ninguna de las
clases reconocidas anteriormente, entonces la estructura y los pesos
de la red neuronal serán ajustados para reconocer la nueva clase.

2.3.1.2 Resumen de algoritmos más utilizados

En la �gura 2.13 se muestra un resumen de los algoritmos que más se utilizan
para el entrenamiento de una red:

Figura 2.13. Algoritmos de aprendizaje más conocidos.

2.3.1.3 Terminología

En la etapa de entrenamiento se utilizan términos que se de�nirán a continua-
ción:

• Patrón. Un patrón es un pequeño grupo de observaciones, formado a
partir de un conjunto de datos.

• Patrones de entrenamiento. Es un conjunto de datos, formado en grupos
pequeños suministrados a la red para su aprendizaje y están compuestos
por patrones de entrada y patrones de salida.
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• Ciclo. Es un barrido de todos los patrones del conjunto o patrones de
entrenamiento.

• Criterios de paro.

� Se alcanza un número máximo de ciclos.

� Se repiten los ciclos hasta que el error alcance un valor máximo per-
misible.

• Regla de aprendizaje. La regla de aprendizaje es la que se encarga de mo-
di�car los pesos sinápticos de las RNA para que su respuesta sea correcta.

• Tasa de aprendizaje (η). Controla el tamaño del cambio de los pesos en
cada iteración. En el entrenamiento de la red se debe evitar dos cosas:
tener un ritmo de aprendizaje demasiado pequeño, ya que esto puede oca-
sionar una disminución importante en la velocidad de convergencia y la
posibilidad de acabar atrapado en un mínimo local; por otra parte, tener
un ritmo de aprendizaje demasiado grande puede conducir a la inesta-
bilidad en la función error, esto evitará que se produzca la convergencia
debido a que se darán saltos en torno al mínimo sin alcanzarlo. Por lo
tanto se recomienda tomar valores entre 0.05 y 0.5 o similares [15].

• Factor momento (α). Acelera la convergencia de los pesos. Toma un
valor próximo a 1. Después de calcular el error sobre cada patrón de
entrenamiento, cada peso es ajustado en proporción al gradiente del error
calculado en el paso hacia atrás. Los cambios en los pesos reducen el error
total de la red neuronal. Para evitar que en la super�cie del error los
pesos estimen una minimización del error con un óptimo local, se aplica el
momento como un mecanismo alternativo para cambiar la dirección de los
pesos y eventualmente logre un mínimo global. Esto mejorará los tiempos
de entrenamiento al algoritmo backpropagation [14].

Cabe mencionar, que es opcional aplicar el factor momento, en caso de
hacerlo, en lugar de calcular los pesos para el conjunto de entrenamiento
mediante:

4pwji = ηδpjZpi (2.11)

se afecta la expresión a través de un término que indica la contribución
proporcional de los pesos previos, esto es mediante la siguiente ecuación:

4pwji = ηδpjZpi+α·4pwji(anterior) (2.12)
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2.3.1.4 Algoritmo de entrenamiento Backpropagation o retropropa-
gación

Paso hacia adelante

1. Seleccionar un vector de entrada desde el conjunto de entre-
namiento con su correspondiente salida.

2. Calcular el valor de entrada de las neuronas de la capa oculta:

vpj =

N∑
j=1

wjpxpj (2.13)

3. Calcular el valor de salida de los nodos de la capa oculta, apli-
cando la función de activación:

F (vpj) = ypj (2.14)

4. Calcular la entrada de la neurona de la capa de salida usando la
ecuación del paso 2.

5. Calcular el valor de salida de la neurona de la capa de salida
usando la ecuación del paso 3.

Paso hacia atrás

6. Calcular el término de error para la neurona de la capa de salida:

δpj = ypj(1−ypj)(dpj−ypj) (2.15)

7. Calcular los términos de error para las neuronas de la capa oculta:

δpj = ypj(1−ypj)(
∑

δpkwkj) (2.16)

8. Actualizar el peso de la neurona de la capa de salida:

4pwji = ηδpjypi (2.17)

9. Actualizar los peso de las neuronas de la capa de oculta mediante
la ecuación 2.16.

10. Repetir del paso 1 al 9 hasta que el error sea aceptable:

Ep =
1

2

N∑
j=1

(dpj−ypj)2 (2.18)
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2.3.2 Evaluación del aprendizaje

Los procesos de entrenamiento de las RNA se basan en la minimización del
error de un conjunto de patrones. Después de lograr esto, el objetivo �nal de
un buen entrenamiento es mejorar la capacidad de generalización de la red,
de manera que las predicciones para unos datos no usados durante el proceso
de entrenamiento reproduzcan correctamente el fenómeno a modelar. De esta
forma, la capacidad de generalización se basa en una buena interpolación a
partir de los patrones de entrenamiento disponibles.

Para mejorar la capacidad de generalización de las RNA es deseable que el
conjunto de patrones de entrenamiento sea de calidad y no presente demasiado
ruido. Otros aspectos que se deben considerar para mejorar la generalización
de la RNA son el número de patrones disponibles para el entrenamiento, es
decir, contar con un conjunto de patrones de entrenamiento, los más numerosos
posibles.

Cuando se evalúa una red neuronal no solo es importante evaluar si la red ha
sido capaz de aprender los patrones de entrenamiento, sino también, evaluar el
comportamiento de la red ante nuevos patrones; a este proceso se le conoce como
generalización de un modelo de RNA y se adquiere en la fase de entrenamiento
[Sanger, 1989]. Para ello, es necesario que durante el proceso de aprendizaje
la red extraiga las características de las muestras, para poder luego responder
correctamente a nuevos patrones.

En el proceso de entrenamiento de la red se debe considerar, junto con el error
cometido respecto al conjunto de patrones de aprendizaje (�error de apren-
dizaje�), el denominado �error de generalización�, que se puede medir utilizando
un conjunto de test distinto a la muestra de entrenamiento. El error de apren-
dizaje, indica la calidad de respuesta de la red a los patrones de entrenamiento,
y el error de generalización, indica la calidad de respuesta de la red a nuevos
patrones. Para poder obtener una medida de ambos errores es necesario dividir
el set de datos disponibles en dos, el set de datos de entrenamiento, y el set de
datos de evaluación. El primero se utiliza durante la fase de entrenamiento para
que la red pueda extraer las características de los mismos y, mediante el ajuste
de sus pesos sinápticos, para que la red logre una representación interna de la
función. El segundo se utiliza para evaluar la capacidad de generalización de la
red.

La causa más común de la perdida de capacidad de generalización es el sobre
aprendizaje. Esto sucede cuando la cantidad de ciclos de entrenamientos tiende
a ser muy alta. Se observa que la respuesta de la red a los patrones de entre-
namiento es muy buena, mientras que la respuesta a nuevos patrones tiende a
ser muy pobre. Al aumentar el número de ciclos la red tiende a sobre ajustar la
respuesta a los patrones de entrenamiento, a expensas de una menor capacidad
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de generalización. Otra razón de que la RNA pierda la capacidad de generaliza-
ción es por el uso excesivo de neuronas ocultas en la red neuronal. Esto hace
que la red tienda a ajustar con mucha exactitud los patrones de entrenamiento,
evitando que la red extraiga las características del conjunto. Este problema se
ve agravado cuando los patrones de entrenamiento poseen ruido, ya que la red
ajusta también el ruido de los mismos [1].

2.4 Modelos de RNA aplicados para predicción

Algunos de los modelos de redes neuronales que se aplican para hacer prediccio-
nes sobre valores futuros, se explican brevemente a continuación.

2.4.1 Red neuronal perceptrón multicapa

En 1986, Rumelhart y otros autores, presentan la "regla delta generalizada"
para adaptar los pesos propagando los errores hacia atrás, es decir, propagar
los errores hacia las capas ocultas inferiores. De esta forma se consigue trabajar
con múltiples capas y con funciones de activación no lineales. Se demuestra que
el perceptrón multicapa es un aproximado universal. Un perceptrón multicapa
puede aproximar relaciones no lineales entre los datos de entrada y salida. Esta
red se ha convertido en una de las arquitecturas más utilizadas en el momento
[20].

2.4.1.1 Características del perceptrón multicapa

• Es una de las arquitecturas más utilizadas para resolver problemas reales.

• Se evalúa un conjunto de datos de entradas y se obtienen valores reales o
vectores con valores reales.

• Todas las neuronas se relacionan con todas las neuronas, incluyendo las
neuronas de la capa oculta.

2.4.1.2 Componentes del perceptrón multicapa

• Capa de entrada: solo se encarga de recibir las señales de entrada y propa-
garla a la siguiente.

• Capa de salida: proporciona al exterior la respuesta de la red para cada
patrón de entrada.

• Capas ocultas: realizan un procesamiento no lineal de los datos de entrada.

En la �gura 2.14 se muestra un ejemplo general de la arquitectura perceptrón
multicapa:
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Figura 2.14. Arquitectura general perceptrón multicapa.

2.4.2 Red neuronal adaline/madaline

La arquitectura de adaline (adaptive linear neuron) fue creada por Bernard
Widrow en 1959. La estructura del adaline es prácticamente idéntica al percep-
trón simple, pero es un mecanismo físico capaz de realizar aprendizaje. Utiliza
un dispositivo lógico que realiza una suma lineal de las entradas y genera una
función umbral para el resultado de dicha suma. Se compone de una sola capa
de n neuronas con m entradas [20].

El entrenamiento se realiza presentando repetidamente una serie de parejas de
entradas y salidas. La regla de aprendizaje en la arquitectura de la red adaline
es la regla de Widrow-Ho� expresada en la siguiente ecuación [21]:

4wi = ηai(t ∗ x) (2.19)

siendo η la constante de aprendizaje, ai la salida de la unidad i, t la salida
deseada y por último x la salida de la unidad adaline.

En la �gura 2.15 se muestra un ejemplo general de la arquitectura de la red
adaline. La unidad procesador representada por un círculo sumatorio imple-
menta una función umbral. Las conexiones de cada una de las entradas tienen
asociado un valor de ponderación llamado también peso wi. La salida de la
unidad adaline es ±1.
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Figura 2.15. Arquitectura general adaline [21].

Existe una versión multicapa de la adaline denominada madaline (multilayer
adaline) que consiste en una red neuronal con neuronas similares a las de adaline,
pero contiene capas de neuronas ocultas. Fue creada también por Widrow,
presenta una con�guración constituida por dos o más unidades adaline. Una
de las características más llamativas de la red madaline es la ausencia de pesos
asociados a las conexiones entre las unidades adaline y madaline.

La red neuronal Madaline es una red neuronal que incluye una capa de entrada
i, una capa intermedio u oculta formada por j neuronas o unidades adaline y
una capa de salida con una única neurona denominada unidad madaline. En la
�gura 2.16 se muestra un ejemplo general de la arquitectura de la red madaline
[21].

Figura 2.16. Arquitectura general madaline [21].
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2.4.3 Red neuronal de función de base radial (RBF)

Las redes neuronales de función de base radial son uno de los modelos más uti-
lizados debido a su rápida información, generalidad y simplicidad. Son modelos
híbridos, esto es porque incorpora tanto el aprendizaje supervisado como no
supervisado.

La parte no supervisada se encuentra desde el vector de las entradas a la capa
oculta. En esta parte se decide el número de nodos radiales que cubran una gran
parte del espacio de�nido por las entradas, mientras que la parte supervisada
empieza desde la capa oculta a la capa de salida. La arquitectura de los modelos
neuronales de función de base radial tiene tres capas, de entrada, oculta (realiza
una transformación local sobre las señales que se reciben en la capa de entrada)
y salida, cuya expresión es [19]:

y = β0 +
∑q
j=1 βjgj(xi) + ε

X = (x1, x2, . . . , xp)´
{βj , j = 1, 2, . . . , q}

(2.20)

En la �gura 2.17 se muestra de un modelo neuronal de función de base radial.

Figura 2.17. Modelo neuronal RBF [19].

2.5 Metodología para predicción con RNA

En este capítulo se explicó de manera breve que son las redes neuronales, los
elementos básicos de una red neuronal, las principales funciones de activación,
así como el entrenamiento o aprendizaje y generalización de una red neuronal y
algunos modelos que son utilizados para pronosticar valores futuros.
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A continuación se de�nirá el proceso previo a la implementación del modelo,
donde se describirá cada uno de los pasos que se utilizarán y que abarcan los
conceptos que se han explicado previamente.

1. Escalamiento de los datos:

Zt =
yi −Min

Max−Min
(2.21)

donde:

yt =datos originales

Min =valor mínimo de la serie de tiempo

Max =valor máximo de la serie de tiempo

2. Dividir los datos en dos conjuntos:

• El primer conjunto está compuesto por el 80% de datos, que serán
utilizados para el entrenamiento de la red.

• El 20% de los datos de la serie se utilizará para evaluar la capacidad
de generalización o predicción de la red.

3. De�nición de la arquitectura de la RNA.

Un perceptrón multicapa está compuesto por una capa de entrada, una
capa de salida y una o más capas ocultas, sin embargo, se ha comprobado
que en la mayoría de los problemas es su�ciente con una capa oculta. Se
de�nirá de la siguiente forma en número de nodos que se tendrá en cada
capa. En los siguientes pasos de�nirán en número de entradas y el número
de nodos en la capa oculta que se tendrán en los modelos.

• Número de entradas: p.

• Número de nodos en la capa oculta: q.

• Número de nodos en la capa de salidas: 1.

La conexiones entre neuronas que son siempre hacia delante, van desde
las neuronas de la capa de entrada hacia la siguiente capa. Por lo tanto,
la dirección de la información que utilizará es alimentación adelantada y
el tipo de interconexión será totalmente conectada.

La función de activación para los nodos de la capa oculta y la capa de
salida es la siguiente:

• Función de activación de los nodos de la capa oculta. Función logís-
tica y = 1

1+e−v

• Función de activación de la salida. Función logística y = 1
1+e−v
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4. Determinar las entradas (p)

Para de�nir el número de entradas para el modelo se pueden seguir alguna
de las siguientes recomendaciones:

• La periodicidad de los datos. La temporalidad de los datos se re�ere
al periodo en el que fue medida cada una de las observaciones de
cada variable, esto es con el �n de determinar el número de entradas
que tendrá la RNA. Tratándose de una serie de tiempo mensual, se
tomará la idea de la temporalidad para de�nir el número de entradas
en la red, de forma que para este ejemplo se considerarán 12 entradas
más el sesgo.

• Prueba por ensayo y error. Se pueden probar con diferentes periodos,
por ejemplo, 1,2,3,4 periodos, 2,4,6,8,10,12 periodos, etc.

• Las funciones de correlación de la serie de tiempo. Las funciones de
correlograma simple y parcial de la serie estacionaria pueden conside-
rarse como herramientas para determinas las entradas. Las entradas
a la red, serán aquellos datos cuya correlación sea signi�cativamente
diferente de cero.

5. Determinar el número de nodos en la capa oculta (q)

El número de neuronas ocultas determina la capacidad de aprendizaje de
la red neuronal. Para evitar el problema de sobre ajuste, se debe usar el
mínimo número de neuronas ocultas con las cuales la red rinda de forma
adecuada. Para determinar el número de nodos en la capa oculta existen
dos alternativas:

• Pruebas por ensayo y error. Agregar más nodos y comparar los erro-
res de ajuste y predicción.

• Otra forma, es la suma del número de nodos en la capa entrada y el
número de nodos en la capa de salida, y dividir entre dos es decir:
(#Entradas + #salida)/2. Si el valor que se obtuvo es decimal, se
redondea. Es una regla ad hoc, que se ha utilizado en experimentos
previos y ha resultado de utilidad [1].

6. Algoritmo de entrenamiento: Backpropagation

• Determinar los pesos iniciales aleatoriamente. Se generan aleatoria-
mente los pesos iniciales, en un rango de valores entre =0.5 y 0.5
o algo similar. Se recomienda probar con diferentes conjuntos de
valores iniciales para obtener mejores resultados. Se seleccionará el
modelo que obtenga el menor promedio entre la suma de cuadrados
de los errores de ajuste y predicción.

• El valor de la tasa de aprendizaje (η) controla el tamaño de pesos en
cada iteración. Toma valores entre 0.05 y 0.5.

• El factor momento (α) acelera la convergencia de pesos. Toma un
valor cercano a 1.



CAPÍTULO 2 PRONÓSTICO CON OTRO MODELO MATEMÁTICO 63

• Condición de paro. Existen dos formas o dos criterios de parada en
el entrenamiento de la red. De�nir el número máximo de ciclos o
de�nir el error permitido.

• Se calcula el error de entrenamiento mediante la ecuación 2.18. Error
total sobre el conjunto de entrenamiento:

E =

N∑
p

Ep (2.22)

7. Predicción

Evaluar la capacidad de la red con el 20% de los datos establecidos en el
paso 2.

• Por medio de la ecuación de predicción de�nida por la RNA se obtiene
el valor futuro t+ 1. Para hacer predicciones para los periodos t+ n,
se utiliza como entrada a t+ 1, para obtener el siguiente valor futuro
t+ 2 y así sucesivamente para todo el conjunto de predicción.

• Calcular el error de generalización mediante la ecuación la ecuación
2.18.

Error total sobre el conjunto de prueba (ecuación 2.22).

8. Comparación entre RNA con distintas entradas

Se seleccionara a la red, cuyos errores de entrenamiento y generalización
sean mínimos. Si el error de entrenamiento es demasiado pequeño com-
parado con el error de generalización, indica que hay un sobre ajuste o
memorización.

9. Medidas de ajuste y predicción. En el anexo C se muestran los criterios
que se utilizaron para las medidas de ajuste y predicción.

2.6 Modelado con RNA

Para pronosticar el número de donaciones que se obtendrán en los próximos
años usando RNA, se sigue la metodología que se describió en la sección 2.5. Se
utilizará el lenguaje R para el desarrollo de modelo (entrenamiento y pruebas
de las RNA).

1. Escalamiento de los datos

Los datos de la serie de tiempo son transformados a valores que se encuen-
tren entre 0 y 1.

2. Dividir los datos en dos conjuntos (entrenamiento y prueba)

Los valores de la serie de tiempo se encuentran desde enero del 2003 a
diciembre del 2014, es decir, 12 años, los datos se dividen de la siguiente
forma:
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• Patrones de entrenamiento: enero 2003 - diciembre 2012, es decir,
120 meses, que equivale al 80% de los datos.

• Patrones de prueba: enero 2013 - diciembre 2014, es decir 24 meses,
que equivale al 20% de la población.

3. Arquitectura de la RNA

Las redes neuronales que se probarán tendrán la misma arquitectura, es
decir, que serán de alimentación adelantada, totalmente conectada, se
utilizará la misma función de activación en la capa oculta y en la capa de
salida, con una capa oculta.

4. Determinación de las entradas

Para seleccionar las entradas se seguirán las recomendaciones de la sección
2.5 en el paso 3. Por ello tomaremos como entradas para las RNA las
siguientes:

• Al tratarse de una serie temporal mensual se considerá 12 entradas
y el sesgo.

• Una sugerencia de Faraway y Chat�eld (1988) es el análisis de las
matrices de pesos para seleccionar las entradas. Una propuesta para
seleccionar las entradas de la siguiente red es obtener las medias de la
matriz �nal de pesos de cada entrada de la primera red. Se consideran
las tres medias mayores en valor absoluto. De la red de 13 entradas
con medias mayores son 2, 3 y 5.

• De las 13 entradas se tomaron solo las pares: 2, 4, 6, 8, 10 y 12.

• Las entradas 1, 2, 3 y 4, son las entradas que tienen una correlación
signi�cativamente diferente de cero.

5. Número de nodos en la capa oculta

El número de nodos de la capa oculta de cada RNA se calculó con el
promedio entre el número de entradas (p) y el número de salidas (1). En
la �gura 2.18 se muestra el número de nodos que se de�nieron para cada
RNA.

Figura 2.18. Número de entradas y de nodos en la
capa oculta.
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6. Entrenamiento de la RNA

Las cuatro RNA fueron entrenadas con el algoritmo Backpropagation.

• Selección de los pesos iniciales. Los pesos iniciales se generaron para
cada red neuronal haciendo uso del lenguaje R utilizando la función
�runif�. Se probaron con diferentes conjuntos de pesos para cada red
neuronal.

• El factor momento (α): 0.9

• Valor de la tasa de aprendizaje (η): 0.55. Se hicieron pruebas varian-
do los valores de cada uno de los parámetros y se seleccionaron aque-
llos valores que obtuvieron la menor suma de cuadrados.

• Condición de paro. 120 ciclos.

• Se calcula el error de entrenamiento.

En la �gura 2.19 se muestran los errores que se obtuvieron en el entre-
namiento de cada una de las RNA. La RNA que obtuvo el menor error
fue de 13 entradas.

Figura 2.19. Tabla de error de entrenamiento.

7. Predicción

Después de �nalizar el entrenamiento con cada una de las RNA, se genera-
ron las predicciones utilizando los patrones de prueba, para evaluar la
capacidad de generalización de cada una de las RNA. En la �gura 2.20 se
muestra los errores de generalización de las tres RNA.

Figura 2.20. Tabla de errores de generalización.

8. Comparación y elección de la RNA

Se comparan los errores de ajuste y de predicción de las cuatro RNA, en
la �gura 2.21 se muestran los errores de entrenamiento y generalización
de cada una.



CAPÍTULO 2 PRONÓSTICO CON OTRO MODELO MATEMÁTICO 66

Figura 2.21. Tabla de errores de entrenamiento y
generalización.

En las �guras 2.22 y 2.23 se muestran los errores de ajuste y predicción
de cada una de las RNA:

Figura 2.22. Tabla de errores de ajuste.

Figura 2.23. Tabla de errores de predicción.

En las �guras 2.22 y 2.23, podemos ver que la RNA 1 tiene los menores errores
de ajuste y predicción, al igual que los errores de entrenamiento y generalización,
por lo tanto se selecciona la RNA 1.



Capítulo 3 Comparación de
modelos

3.1 Análisis comparativo

Después de haber obtenido los mejores modelos de cada metodología y los
pronósticos mediante los dos modelos, se realizará un análisis comparativo de
cada modelo.

3.1.1 Ajuste y predicción

En la �gura 3.1 se presentan los errores de ajuste y predicción de los mejores
modelos, RNA y ARIMA seleccionados:

Figura 3.1. Tabla de errores de ajuste y predicción.

Se observa que los errores de ajuste y predicción del modelo ARIMA son menores
que los del la RNA. Para verlos de manera más clara, a continuación se presen-
tarán las grá�cas de la serie y de los modelos.

3.1.2 Grá�cas de ajuste y predicción de los modelos

En la grá�ca que se muestra en la �gura 3.2 se observa la serie de tiempo contra
el ajuste de los modelos ARIMA y RNA. El modelo ARIMA tiene un mejor
ajuste a los datos reales de la serie de tiempo, así como también los pronósticos
del modelo ARIMA se acercan más a los datos reales que los pronósticos de la
RNA del año 2014.
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Figura 3.2. Grá�ca de ajuste de la serie de tiempo con RNA y
ARIMA.

Figura 3.3. Grá�ca de validación de pronósticos de los dos modelos.

3.2 Discusión del análisis

Loss errores de ajuste y predicción del modelo ARIMA son menores a los de la
RNA, esto se corrobora en las �guras 3.2, en donde se observa que se tiene un
buen ajuste a los datos de la serie original, lo mismo se destaca en la �gura 3.3,
en la grá�ca de la validación de los pronósticos del año 2014 de cada modelo.

3.3 Pronósticos del modelo seleccionado

Los pronósticos que genera el modelo seleccionado ARIMA(0, 1, 1) se muestran
en la �gura 3.4.
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Figura 3.4. Ajuste del modelo ARIMA(0,1,1).

En la �gura 3.5 se observa la grá�ca de los pronósticos que genera el modelo,
con sus correspondientes intervalos de con�anza del 95% de predicción para los
pronósticos. Los límites muestran en donde se podría ubicar el valor real del
dato pronosticado.

Figura 3.5. Pronósticos de donaciones del CNTS.

En la �gura 3.6 se observa la tabla de los pronósticos de las próximas donaciones
de células madre por cordón umbilical, a partir del año 2015 al año 2016 y
sus límites, superior e inferior con un 95% de con�abilidad. Se observa que
las donaciones de células madre por cordón umbilical se mantienen de manera
constante.



CAPÍTULO 3 COMPARACIÓN DE MODELOS 70

Figura 3.6. Tabla de pronósticos del año 2015 al año 2016.



Conclusiones

El objetivo de este trabajo de investigación fue obtener un modelo que fuera
capaz de pronosticar el número de donaciones de células madre de cordón umbili-
cal del CNTS en los próximos dos años, por medio del uso de dos metodologías:
la metodología Box-Jenkins y por medio de redes neuronales arti�ciales, para
comparar el resultado de ambas.

Para obtener un modelo que se ajuste mejor a los datos por medio de la
metodología Box-Jenkins, la serie presentaba varianza constante, por lo cual
no fue necesario aplicar alguna transformación; sin embargo, sí presentaba ten-
dencia, por lo que se realizó una diferencia ordinaria. Una vez obtenida una
serie estacionaria, se construyeron varios modelos tentativos, siguiendo los paso
de la metodología Box-Jenkins, y se seleccionó el modelo que mejor se ajustó a
los datos para pronosticar.

En cuanto a a la metodología empleada para elaborar una RNA, fue muy dis-
tinta. A diferencia de la metodología usada para tener un modelo ARIMA, que
por medio de una serie de pasos proporciona un modelo especi�co, en las RNA
no se tiene eso, no existen reglas como tales para construir un problema dado.
Hay muchos factores a tomar en cuenta: el algoritmo de aprendizaje, la arqui-
tectura, el número de neuronas por capa, el número de capas, la representación
de los datos, entre otras.

Cabe destacar que aunque el modelo ARIMA tiene un mejor ajuste que el
modelo de la RNA ( �gura 3.2) y la validación de los pronósticos se alejan
de los valores reales (�gura 3.3), los pronósticos que proporcionó la RNA se
mantuvieron dentro de los intervalos de con�anza de los pronósticos del modelo
ARIMA. Sin embargo, los errores tanto de predicción, como de ajuste estaban
por encima de los errores de ajuste y predicción del modelo ARIMA.

Los resultados expuestos en el capítulo 3, muestran que para el caso de apli-
cación, el modelo ARIMA tiene un mejor ajuste y por ende un mejor pronóstico.
Obtener un pronóstico por medio de un modelo de una RNA, los datos no fueron
su�cientes. En el CNTS solo se tienen los datos desde el año 2003 al año 2014
y no se han actualizado los registros del último año.
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El problema de predecir el número de donaciones de células madre del cordón
umbilical, se justi�có, dado el éxito y la importancia que han tenido en otros
países para combatir enfermedades mortales; esto también podría aplicarse en
México para mejorar la salud de los mexicanos, y no solo eso, también la manera
de obtención de las células madre del cordón umbilical es muy fácil, sin dolor y
sin ningún riesgo, tanto para el bebé como para la madre.

Es importante hacer la siguiente observación: en la serie de tiempo, el número de
donaciones va disminuyendo y los pronósticos no indican que vaya a aumentar
los siguientes meses, lo cual, no debería ser un problema en el país, donde cada
minuto nacen cuatro personas, de acuerdo con la información del INEGI. En-
tonces, ¾por qué no va en aumento el número de donaciones de células madre del
cordón umbilical?, este planteamiento puede ser el inicio de otra investigación,
cuyo objetivo sería llegar a conocer estas causas.



Anexos

Anexo A

Tabla de datos de la serie de donaciones de células madre del cordón umbilical.
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Anexo B

1) Programa de entrenamiento del modelo RNA
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2) Programa de generalización del modelo RNA
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3) Programa de ajuste
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4) Programa de validación de pronósticos
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5) Programa para obtener los pronósticos de los próximos dos años
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Anexo C

Medidas de ajuste y predicción

Raíz cuadrada del error medio (RMSE).√√√√ 1

n

n∑
t=1

(ŷt − yt)2

Error medio absoluto porcentual (MAPE).

100 ∗ 1

n

n∑
t=1

| ŷt − yt
yt
|

Error medio absoluto (MAE).

1

n

n∑
t=1

|ŷt − yt|

Desviación Estándar Residual (DER).√∑n
t=1(ŷt − yt)2
n− r

Raíz del Error Cuadrado Porcentual (RMSPC).

100 ∗

√√√√ 1

n

n∑
t=1

(
ŷt − yt
yt

)2

Coe�ciente de correlación Pearson (Corr).∑
ŷt∗yt
n − ¯̂yt ∗ ȳt
SŷtSyt

Donde:

n= número de observaciones.

ŷt= valor estimado por el modelo en el periodo t.

yt= valor observado de la variable en el periodo t.
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r= número de parámetros estimados por modelo.

Sŷt= desviación típica de la variable ŷt.

Syt= desviación típica de la variable yt.
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