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Introducción 

El procesamiento digital de imágenes (PD!) se encarga del estudio (le las metodologías 
para modificar y analizar imágenes por medio de una computadora digital. En los últimos 
tiempos la potencialidad del 11)i se ha vuelto ilimitada debido a la. gran variedad (le 
aplicaciones que han surgido, por lo que el desarrollo de nuevas técnicas de procesamiento 
ha crecido O una gran velocidad y contínua haciéndolo (lía con día. 

Una. de las primeras aplicaciones del PDI lié sobre imágenes de satélite o de percepción 
remota, imágenes (le planetas, estrellas o satélites naturales como la luna. Otra aplicación 
de suma importancia es en la medicina, como por ejemplo imágenes (le tomografía que 
son utilizadas para detectar, entre otros problemas, tumores cerebrales. Imágenes de 
tonlografía por emisión de positrones que se utilizan para medir cambios metabólicos, por 
ejemplo del consumo de glucosa en el cereltro. 'También se analizan innigenes (le rayos-X 
con las cuales es necesario resaltar algunas partes (le interés, Y así podríamos mencionar 
muchos otros campos de aplicación corno la electrónica, la robótica, la biología, la física, 
la, agricultura, la geografía, la antropología, la restauración (le ohms de arte pictóricas, 
entre muchos otros más. 

El PDI se clasifica generalmente en cuatro áreas según el tipo de proceSamiento a 
realizar [271. Estas son realce, restauración, codificación, y análisis. El rcalcc con-
siste en mejorar la apariencia de la, imagen para su visualización o bien en resaltar cierta 
información de interés para su posterior análisis; los métodos y los objetivos varían. según 
la. aplicación. La restauración sirve para eliminar o minimizar degradaciones conocidas 
en una imagen. La codificación se refiere a la representación de una imagen con los menos 
bits posibles de manera que 110 se pierda el nivel de calidad y de legibilidad de la imagen, 
para fines (le transmisión o almacenaje. Finahnente el análisis o interpretación tiene 
(-tomo objetivo representar simbólicamente el contenido <le tina imagen para poder reali-
zar medidas cuantitativas de los elementos que la componen; las principies aplicaciones 
del análisis son la visión por computadora, la robótica y la identificación (le objetos. El 
alullisiS de imágenes difiere de las otras tres áreas en im aspecto muy importante. En el 
realce, restauración y codificación, las entradas y salidas de los procesos son imágenes, 
mientras que en el análisis la. entrada es nna imagen y la salida es una representación 
simbólica del contenido de la, imagen de entrada, corno por ejemplo medidas del tantano 
y la forma de los objetos que contiene. 



La motivación inicial del presente trabajo surgió con la necesidad de detectar la región 

de la corteza ell 	 IliSt0h;OCilS de COrteS cerebrales de rata, Las imágenes cuu las 

que se cuenta son de dos tipos: imágenes control cuya corteza está. en buen estado, e 

imágenes experimentales cuya corteza contiene visiblemente una lesión solme el tejil lo. Es 

necesidad del investigador detectar estas lesiones inwer una medición de densidad óptica 

sobre ellas para compararlas respecto a las imágenes control. Debido a que estas imágenes 

están tomadas con muy poco contraste V en malas condiciones de 111Z 110 es posible 

seginentarlas utilizando los métodos convencionales, De aquí que surgió la necesidad (le 

desarrollar upa Léeuiva ad hee que permitiera resolver el problema. 

El trabajo que se presenta tiene cuino objetivo el diseño, la implementación y la 

validación (le un aIgum mt,n1U robusto de segmentación (le imágenes. C'on la sep,tnentación 

se detectan los objetos o regiones en una imagen por lo que esta técnica entra dentro 

del Iírea. de rnalee y está en la frontera con el área de análisis ya que ('1 resultado de la 

segmentación es la información (le entrada para cualquier proceso de análisis. El alcance 

de este trabajo Si' enfocó exclusivamente al desarrollo de los algoritmos de segmentación, 

y no así en la parte de análisis que sería la medición de la densidad óptica de las regiones 

Hicontra(las. 

Debido a. la, gran variedad de aplicaciones, no ('5 de extrañarse que existan muchas 

técnicas de segmentación desarrolladas desde hace mucho tiempo para aplicaciones parti-

culares; estas técnicas se han categorizado según la información (jale proporcionan y el tipo 

de proceso que se aplica, En el capítulo 1 liaremos una breve revisión sobre las técnicas 

de segmentación existentes de manera que podamos ubicar dentro de esta categorización 

el método (le segmentación propuesto. En el capítulo 2 desarrollaremos la descripción 

del algoritmo; en el capítulo 3 presentaremos los resultados de la validación del algoritmo 

así como ejemplos (le aplicación con las imágenes histológicas y un ejemplo de imagen 

médica; finalmente en el capítulo '1 concluiremos el resultado del trabajo y se discutirán 

las tendencias hacia el futuro. 



Capítulo 1 

Métodos Clásicos de Segmentación 

Como se mencionó en la introducción, las técnicas de segme»tación están contenidas 

dentro del área (le realce. ill<T,stas técnicas son (k las unís importantes para el posterior 

análisis (le la información contenida, en la imagen. I l buen resultado del proceso de 
segmentación conlleva a una c(n.recta interpretación de esta información, 

La segnientación es la división de una imagen en regiones que no se traslapan y cuya 
unión e5 hit imagen completa. Una región es un área (le la imagen cuyos puntos tienen 

alguna propiedad en común. 
Lo anterior puede delinirse formalmente de la siginente manera. [20], Sea X ima, 

muestra de puntos de una, imagen, es decir, pares (le puntos 

= 	2, ••• , 	,•/ = 	2, • • • , üd 

donde AT y )11 son el número (le pixeles en las direcciones y y respectivamente. Sea 1' 
un subconjunto no vacío de X consistente en puntos contiguos de la imagen. Se define 
como un predicado uniforme PO') aquel en el que Y toma el valor de falso o verdadero 
dependiendo sólo de las propiedades relacionadas con los tonos de la matriz f (i, j), para 
los puntos de Y. Además P tiene la. propie(lad de que si Z es un subconjunto no vacío 

(le Y, entonces P(Y) = verdadero implica que siempre 13(Z) , verdadero. 
La segmentación se define como 1111a partición de X en subconjuntos disjuiaos 

	

X2, ..., 	de tal manera que: 

1' 

	

U 	' X 

2. para i = l., 2, 	,1V está conectado. 

3. 13(X;,) = VERDADERO para i = 1,2, ... ,K. 

4. P(Xi. Xj) = FALSO para: 1 	donde 	y Xj  son adyacentes. 

ti 



La primera condición implica que la segmentación debe ser completa, es decir, que 
todos los pinitos de la imagen deben pertenecer a una región. La segunda condición 
implica que todas las regiones deben estar conectadas, es decir, compuestas por puntos 
de rejillas contiguas. La tercera condición determina qué tipo de propiedades (predicados 
lógicos) deben tener las regiones segmentadas, por ejemplo, niveles de gris uniformes. 
N' la cuarta condición expresa lit disyunción entre las regiones segmentadas, es decir la 
ausencia (le superposición. 

Dado que las técnicas de segmentación propuestas hasta ahora son ad hoe a la aplica-
ción y al tipo de imagen, no existen algoritmos generales. Otra de las razones por las 
que no existen este tipo de algoritmos es que una imagen bidiniensional puede repre-
sentar potencialmente un número infinito de posibilidades. De aquí que las técnicas de 
segmentación se agrupen normalmente en tres clases [1,11: 

• Características basadas en umbrales o cúmulos ("clustering - ). 

• Detección (le bordes. 

• Extracción de regiones. 

En este capítulo se hará una breve descripción de las técnicas mencionadas como 
introducción a los algoritmos que se presentan en este trabajo. 

1.1 Características basadas en umbrales o cúmulos 

1.1.1 Segmentación por umbral 

La segmentación de una, imagen por umbral es un proceso aplicable a escenas que con-
tienen objetos sólidos en un fondo de contraste. Una imagen con estas características 
tiene un histograma de forma biniodal, con un valle como se ilustra en la Figura 1.1(a). 
La técnica consiste en encontrar el valor del umbral 7' en el cual se encuentra_ el valle, 
esto es: 

Co  para O 	,f(3.:, y) 	7' 
S(.1.:, y) , 	. 

Ci para T 	Gr, < fm„,r 

donde f (a;, y) es la imagen de entrada, .9(x, y) es la imagen de salida, 7' es el valor del 
umbral y Co y C1  son las etiquetas que toinan los pixeles correspondientes al objeto y al 
fondo (le la imagen. 

Lo anterior nos limita a imágenes donde sólo existen (los clases, sin embargo esta, idea. 
puede generalizarse para itutigenes que tienen varias clases diferentes, es decir imágenes 
cuyo histograma es multimodal como el de la Figura 1.1.(b). De manera general la seg-
mentación por imita:al se define como: 

S(a:, y) , 	si 11_1  < j'(a:, 'y) 	7'/.. para I,: , O, 1,2 	..,ra 



donde (a y) son las coordenadas ;e y y de un pixel; S(T, y), f(x, y) son la imagen (le salida 

y la imagen de entrada respectivamente; 	 son los valores (le los umbrales con l'o  

igual al mínimo .y 1-', igual al máximo; in es el número de etiquetas diferentes asignadas 

a la imagen segmentada. 

(9) P(t) 

32 64 96 129 160 192 224 256 
	

32 64 96 126 160 192 224 256 

	

(a) 
	

(I)) 

Figura 1.1: (a) Histograma 	(b) IlistuAratim 

En general, un método de umbral es aquel (pw determina el valor del umbral T basado 

	

en un cierto criterio, Si T 	determina solamente en base al valor de gris de cada pixel 

entonces el método de umbral es dependiente de un punto. Si '1' se determina de una, 

propiedad local (por ejemplo de una distribución local de niveles de gris) en la, vecindad 

de un pixel entonces el método (le umbral es dependiente (le una región. Una, técnica 

de 1uribm1 global es aquella que segmenta a una imagen completa con un sólo valor de 

umbral, mientras que una técnica de umbral local es aquella que parte a una imagen en 

subiinógeues y determina un valor de umbral para cada una de ellas. De lo anterior se 

define la siguiente clasificación de métodos de umbral 14,111: 

• Técnicas globales dependientes de un punto. 

• Técnicas globales dependientes de una región. 

• Técnicas locales. 

• Métodos Multiutubral. 

Técnicas globales dependientes (le un punto 

1. Método p-lile. En este método [11 se asume que una imagen consiste en objetos 

oscuros sobre un fondo claro. Se asunte también que se conoce el porcentaje del 

tima que ocupan. los objetos. El umbral se define como el nivel de gris máximo que 

maltea por lo menos (100 p)% de los pixeles que caen dentro de los objetos. Este 

método 110 funciona cuando 110 se conoce el porcentaje del área de los objetos. 
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Método di! Moda. Para itnagetivs (011 1/11idO5 	S01.11.0 1111 f011110, el 11151,0grallla 

de los 111Veleti de gris es bimodal. lSll este caso el umbral puede ser el nivel de gris 

que corresponde al valle del histograma [371. Aunque este método es muy simple, no 

puede ser aplicado ('II 111ElgelleS ellyos picos ell Sil iliStOgri11111.1 Sean PX1,11911edallIellle 

diferentes, o aquellas elly(18 valles sean allebti tt planos. 

il9ét0d0 de (»sur.. tino (le los métodos clásicos de segmentachin por umbral elI la 

literatura, el cual utilizaremos (1) este trabajo para comparar nuestro método, es 

el método de 091.SU [33]. El objetivo de este método 05 encontrar el valor de int 

umbral 'I', para el cual la varianza aVE) entre las regiones C0  y Ci  a siwnentar (si 

hablamos sólo de dos regiones) sea máxima. '1' es el punto en dando se encuentran 

unís separadas, 

(..-,Ionsidéreso una imagen con t, niveles de gris. Normalizando sil histograma para 

manejarlo mino una distribución de probabilidades tenemos: 

iti 

Pi 1)  
N 

, 

donde N es el mítnero total de pixeles de la imagen, ni  el número de pixeles con 

tono de gris i, y pi  la probabilidad de ocurrencia del tono de gris i, para 	..., 

I.,. La probabilidad de ocurrencia de cada región es: 

wo = Prteo) --- 	p - 
i ,-1 

, 	14 ,1 -- (A)( 1 ) 

y su nivel promedio: 

11(1 
Po 	

wo 
= 

c.u(T) 

, p/. 

I -- 14)(7') 

donde /o,  es el gris promedio (le la imagen completa, Se trata entonces de maxintizar 

la varianza entre regiones: 

	

2 	( 

	

(TB 	 /10Y2  

EXprelland0 01 en términos de T tenemos: 

[P,Tu)(7 1 11(112  
w(T)El w(fil 

9 

a;i(T) 



Con esta, expresión se evalúan los posibles valores (le , hasta encontrar el valor 
para el cual (111 (1") sea máxima. 

Este método también puede generalizarse a .111 número de umbrales, sin embargo 
mientras más grande sea este numero, la expresión n-¡;  y el procedimiento de m)xi-

mización serán también cada vez más complicados, 

1. Método de análisis de concavidad del hi,stograma. Para. imágenes en donde no es 

posible encontrar el valle en el histograma, se puede definir un buen umbral anali-
zando la concavidad del mismo [1.2.1. 

Sea /18 un histograma definido sobre el conjunto de niveles (le gris go , (h, 

Y sea el peso de los niveles de gris del histograma «yo ), 11:(11i ), 
donde It(oi ) 5¿ O para toda i. Entonces, L/S puede ser visto como una región 

bidimensional. 

Para deterniinar las concavidades (le 113, se construye el polígono convexo más 

pequeint IL9 que contiene 115. Las concavidades  de 118 se determinan de la dife- 

rencia 11,9 --BS. Sea ii 	 - (gi ) el peso de 115' en el nivel de gris q,. Los posibles valores 
(le umbral son aquellos niveles de gris (91 donde 1t(gi) h(yi ) tenga un máximo local. 

5. Métodos de IiiItropía. En estos métodos el umlwal óptimo se obtiene aplicando 

teoría de la, información. 

(i) Método de Pon [:38]. Este método utiliza la entropía del histograma de los 
niveles (le gris de la imagen como una medida de homogeneidad entre las clases. La 

información asociada con cala nivel de gris i del histograma, se define como 

fi = 	log„ pli 

donde pi  es la probabilidad (le ocurrencia de cada nivel de gris i. En base a esto la 

entropía (lel histograma se define como: 

11 = 	 pi  log„ 

Sea '1' el valor del umbral, se definen las siguientes cuatro entropías parciales: 

Epiiog„ 	 - -> 	log„ 

= 	5.2 vi  kik pi 
	I; 	 log„ 

Las dos entropías (le la columna. izquierda son una me(lida objetiva de la canticlad 
de información a priori asociada con los puntos blancos y negros relaciona(los con 

10 



el nivel T del umbral (en este contexto, u priori significa que los pixeles alin no han 
sido transformados a los niveles blanco y negro). Las dos entropías de la columna 
derecha // lb  y 1', son las medidas de la cantidad de información (1 posteriori asociada 
con los puntos blancos y negros después de la operación de segmentación. 

El problema os encontrar un umbral que nos de un resllltallo e011 la IllayOr cantidad 

de Selllálldeil 	 uno podría pensar en realizar esto maximizando 
la entropía a posteriori 11'; pero no tendría sentido maximizar medidas a po,,deriori 
debido a las propiedades estadísticas del histograma. Por lo que el autor propone 
(pie conociendo la entropía a priori del histograma 1/, se determine el umbral óptimo 
maximizando el límite superior de la entropía determinada O poAcriori 11' como una 
fnuión paramétrica del nivel de umbral '1' 

11 	11 	11;, 

G. Método de (.;ionserración (101 Momento. En este método [1(31, el valor del umbral se 
calcula determinísticamente, de manera. que los momentos de la imagen a  ser seg-

mentada se conservan en la imagen de salida (imagen binaria). El i-ésiino momento 
TI) i  Si' calcula, como 

r -_ 1,),3,  

donde n es 01 número total de pixeles en la imagen. El valor del umbral óptimo Ti', 
se obtiene del histograma de niveles de gris de la imagen eligiendo T* como 	el 
método po-tile, donde po  esta dado por 

— rlil 
Po  = 

,1C0) I  / 2  

1/11 T/13 -- 1//2  

1112 	1UT 

1 
= 

2 
— (C.21  -- 100)1 /2  -- 01 

Especificamente, antes de segmentar, se calculan los momentos de los niveles de gris 
de la imagen de entrada. Los umbrales son entonces seleccionados (le manera que 
los momentos de la imagen de salida se mantengan sin cambio. Este método puede 
ser considerado como una transformación de conservación del momento que recu-
pera una imagen ideal binaria a partir de una versión borrosa. Este n,iétodo puede 
seleccionar automática y deterministicamente múltiples umbrales sin necesidad de 
iteraciones o búsquedas. Además, se puede obtener tatubblni un nivel de gris signi-
ficativo para cada, clase. 

111-11112 	111;1 

1119 --- '1111  



7. 1110(ido del illíaimo Error. La idea principal (le este inélodo [2') es optimizar una 
función criterio relacionada con el promedio de error de la clasificación de los pixeles. 
En este método el histograma de niveles de gris, es tina estimación (le la función 
de densidad (le probabilidad p((/) do la 1110/cla de los pixeles de las poblaciones 
correspondientes a los objetos y al fondo. 1. teneralinente se asunte que cada una 
de estas dos componentes p(oli) de la mezcla están normalmente distribuidas con 

	

promedio Ir i , desviación estándar n, y una probabilidad a priori i 	U:ste método 
propone que el valor del umbral puede ser seleccionado minimizando la función 
criterio ,I(I') (lile está dada por: 

1 -1- 2 11'1(T) log, o 1 ('/) I 1)2(`I') 	02 (1')} 

	

—2 	log,, 1"1  (1') + /.1.2 (7') log,, 1'2('1')1 

l'ara un valor de umbral dado 'I'. esta función criterio relkja la cantidad de traslape 
entre los modelos gaussianos de las poblaciones correspondientes a los objetos y al 

	

fondo. Mientras el valor de 	varia los modelos de la poblaciones cambian. El 
mejor ajuste entre los datos y los modelos conlleva a un 1110110V traslape entre las 
funciones (le densidad y por lo tanto a un menor error de clasificación. 

Técnicas globales dependientes de una región 

1. illétodo.9 de TransformaMa riel th,stoyrama. El objetivo de estos métodos es trans-
formar el histograma de niveles de gris en uno que contenga valles más profundos 
y picos más agudos de manera que pueda ser aplicado el método de moda descrito 
anteriormente. El nuevo histograma se obtiene asignandole peso a los pixeles de 
acuerdo a alguna propiedad local. 

Mason 1301 propuso el uso de un operador borde (por ejemplo el Laplacituio 0 el 
Itoberts) para asignar los pesos. Los valores del operadm• borde son pequeños para 
pixeles dentro (le regiones homogéneas, a estos pixeles se les asigna maytir peso. 
Los valores del operador borde son grandes para pixeles en la vecindad de un bolle, 
a éstos se les asigna menor peso. 

Otro método de transformación del histograma es el conocido corno método de 

quadtree [181. Este método se basa en que la desviación estándar de una región ho-
mogénea es pequeña, mientras que en regiones no homogéneas es grande. iniciando 
con la imagen original, el método divide la imagen (ni cuadrantes, si las desviaciones 
estándar de cada subregión sobrepasan un cierto valor predefinido entonces éstas 
vuelven a subdividirse en cuadrantes. Esto conduce a una división (le la imagen en, 
bloques cuyas desviaciones estándar son pequeints. 1.)ebido a la, homogeneidad de 
cada bloque el histograma de niveles de gris resultante tendrá picos más agudos y 
valles inás profundos. 

12 



illétorlos basados en L'slailísllea (le o/rieles (le gris (le Segundo (Jalen. Ina de las 

desventajas de lits met,otitis do umbral dependientes de lin punto. os (pie dpponden 
solantento de la estadística (I(,  Ios niveles de gris (le primer orden (el histograma). 
Los métodos (pu,  se describen ;1 c(mtintiación, dependen de la estadística de los 

niveles de gris de segundo orden. 

(i) Alelado (le la rllalri de (!oocu frenen!. 1,a matriz de cooeurrenpia es introducida 

por 1 larali(1 para el análisis de texturas [17]. 1)e manera general la matriz de 

coocurrencia es aquella cuyos elementos S011 las frecuencias relativas de ocurrencia 
de dos pixeles .zecittos con niveles (le gris i y j. separados a 11101  distanci a  t i y con 

una orientación (/), este método lo describiremos con mayor detalle en el capítulo 2. 

En el trabajo de :\ lada y liosenfeld [1 1, la matriz de coocurrencia de niveles (le gris 

se define como: 

illu „./2) 	A4 i ,„. )  t ill. (1.37r/ 2) 

esto es, el elemento (i, j) (le Al es la frecuencia de ocurrencia de un nivel de gris i 
como vecino en conectividad 1 de un nivel de gris 

Debido ;o sil homogeneidad, los pixeles en el interior de los objetos 0 del fondo 

contribuyen principalmente en los elementos cercanos a la diagonal principal (le 211. 

Los pixeles cerca (le algún borde contribuyen principalmente fuera de los elementos 

de la diagonal de Al. Por lo tanto la matriz Al puede ser usada para, definir 

dos nuevos histogramas: (a) el histograma basado en los elementos cercanos a 

la diagonal principal, (pie tendrá valles profundos entre los niveles de gris (le los 

objetos y del fondo, y (b) el histograma, basado en los elementos fuera de la diagonal 

principal, que tendrá picos agudos entre los niveles de gris de los objetos y del fondo. 

El umbral de la imagen puede ser elegido dentro del rango de niveles de gris en donde 

el valle de (a) se traslape con el pico de (b). 

(ii) Método de la Gráfica Dispersa (nivel de gris, nivel de gris pronti(lio local), Este 

método es similar al descrito anteriormente. Se construye una gráfica dispersa nivel 
de gris contra nivel de gris proMedia local tomada sobre una. ventana. Se (leíble el 

origen (le la gráfica sobre la esquina superior izquierda de la ventana, el nivel de 

gri.g incrementa de izquierda. a derecha, y el nivel de gris promedio local incrementa 

de arriba hacia. abajo. La intensidad de un punto en esta gráfica es proporcional a 

la frecuencia (le ocurrencia de titi par correspondiente (nivel de gris, nivel de gris 

pivntedio local). En el trabajo de Kirby y Alosenfeld 1241, los promedios locales son 

tomados de ventanas de 3x3. tina vez construida la gráfica se tienen dos histogramas 

como se describen eti los inciso (a) y (b) del método anterior. El umbral se establece 

de la misma manera. 

3. Alélo(lo de 1.)enivi, y Pal. En este método [101 se utilizan dos matrices de transición, 

que son similares a la matriz de concurrencia, para definir (los "medidas de interac- 
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ción-  para la selección del umbral. Sea .1/,1  una matriz con elementos (i. j) y 	el 
umbral que divide al conjunto (le niveles (le gris en (los clases: (-0  .--_ {ft I 	y 
('1 	1- 	.... 	I I. E,ntotices 	puede ser dividida en cuatro regiones 
definidas por los siguientes parámetros: 

t. 	1 	
1, 

1 

1,1., i.. 	 >12 ,110. 

-o 	 Ti 1 	1'1 1 

1' 	I, 	1 	 1, 	1 

rail. 	' //' 

1 1 	 .-/'1 1 )70 

donde a, 1), e y (1 representan el número total de transiciones dentro (le (70, dentro 

(le (.'1 , desde Co  ;t (11  y desde 	a Co. respectivamente. La probabilidad conjunta 

y condicional de las transiciones entre Co  y Ci  puede ser estimada c(nno 

o' 1 (1 
1),(1') - 

a I- 1) I• e I- (1 

d 

PJ 	{ 	1  b d f 

Los autores llaman a P(1') y a 19,,(T) medidas de interacción. El umbral óptimo se 
obtiene (le ina.xim izar cualquiera, de ('511(5 (105 medidas (le interacción. 

4. Alétados de Iklajuciótt, 	idea (le la relajación fue introducida por Southwell [151 
para mejorar la convergencia (le las soluciones recursivas de sistemas (le ectiacitines 
lineales. En segmentación (le imágenes la relajación se aplica como sigile [ll]: Los 
pixeles de una imagen priniero se (gasifican probabilísticamente en clases "claras" 
V "oscuras" basadas en sus niveles de gris. Luego la probabilidad (le cada pixel 
es ajustada de acuerdo a las probabilidades de sus pixeles vecinos. Este proceso 
(le ajuste es iterativo de manera que las "probabilidades claras" (respectivamente, 
"probabilidades oscuras") se vuelven muy altas para pixeles que pertenecen a las 
regiones claras (respectivamente regiones oscuras). Y así, se forman histogramas 
con valles profundos. 

5. A9 todos de Relajación, dr Gnutiente, En la relajación de gradiente, el esquema 
óptimo (le etiquetación se determina maxhnizando una función criterio con (iptinti- 
zach'm de gradiente. Sea Al  y 	etiquetas de las clases de los pixeles claros y 
oscuros respectivamente, sea lípi (A1 ), pi(A2 )17, 	0, 1, 	, L — 1} el conjunto (le 
vectores de probabilidad asociados con los niveles de gris, y sea {[qi (Ai), qi(A,)11 , 

= 0, 1., 	L 	1} el conjunto de vectores de compatibilidad, donde qi (Ak ) 

8 	 es el
— 

›.1- p (A A ) N.  	ocurrencia (le vecinos con c(alectividad $ del pixel 	Ba- 

ban y Fengeras [21 sugirieron que el empiema óptimo de etiquetación para imágenes 
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con distrilinciOn de gris unimodal puede ser determinado maximizando 

I 

( 	1)',1 ( ,\)(1/(A) 

hiljelo a 

{} vi(A) c h.  r'r- /0) — (MAI), /02)) I 10 ) _.... ( 	>2,P(A,i) 2- 1  
)-1 

Todos los métodos globales descritos hasta aquí calculan un umbral 'I' único para seg-
mentar toda la imagen, 10 que produce resultados deficientes en las fronteras (le los obje-
tos. Con el método robusto que nosotros proponemos tratamos (le resolver precisamente 
este problema. 

Técnicas locales 

En 1;1 segmentación por umbral local, la imagen original es dividida en subinulgenes 
pequeñas y se determina un umbral para cada subitnagen. Esto da como resultado una 
imagen segmentada con discontinuidades de los niveles (le gris en las fronteras de dos 
subinnigenes diferentes. El umbral de una región puede ser determinado por algún método 
dependiente de un punto o bien por un método dependiente (le una región. Se aplica 
después una, técnica, de suavizantiento para eliminar las discontinuidades. 

Por ejemplo, Clum y Kaneko [81 dividieron la imagen original en subinuigenes 
7x7 y calcularon un umbral para cada una de ellas. Los unlrales para. subini.genes 
unimodales se interpolaron de subimágenes vecinas. Los umbrales para, subimagenes 
bimodales se calcularon como sigue: primero el histograma de los niveles (le gris de la, 
subimagen se aproxima a la suma de dos distribuciones gaussianas, luego se obtiene el 
umbral minimizando el error de clasificación respecto al valor del umbral. 

Métodos 1Viultimnbral 

Los métodos de Illnbral globales como el ole Otsu [33], el de Pun [38], el de conservación 
del momento [46], el del mínhno error [25], pueden ser generalizados para el caso de mul-
tiumbral. En adelante discutiremos otros métodos niultiumbral que no han sido incluidoS 
en esta sección. 

1.. Alétodo (le Segmentación por Amplitud. Este Método propuesto por Boultharouba 
[3], utiliza las propiedakles intrínsecas de la función de distribución acumulada de 
la. imagen a ser segmentada. Se examina la. curvatura de la función de distribución 
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para (11)1,011(9.  I()S Val(M'S (II' lo S 1111111111('S, 	La 1.1111l'iáll de distribución F(k) ('II el 

1)111110 1 está ol)oola por 

La curvatura de I<' se define como 

(..1 	
(T) 	( p f (a)).1 

dOndü 	y T'" son la primera y la segunda derivada de , respectivamente. (1(:r) 

resulta ruidosa y debe ser suavizada y aproximada para ser utilizada en el cálculo 

de los umbrales. Los ceros de la curvatura determinan los umbrales así como los 

niveles de gris para ser asignados a cada clase. 

2. Método 	lVouoj y ilaralick. Esta es una técnica recursiva VII los pixeles se 

clasifican primero como pixeles borde o no borde. Luego los pixeles borde son 

clasifica- dos, en base a sus vecinos, como relativamente oscuros o relativamente 

claros. Se obtiene el histograma de los niveles de gris para aque- llos pixeles que 

son pixeles borde y tel 	oscuros, y se obtiene, un segundo histograma para 

aquellos pixeles que son pixeles borde y relativamente claros. Se selecciona, un 

umbral basado en la intensidad del nivel de gris correspondiente al pico mayor para 

cada histograma. Para obtener múltiples mnbrales, este procedimiento se aplica 

recursi- vamente utilizando sólo aquellos pixeles cuyas intensidades son menores al 

primer umbral inicial, y luego utilizando aquellos pixeles cuyas intensidades son 

mayores que el último tintina) obtenido en cada pasada. 

3. Método de, Contraste Uniforme. Esta es otra técnica recursiva propuesta. por Kollin.  

[26]. El unilnul óptimo para la segmentación de una imagen es aquel que detecta fruís 

bordes con altos contrastes y menos bordes con bajos que cualquier otro) umbral. 

En este método se construye un histograma del contraste promedio it(7') para cada, 

posible umbral T, y el pico mas alto en el histograma corresponde a el unilwal 

óptimo. El contraste promedio it(T) se calcula de la relación 

(T .\ 	(,}"'(T) 
) N(r)  

con p,(7') = si N (T) = O. Donde C(T) es el total de contraste detectado por 

el umbral T, y N(71) es el número de bordes detectados por '1'. Para encontrar 

múltiples umbrales se selecciona cualquier umbral inicial y se recalcula un nuevo his-

tograma de //,(7') quitando la contribución de los bordes ya detectados por el umbral 
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x-rasgo 1 
y-rasgo 2 

Clase 1 

4-- Límite de decisión 
/ 

— Clase 2 

>x  

Y 

h:ste. proce(liniieniti c(nitinua hasta (pie el máxiiii(i contniste jirotne(lio para 
cualquier 	cae por (lebitj() (le algún criterio de c(nitraste promedio mínimo 

> I . 

Segutentación por cúmulos 

El agrupamiento O acumulación (le rasgos característicos aplicados a la segmentación de 
imágenes es una extensión multidimensional del coticepto de segmentación por umbral, Se 
utilizan típicamente (los o ► nás rasgos característicos dispuestos en un plano cartesiano, 
es decir l ► ll eje por rasgo, y cada una (le las clases o regiones se a.sume que formarán un 
grupo O cúmulo de puntos distinto en el espacio. Sobre este espacio de rasgos podrán 
encontrarse los umbrales o límites de decisión que separan a los cúmulos, como se muestra 
en el ejemplo de la. Figura . L2 [l'I]. Estos cúmulos son después mnapeados al dominio 
espacial original paa•a, producir la segmentación de la imagen. 

Los rasgos característicos que son (inninmente utilizados para la segmentación de 
imágenes por cúmulos no sólo incluyen los valores (le. gris (le cada, pixel sino también 
pueden incluir cualquier otro tipo (le rasgo que se crea útil para. la. segmentación como 
por ejemplo medidas de textura definidas en una vecindad [5]. 

Figura 1.2: Ejemplo de Segmentación por Cúmulos. Espacio bidimensional de rasgos. 

Lo difícil en esta técnica, es definir los rasgos característicos que nos den información 
sobre las regiones. 

Panda y flosenfeld [31] sugirieron un método para segmentar glóbulos blancos sobre 
un fondo oscuro utilizando segmentación por cúmulos. 

Considérese el histograma de niveles de gris para todos los pixeles que tienen gra-
dientes pequeños. Si un pixel tiene gradiente pequeño, seguramente no es candidato a 
ser un [mute. Si no es un borde, entonces será, un pixel oscuro perteneciente al fondo, o 
un pixel claro perteneciente a un glóbulo blanco. Por lo tanto el histograma. de todos los 
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limite de decisión 

Clase 1 

yY Clase 2 

pixeles que tienen gradientes pequenos sera bimodal, y para los pixeles con gradientes 
pequeilos, el valle entre las dos modas será un buen punto de umbral. 

Ahora considérese el histograma de niveles de gris para todos los pixeles con gradientes 
grandes. Si un pixel tiene gradiente grande, seguramente será un borde. Si es un borde, 
entonces separa, el fondo oscuro (le 1111 glóbulo blanco claro, y si la frontera que los separa 
no es intensa pero de alguna manera es difusa, entonces el histograma sera. mili iicial. 

F.,1 objetivo es encontrar un buen umbral que separe los pixeles oscuros del fondo de 
los pixeles claros de los glóbulos bancos. Por lo tanto los autores sugirieron determinar 
dos umbrales: uno para pixeles de gradientes pequeÑos y otro pam pixeles de gradientes 
grandes. Para esto desarrollaron un método de segmentación por cúmulos basado en un 
espacio bidimensional, en donde en un eje se encuentran las intensidades de los niveles de 
gris y en el otro eje el valor del gradiente. La. forma del límite de decisión en este espacio 
bidimensional se muestra en la Figura 1.3. 

Gradiente 

Nivel de Gris 

Figura 1.3: La clase 1 corresponde al fondo (tono oscuro y gradiente pequeño), la clase 2 
corresponde a los glóbulos blancos (bulo claro y gradiente pequeño), y el Ultiino óvalo corresponde 
a los bordes difusos (gradiente grande). 

1.2 Detección de bordes 

La detección de bordes es una técnica. de segmentación basada en la detección de discon-
tinuida.des. Un borde o límite es la, zona donde la imagen tiene cambios abruptos en el 
nivel de gris. Algunos de los factores niotivantes para el estudio (le estas técnicas son: 1) 
la mayoría (le la información en una imagen cae entre los borles de las diferentes regiones, 
y 2) los sistemas biológicos visuales aparentemente hacen uso de la detección de bordes, 
no así de la (le umbrales. Se han categorizado las técnicas de detección de bordes de la. 
siguiente manera [91: 
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• Técnicas Paralelas 

1. Extraceifín (lel elemento borde. 

2. Comhimición, (le elementos borde. 

• Técnicas Seeuelteiales 

1.2.1 Técnicas Paralelas 

Por técnicas paralelas de detección de bordes se entiende que la decisión de Si un conjunto 
de pinitos pertenece o no a un borde se hace en base a el nivel de gris del conjunto y al 
de algún conjunto de sus vecinos; no depende en principio si otros conjuntos de puntos 
no vecinos caen o no en el borde. El operador de detección de bordes puede ser aplicado 
simultáneamente en cualquier lin.,rar de la. imagen. 

Los métodos (le detección paralelos pueden dividirse 011 dos VISOS: 

1. Extracci(1n del elemento borde. 

• Fillins en el dominio de altas frecuencias. Copio las frecuencias altas están 
asociadas con cambios agudos en la, intensidad, uno puede resaltar o extraer 
los bordes aplicando un filtro pasa-altas a tina, imagen, por ejemplo la. t)'aus-
l'orinada de Fourier. Se aplica la transformada de Fourier directa a la imagen, 
estando en el dominio de las frecuencias se filtran las altas frecuencias, al 
re- sultado del filtro se le aplica la transformada (le Fourier inversa para re-
gresar al dominio original; el resultado de lo anterior es una, imagen con bordes 
realzados. El problema aquí reside cut el diseño del filtro. 

• Operadores gradiente, Un buen número de técnicas de detección de bordes 
propuestas en la literatura están basadas en la versión (ligital del operador 
gratliente las cuales producen una magnitud alta cuando existen cambios a-
bruptos en el nivel (le gris y magnitudes bajas cuando existen pequeños cambios 
en el nivel de gris, por lo que sólo bordes muy agudos con altos contrastes entre 
los objetos son detectados por este método. Existen otros operadores como el 
Kirsch, Sobe], Prewitts que están basados en vecindades de 3 x 3; la principal 
diferencia, entre estos operadores es el peso que se asigna a calla elemento de 
la plantilla de 3 x 3. 

• Aproximaciones funcionales, La detección de bordes puede ser considerada 
como un problema de aproximaciones [21]. El objetivo de este método es 
aproximar de la mejor manera un elemento borde empírico cuyos valores (le 
gris están en f 	/J) a un elemento borde ideal caracterizado por una función 
F, por ejemplo una función escalón. Esta técnica es empleada también para 
la detección de líneas [221. Este método funciona mejor que los anteriores 
especialmente en imágenes con bordes de bajo contraste. 
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Combinación de cicmcubm borde. 

La combinación de elementos borde consiste (11 ((liminar los falsos elementos bordes 
na‘zclar elementos borde en segmentos borde mayores llamados rayas u líneas. 

• /lamia cda hcurísiica. La búsqueda heurística es una técnica que utiliza métodos 
de búsqueda en el espacio de estados donde la información heurística es usada 
para, delimitar el espacio de búsqueda. Se ha formulado [281 V29] el problema 
de la detección de bordes como una búsqueda heurística (le la. ruta mas corta, en 
1010 gráfica. Los nudos (le la gráfica (o estados) son elementos borde definidos 
por dos pixeles vecinos, por ejemplo los puntos .1 ,--, 	 f I) 
definiendo el elemento borde dirigido ,113. Después se establece que un borde 

111111, SeellellCia de elellIelltOS 1/01:de Ild'yarellteS, 1101' lo (111e 1111 borde es una 
ruta en una gráfica que representa ('1 espacio de estados y el problema de 
encontrar el mejor borde en una imagen se reduce a encontrar la ruta óptima 
en la gráfica. 

• .1?cialación. Se han implementado técnicas de relajación para conectar elemen-
tos bordes [41]. Esta técnica es un proceso iterativo en donde la probabilidad 
de que un elemento borde candidato sea un s,erdadero elemento borde es re-
estimada en cada, iteración. Algunas (le las ventajas de esta técnica son que 
es un proceso paralelo y utiliza, información espacial. Algunas desventajas son 
que la construcción de la función de compatibilidad que es la que actualiza las 
probabilidades (le los elementos borde 110 es trivial y la rapidez de convergencia 
es generalmente lenta. 

• Ajuste, de tincas y curvas, ()tra técnica, para. conectar elementos bolle es ajos-
tandolos a líneas o a C111'1'11S. Supóngase que tenemos 1111 conjunto de o puntos 
(x 1 , ), (3:2 , y2 ), 	, (3;„, yn ) que representan elementos borde, lo que quere- 
mos es encontrar líneas rectas que se ajusten a ellos; por ejemplo utilizando la. 
transformada de llough 2]. 

Existen otras técnicas [39] de detección de bordes basadas en ajustes corno el 
ajuste a plantillas, que pueden ser aplicadas también en otras áreas como por 
ejemplo la, detección de objetos. 

1.2.2 Técnicas Secuericiales 

Por técnicas secuenciales (le detección (le bordes se entiende que el resultado sobre un 
punto es dependiente de los resultarlos de aplicar el operador en puntos previamente 
examinados. Los componentes principales en el procedimiento de detección de bordes 
secuencial son: 

1.. La, elección del punto inicial correcto: la ejecución (lel procedimiento en su totalidad 
dependerá en la elección (le un buen punto de inicio. 
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I,a (1(1)endencia (le estructura: cómo a fect:111 los resaltados obtenidos en puntos 
j)reviamenle examinados latit() para 1:1 eleccióii del siguiente punto a ser examitta(lo 
(.1)1111) j)ara hll 

:1. El critt)rio (le paro: (1(1)e haber una inal Jora para que el proce(lilliienio determine. 

(pie se ha llegado al 

1-lay un gran número (le 1('‘enicas secuenciales que también utilizan búsqueda heurística 
programación dinámica 1. 71 [231. 

En general, las lécnieas dc rIcirrei(ín. rlc boolcs son poco populares en 1:1 segmentación 
de imágenes, porque poder llegar ;) 1111 conjunto (le bordes significativos resulta a veces 

una labor muy complicada, y ademas existe el problema después (le pegar bordes. 

1.3 Extracción de regiones 

1..,as técnicas de extracción de regiones se conocen también como técnicas de crecimiento 
de regiones y tie refieren 111 proceso de segmentavión secuencial (le una imagen en donde 
los pixeles son sucesivamente añadidos a regiones incompleta.s o inician nuevas regiones 
cuando no es apropiado hacerlos parte (le una región incompleta existente. Zucker [19] 
clasificado las técnicas (le crechniento (le regiones de la siguiente manera: 

• Búsqueda Regional de Vecinos. 

• Heurísticas Multirregionales. 

• Aproximación Funcional y Mezcla. 

• Esquemas de División y Unión. 

• Interpretaciones Regionales y Semánticas. 

1.3.1 Búsqueda Regional de Vecinos 

Muerte y Allen [32] definieron una región como una porción (le una imagen compleja en 
la cual la estadística (le la distribución de los niveles de gris es razonablemente uniforme. 
Su método puede ser descrito en términos de los siguientes pasos: 

• (i) Se sel„9-nenta la imagen completa en celdas de por ejemplo de 2x2, 	o 8x8 

pixeles, 

• (ii) Se calculan las medidas estadísticas de las intensidades de cada celda, por 
ejemplo se estima la distribución de probabilidades (le los niveles de gris. 
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• (iii) Iniciando por la primera celda en la esquina superior izquierda de 1;1 imagen. se 
comparan sus estadísticas con las de sus celdas vecinas y se tletermina si son simi-
lares. El criterio utilizado como medida (le similaridad fue la prueba de lKolmogorov-
Siiiirilov y una diferencia absoluta promedio máxima entre las distribuciones (áreas). 
Si es exitosa se 111(`Zdall las 	11/1011 l'Orillar 1111 fragmento. Si no. se etiquetan 
las celdas distintas como rechazadas. Se recalcula la función de densidad de pro-
babilidad para el fragmento estimado. 

• (iv) Continua el crecimiento del fragmento examinando todos los vecinos hasta (1(11' 
110 queden vecinos que puedan ser unidos. Etiquetando el fragmento como una 
región conwleta. 

• (v) Se posiciona en la siguiente celda incompleta. y se repiten los pasos anteriores 
hasta que todas las celdas estén etiquetadas. 

En este método sólo se utiliza la información de los niveles de gris para realizar el proceso 
(le crecimiento. 

1.3.2 Heurísticas Multirregionales 

El establecer los predicados que controlan el proceso de crecimiento puede involucrar 
consideraciones locales y globales. Los vecinos son unidos por un proceso regional o local, 
pero lo que realmente se quiere al final del algoritmo es un resultado global satisfactorio. 
Por lo que el problema consiste en utilizar la mayor información global posible para poder 
tomar decisiones locales. 

La propuesta de Brice y Fennetna [1] fue obtener una aproximación más global desa-
rrollando heurísticas que evalúen parámetros dependientes de más de una región, con el 
objetivo de delinear fronteras. Comenzaron dividiendo la Minen en segmentos iniciales 
con pixeles que tienen intensidades idénticas llamadas regiones "atómicas" (que podrían 
llamarse pixeles semillas), insertando segmentos elementales de frontera (vectores) entre 
los pixeles de diferente intensidad. Las regiones atómicas en esta primera fase son combi-
nadas con la aplicación sucesiva de dos heurísticas. Estas heurístieaS utilizan información 
birregional contenida en las fronteras de pares de regiones adyacentes. 

La primera heurística mezcla dos regiones adyacentes si la frontera entre ellas es débil, 
por lo que la nueva región resultante tiene una frontera menor que las dos regiones previas. 
La segunda heurística une (los regiones si la parte débil su frontera en común es igual a 
algún porcentaje determinado del total (le la frontera que computen, Comparando estas 
dos litturísticas, la primera incluye la idea natural tle borrar fronteras débiles mientras 
que la, segunda evalúa estas acciones según sus efectos sobre ciertos criterios (le forma. 

Cuino pas0 final los vectores frontera elementales que sobreviven se conectan y se 
suavizan. Esto se realiza uniendo con líneas rectas las cadenas de segnwritoS. 
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1.3.3 Aproximación Funcional y Mezcla 

aprOXilllaCi(111 funcional utiliza un conjunto (lado de funciones conocidas y fáciles de 
manipular para aproximar otro conjunto de funciones que son, o bien complejas o que 
sólo se conocen en algunos pinitos discretos. 

Sean E' ,v (I) dos familias (le funciones conocidas en un dominio 1). Las funciones en E 
son aproximadas por aquellas de (I) de manera que la diferencia (error) entre ellas caiga 
dentro de algún límite tolerable. Para poder realizar esi o. 1) se divide en A/ regiones /.4, 

i 	I, 2, .. , A/ de 111111Wnt (3110 

o, c. (i) 

donde .E es un error adecuadamente establecido. Una vez que las funciones (le aproxima-
ción (I) son seleccionadas, por ejemplo una, constante o funciones lineales, el problema se 
traduce en encontrar las regiones locales apropiadas sobre las cuales una sola función de 
aproximación sea suficientemente buena. Esto se realiza iniciando) con atochas regiones 
pequeñas, cada una aproximada por una función de la misma forma, y mezclando aquellas 
regiones cuyos coeficientes (le aproximación sean lo suficientemente cercanos. 

Pavlidis [35) utilizó esta técnica sobre imágenes bidimensionales. El método rebana 
la imagen original en tiras delgadas de manera que cada tira pueda ser considerada colim 
una función de una sola variable, por ejemplo f (ir, y0). Ahora estas tiras pueden ser 
aproximadas encontrando la mejor partición (le cada tira en segmentos. Cada segmento 
debe estar cercano a una norma de error adecuada. 

Estos segmentos aproximalos se mezclan en regiones. Lo anterior Se puede expresar 
en una gráfica en donde los segmentos representan los vértices, y los bordes representan 
las diferencias entre de los coeficientes de los segmentos con fronteras traslapadas. El 
algoritmo recorre esta gráfica, etiquetando los nodos idénticos si están conectados por un 
borde cuyo peso está 1)01' debajo de un cierto umbral. De esta numera, las regiones se 
forman de los segmentos originales, si sus coeficientes de aproximación son lo suficiente-
mente iguales, 

1.3.4 Esquemas de División y Unión 

El principio riel método (le "división y unión", desarrollado por Pavlidis y tforowitz 
[201, es unir regiones adyacentes que tengan aproximaciones similares y dividir aquellas 
regiones que tengan grandes normas de error. 

El algoritmo inicia realizando una primera segmentación llevando a cabo una división 
de la. imagen original en bloques rectangulares (le un tamaño espeCífico. La, imagen es 
representada en un árbol de seginenloción, el cual está basado en tina estructura (le datos 
de quadlree (un árbol cuyos nodos tienen cuatro hijos). La imagen conmleta se representa 
por el nodo raíz. Los hijos de la raíz son regiones obtenidas de dividir la raíz en cuatro 
rectángulos iguales, y así sucesivamente. Una segmentación se define como un eonjunlo 
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corto'. es decir un conjunto 	de IIMIOS tple separan la raíl, de todas las hojas. En 

la estructura de árbol el proceso de unión consiste en quitar cuatro nudos del conjunto (Ic 

cortc y reemplazarlos por 511 padre. La (livisi(in consiste en quita) un nodo del conjunto de 

coric y reemplazarlo por sus cuatro hijos. Los dos procesos son mutuamente excluyentes; 

todas las operaciones (le unión están seguidas por operaciones de división. Los criterios 

de unión o división se basan en la intensidad de gris promedio de cada rectángulo, si raen 

dentro de un valor promedio de tolerancia se unen sino se dividen. 

La división y unión en la estructura de arbol al final del proceso, es seguida por 

un procedimiento de agrupamiento que puede unir bloques adyacentes no relacionados 

encontrados en el eonjunio de corle final. El agrupamiento se determina en base a, los 

niveles de gris máximos y mínimos para cada, región. 

1.3.5 Interpretaciones Regionales y Semánticas 

Los métodos de crecimiento (le regiones presentados hasta aquí, pueden ser considerados 

de alguna manera como "sintácticos", es decir, se basan en propiedades de la, imagen 

cotno sus niveles de gris, la intensidad de sus bordes, o la forma:de sus regiones. En 

los métodos semánticos Se considera la, información semántica sobre las clases que son 

procesadas. Esto se realiza interpretando las regiones formadas y permitiendo que estas 

interpretaciones tengan influencia en el criterio de crecimiento. 

Feldinan y Yakiinovsky [13], realizaron un algorittno de crecimiento de regiones basado 

en la teoría de decisiones. El principal objetivo del sistema, es maximizar la probabilidad 

de (pie la imagen esté segmentada correctamente, Esta probabilidad está condicionada, 

sobre el conocimiento contextual previo disponible en la imagen, y sobre las medidas 

tomadas de una región particular que esté siendo procesada. i\ilás formalmente el objetivo 

es maximizar: 

P {interpretacit'm global 1 contexto, medidas} 

= 11 P {.1?(i) en firf(i) 1 valores de las medidas sobre f?(i)1 

X 111 P { 13(i, j) entre ./. NT(i) y INT(j) 1 medidas sobre .fl(i, j)} 

El primer término de esta ecuación es el producto de las probabilidades de que cada 

región /7,(i) tenga una interpretación INT(i), dados los valores de las medidas sobre 

I?(i). Se asume que la correcta interpretación de cada región requiere medidas sólo de 

esa región. Esta suposición de independencia de medidas permite que la probabilidad 

conjunta sobre todas las regiones sea escrita, como un producto de probabilidades para 

cada región. 

Las regiones, sin embargo, no son completamente independientes. Las froiiteras entre 

ellas deben tener una interpretación que sea consistente con las interpretaciones regionales. 

Por ejeinplo, dadas dos regiones adyacentes con interpretaciones "cielo" y "tierra". la 
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interpretación de la fr(iniera debe reflejar el conocimiento (le que el riel() normalmente 
osta stilin‘ la tierra, Estas interpreLici(nies I)ii•rogionales (le fointera estan (xpesadas 
(91 Vi s(gitial() blrinino (le la (,einicióii anterior. Se asunte lanilii('91 que las foniteras son 

de inlItioncias no 1(icales a 011;is, y 1)()I.  lu 1;int(), el segundo térlllillu lanibi(mt 

i)ilecle 5(9r escrito como un prt)(litel o. 

1_as I éciticas (stati(lar para encontrar 1111 maxiiii() real (le la ecuación :minio].  (lel)en 
inv()Incrar 11110 ex;iininación exhaustiva (1(,  todas las p(isil)ilida(les. Ro' lo tanto los altores 
(1(,sarr(illaron u11a aproximación heurística para elicont,rar un psemlontaximo vali(1() el 
cual (101)0 ser cercano al tmíxiiii() real. 1_a n;cnica utiliza itif(irlinici(íti s(mnantica para 
(1(itertiiinar cuáles reli,i(ities (101)e11 ser unidas, así dmio deicrinimir 01101010 (101)0 parar ('1 
algoritmo (lo crecimiento, La dinii)leji(1;i(1 de progrimiar este sistema refleja la dificulta(' 
de utilizar una huella itit,erlicciéi entro 1.(',,enicas sint,acticas y seimínticas. 

111,sta, es la manera general como se categorizan los métodos de segmentación, segura-
mente existen muchos olas que aquí no se mencionan, o bien 1111 enfoque diferente de 
organizarlos, pero el objetivo de este capítulo es dar una idea general (le lo que existe. 

Para la solución de un problema en particular 110 siempre se utiliza. una sola t(.'wnica 
sino (1110 suelen hacerse combinaciones de varias. El desarrollo (101 algoritmo propuesto en 
este trabajo no es la excepción; en el siguiente capítulo se hará la descripción detallada 
del algoritmo y podremos ubicarlo dentro de esta categorización. 
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Capitulo 2 

Descripción del Algoritmo de 
Segmentación 

Se propone un método para segmentar especílicamente las imágenes de cortes histológicos 
(le cerebro (le rata, en donde queremos encontrar la corteza, en las imágenes control, y el 
tejido lesionado en las imágenes experimentales. La l' (gura 2.1 muestra un ejemplo de 

este tipo de imágenes. 

(a) 
	

(h) 

Figura 2.1: (a) Corte control. (I)) Corte lesionado. 

Se desecharon los métmlos de umbral único porque producen errores en las fronteras 

de los diferentes objetos, inclusive los métodos multitunbral. 
La motivación principal (le este trabajo fué disefiar un método que adapte localmente 

los umbrales entre las clases tomando en cuenta las condiciones de vecindad entre pixeles. 
Los métodos desarrollados en este trabajo se basan principalmente en estadística 

robusta, que no puede ubicarse dentro de la categorización de métodos descritos anterior-
mente, debido a que es un área relativamente nueva; y también se basan en la utilización 
de una, técnica de crecimiento de regiones que se puede ubicar dentro de las técnicas de 
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búsqueda 11‘gional (le vecinos, esperílicamente conocida también como agirgaci(ín cuyos 

predicados lógicos de agregación tienen una característica peculiar que describiremos nias 
a(telante. 

Se decidió explorar los resultados de utilizar técnicas de estadística robusta prila-
paltuente por dos razones, 1) existe poca literatura al respecto en aplicaciones en seg-

mentación de imágenes de histología, por lo que se trató de explorar y disentir un nuevo 
método; y 2) es posible (ve algunos de los métodos descritos anteriormente funcionen; 
sin embargo en general, estos métodos hacen el cálculo (le un sólo umbral y detectan 
dos clases; oil algunos métodos, resulta. complicado implantar la generalización cuando 
se requieren más de dos clases. En nuestro caso necesitamos encontrar tres clases en las 
imágenes control y cuatro clases en las inuigenes experimentales. Con el método robusto 
que proponemos es posible encontrar un numero variable de clases. 

El algoritmo de segmentación propuesto consiste de dos pasos: (i) la estimación de 
los parámetros 14 y ai  de cada clase i, donde ji  es el estimador de localización, ai  es el 

estimador del ruido, con 	1,2,3, ... ; y (ii) el crecimiento de regiones por agregación, 
el cual se basa en los valores de 	y (ti  para definir las semillas del crecimiento. 

Específicamente el método consiste en; 

1. Encontrar las 	de cada clase i, a partir de la información global contenida en el 
histograma de la imagen, 1)01 medio (le 1111 análisis robusto de cúmulos (análisis 
espectral). 

9, Estimar las (ri  de cada clase i, a partir de la matriz de coocurrencia, utilizan(lo 
también análisis robusto de cúmulos (análisis espacial). 

:3. Aplicar un método de crecimiento de regiones que utiliza las tti  y al  encontradas (le 
manera iterativa, usando técnicas (le relajación, hasta que todos los pixeles de la 
imagen son clasificados. Lo interesante de este método de crecimiento de regiones 
por agregación, es que resuelve los conflictos (le pertenencia de clase y relaja las 
condiciones en sus predicados de agregación. 

A continuación se describirán las bases y los métodos implantados para cada, uno 
de los incisos anteriores; en particular limitamos la explicación de los procesos para un 
número fijo de tres clases. 

2.1 Estimación de las p, 

2.1.1 Estadística Robusta 

!l análisis de regresión es una herramienta estadística, importante y se aplica, rútinaria-
mente en muchas ciencias. Una de las técnicas de regresión más comúnmente utilizada 
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es el método (le los mínimos cuadrados (least s(ivares I.S) que consiste, para el caso de 
una dimensión en donde el modelo es con una sola. variable y; 	O ch  en usar como 
estimador de localización O a la media: 

que minimiza 	donde ri 	son los residuales, y como estimador del ruido 
a la desviación estándar 

>2— 	s.)2  
-- 

Este método (le regresión generalmente fracasa cuando la muestra contiene (latos abe-
rrantes ("outliers"), cosa que en muestras reales ocurre frecuentemente, llevándonos a 
soluciones tuTóneas. 

Para mostrar lo anterior, considérense las siguientes .10 lecturas de datos que corres-
ponden, per ejemplo, a 11 iveles (le gris de los pixeles (le una imagen: 

90, 93, 86, 92, 95, 83, 75, 40, 88, 80. 

En la Figura 2.2 se representan los (latos en una recta numérica, en donde Ól„y== 82.2 
con .1j1,s = 16.06, y la mediana es 87.0. Nótese la inthiencia del dato 40 sobre el valor de 
la inedia que ocasiona que se aleje ole la, mayoría de los datos, por lo que estas medidas 
de tendencia central no son confiables cuando tenemos este tipo de dates. 

En el caso de imágenes digitales, los pixeles en las fronteras de dos objetos tienden a 
contribuir como datos aberrantes. 

•n 	tp M kt) an o 0,1 C., brl 

	

t", 	w a> co 	as 

	

I 	I 	

i

I 	1 	1 	1 	1 	1 	1  

Media 1 
Mediana 

Figura 2.2: Representación en la recta numérica (:lel 

Para solucionar este problema, se han desarrollado nuevas técnicas estadísticas que no 
son filcilmente afectadas por datos aberrantes. Estas técnicas se conocen como métodos 
robustos [431, cuyos resultados se consideran suficientemente confiables a pesar de que 
una, cierta cantidad de datos en la muestra estén contaminados, 
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tJn estinta(lor robusto (le localización es la timila, que corresponde al valor unís proba-

ble de la función (le distribución (le densidad (le probabilidad. La moda puede ser estimada 
a partir del L'IVIS (least median ()I' s(tuares) 1-131. que está delini(lo (le la siguiente manera, 

OLAis Cine: 

Nlinimiza med 

El método consiste en encontrar el centro del intervalo mas corto que contenga el 50% 
(le los datos. Dicho intervalo corresponde a la región unís densa de la distribución. El 

centro (le dicho intervalo corresponde a la. moda, Órms. 
Para ilustrar el método numéricamente considerense las mismas 10 lecturas que en 

ejemplo anterior, pero esta vez ordenadas, mostradas en la Figura 2.3. t'Ami n = 10 y 

40 75 SO 83 86 88 90 92 93 95 

(48) 

(15) 

(12) 

(10) 

(9) 

Figura 2.3: Cálculo del Li`vIS. 

h 	[10/2] 4- 1 = 6; las líneas horizontales indican los intervalos que contienen la mitad 
de la muestra (el 50% de los datos, h), se calculan las diferencias que corresponden a 
los valores 48, 15, 12, 10 y 9 (tamaño del intervalo). La distancia más pequeña (le ellas 
corresponde al intervalo entre 86 y 95. Finalmente el punto medio de este intervalo 

corresponde a 90.5 que es el ÓHIls estimado. 

{2'(-1:3 	69 5'; r7; 

1  	L1 	I ly11  
Media 1 LMS 

Mediana 

Figura 2.4: Representación en la recta non)érica del LNIS. 
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Nótese en la Figura 2.1 que la presencia del dato 	no areola al resultado del 01, A1.5, 
a pesar de estar considerado ('1) la estimación. La curva dibujada es una disl ribución hi-
potética a la que podrían pertenecer los datos del ejemplo. El lector se puede referir a [13] 
para una explicación más amplia de métodos de estimación para espacios de dimensión 
mayor. 

2.1.2 Estimación de las pi. Implantación 

Para la estimación (le las ji de cada clase, nos basamos únicamente en la información 
disponible en el histograma de la imagen, encontrando los intervalos que las contienen. 
Se escogió utilizar el histograma ya quo se trata de una función mil),  lácil y nípida de 
mlcular. 

Sea h(p) el histograma de la imagen con ,•/ = 0, I„ 	L y 1.; el número de niveles 
de gris; sea 	1,,,h,u) la„ masa (le la, imagen, y 	I),.(/)sea i.(k) con 	1,1/2  un 
intervalo (le h para los valores de gris dentro del rangoikd , kal. Asumimos que las modas 
en /1, corresponden a los valores de gris inás frecuentes de las diferentes regiones. Estas 
se identifican iterativamente de la siguiente manera: 

• Paso 1, Se localiza, el intervalo h,; (1) más compacto en h que contenga (//1 datos 
[31]. La compacidad del intervalo Ite(k) se define como: 

liara — kcl 

El intervalo óptimo es aquel para el cual con dos valores consecutivos de q, 
0.50, 0.15, 0.10, ... , 0.15, el centro del intervalo es el J'Usan), o bien si q alcanza, el 
valor de 0.15. 

• Paso 2. Se eliminan los datos del histograma que están contenidos en el intervalo 
óptimo ll1c l ,  k„,1 encontrado en el Paso 1., h(ii:) , O para I,: = k,•1 	 k„2, y se 
asume el centro de este intervalo como el estimador áLms  del valor promedio bi  
para, la región i. 

• Paso 3. Se rocalcula II y se vuelve al Paso 1 hasta que se encuentran las tres modas. 
Esto se puede generalizar para unís modas. 

De haber estimado las modas utilizando algún método de umbral podríamos llegar 
más fácilmente a errores, ya que cuando tenemos clases que espectralmente están muy 
cercanas, los métodos de umbrales fracasan aunque el histograma contenga modas signi-
ficativas; por lo que aproximarnos encontrando intervalos compactos que contienen a la, 
mayoría de los datos, y luego eliminándolos del histograma hace que el cálculo sea más 
exacto a las modas de clase, aunque éstas estén muy cercanas. Claro que hasta cierto 
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límite este 'm'Iodo de estadística robusta puede tattibiétti fallar. cuando (los clases están 
totalmente mezcladas  en una sola curva gaussiana, es decir, citando las iiiodas In) son lo 
suficientemente significativas. 

2.2 Estimación (le las ai  

Debido O que la. información disponible en el histograma de la imagen es muy pobre 
por ser únicamente espectral y por ser además una mezcla de las funciones de densidad 
de prolmbilidad de las clases, es necesario realizar un análisis espacial que nos (le más 
inffirmación sobre la caracterización de cada región de manera que podamos obtener 
parámetros mas confiables, e.n adición a las pi  obtenidas. Lo que queremos hacer es 
aislar la función (le densidad (le probabilidad de cada clase sacándola de la. imagen, de 
manera que podamos calcular las (T (le las nuevas distribuciones independientes. Para 
ésto, utilizamos una variante de la matriz de concurrencia.. 

2.2.1 Matriz de Coocurrencia 

El cálculo de la matriz de cuocurrencia está basado en las dependencias espaciales sobre 
los tonos de gris. La concurrencia puede ser definida como la matriz de las frecuencias 
relativas 	con las que dos pixeles vecinos separados por una distancia d aparecen en 
una imagen, uno con nivel de gris i y el otro con nivel de gris j 111. Dichas matrices de 
dependencia espacial de niveles (le gris son simétricas y están en función de la relación 
angular entre pixeles vecinos así como en función de su distancia. Formalmente, pare 
ángulos a intervalos de 45", las frecuencias no normalizadas están definidas como sigue: 

P(i, j, (1,  00 ) 	((ti:, 1), (n1,1011 
m (1, 	d 

/(k, I) 	n) 	,j 

P(i,j, (1, 45°) = #1. Rk,1), (m, u))  1 
(k 	d, 1 n —(1) 

o 	 --d, 	-- n  = 

/(k,1) 	/"(m,, 7/) = j } 

P(i 	(1, 901 = 	Rk, 	(10., il))1 
— 	d, 1, — n , 0 

(k, 	 n) 	} 

(133 51 = #{ Rk, 1 ), (m,  u)] 
(k 	d, — n 

o = --(I, 1, 	n 	--d) 
/(itt, I) 	/(m.,1() 	j 
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donde 	denota (I número (le elementos en el conjunto. (.'onio ya se (lijo estas mai rices 

son simétricas; 	j; (1, (1) 	P(j,i; 
Para ilustrar lo anterior con un ejemplo, considere que la Figura 2.5(a) representa 

una imagen de 1 x 1 pixeles con (hallo niveles de gris que Vall de O al 3. I:a T'itul'a 2.r)(1)) 

inuesfta la forma general de la matriz de dependencia espacial de niveles de gris. Por 
ejemplo el elemento en la posición (2,1) de la matriz horizontal P a. distancia d 	I 

representa el total de veces que (los niveles de gris de valor 2 y 1 (a 	horizontalmente 

adyacentes uno del otro. Para determinar este mimen), se cuenta el !Minero de pares de 
pixeles en la. imagen cuyos pixeles 2 tengan 	vecino horizontal 1 y viceversa, En la. 
Figura 2.5(e) a (1') están calculadas las cuatro matrices de dependencia i,spacial de ni \pies 
de gris 

e) 

a distancia (l 

/ 
2 
1 

\0 

2 
1 
3 

V0 

I. 

2 
4 
O 
1 

1 
2 
1 
1) 

6) Nivel 
de Gris 

I 	O 
0 	O 
6 	I 
1 	2/ 

3 	0\ 
1 	0 
0 	2 
2 	0/ 

o 

2 

1. ) 

O 

#(0,0) 

#(1 , 0) 
#(2, 0) 

#(3, 11 ) 

(O 	90' 

45°  

Nivel 
t 

#(0, 1) 

/1(1 , 	1 ) 
://:(2,1)  

#(3, 1 ) 

Psn 

de Gris 
2 

#(0, 2) 

#(1 , 2) 
#(2, 2) 

#(3, 2 ) 

	

/ ti 	0 	2 

	

0 	1 	2 

	

2 	2 	9  

	

\0 	0 	2 

/ 	I 	0 
I 	2 	2 

	

O 	2 	rl  

	

\ O 	1) 	1 

0 \ 
0 
2 
0/ 

0v 
O 
1 

1) 

#(0, 

#( 1 ,3) 
#(2,  

#(3,  

3 

3) 

3) 

3) 

O 0 1 I.  
O O 
O 

(O 

1.35° 

0° 

2 

3 

PI, 

PLD  

2 
3 

Figura 2.5: Ejemplo de Matriz de CoocinTencia. 

La ventaja del cálculo de la coocurrencia (le niveles de gris es que caracteriza las 
interrelaciones espaciales de los niveles de gris en un patrón de textura y además es 
invariante ante transformaciones iiionotónicas de los niveles de gris. 	base a esta matriz 

pueden hacerse cálculos estadísticos que, según la aplicación, pueden dar información 
relevante sobre la, imagen como son por ejemplo: 

Entropía 
	

log Pii  
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Cointrasie 

C,(»T(,1;icioll 

entre otras (para, mas detalle referirse a 

2.2.2 Estimación de las (Ti. lliplantación, 

Las ori  (le los valores (le gris para cada región i no puede ser estimada, como lo hemos 
anteriormente, directamente del histogranm de la imagen debido a que éste representa una 
mezcla (le funciones de densidad de probabilidad (FDP). Por lo tanto el algoritmo calcula 
una aproximación 11. la FDP de cada región i, utilizando una variante de la matriz de 
coocurrencia, contando) la coocurrencia para cada pixel con valor gris promedio 0;  y 
sus 8 vecinos, es decir, (ni este caso hacemos la suma algebraica de las cuatro matrices 
presentadas anteriorniente en una sola matriz que representa las cuatro direcciones [61. La 
variante radica en que la matriz de coocurrencia está definida cuino una matriz cuadrada 
de tamaño L 	donde L es el número de niveles de gris. En este caso nuestra matriz 
(le coocurrencia es de tamaño 	1, donde es el número de clases y 11. es el número de 
niveles de gris. 

Entonces, tomando las modas estimadas en el análisis espectral 01 , 02, y 03  se hace el 
cálculo de la matriz de coocurrencia para los tollos de las modas: 

0 	1 955 

4,0) #(bi., 1) 	#(0.1 ,2)5) 

#(02, 0)  #(02, 1) . • . #(02, 255) 
#-(0 l, 0) #0;1,1) • • 	#(03, 255) 

De esta manera se tiel e una matriz de :3 x 256, o luen tres arreglos de 256 datos 
que contienen la información espacial y de textura de cada 0. , cada tino de estos arreglos 
corresponde a una sola FDP de los tonos vecinos a la moda en cuestión. El siguiente paso 
es obtener nuevamente el 0Livis  para q = 0.50 en cada una de estas FDP, así encontramos 
una nueva, moda fri  que es la estimada como la que caracteriza a la clase i. Falta ademas 
calcular la, desviación estándar 	que deberá, ser también robusta y se define como [131: 

1.4826 med 

donde 	— 	y 1.4826 es un factor de corrección para ajustar de 0.50 al 0.68 de 
los datos, que es el porcentaje correspondiente al cálculo (le la desviación estándar para 
una distribución gaussiana. 

33 

03  



Hay que hacer notar que los dos paramet ros encontrados en esta sección corresponden 
a la ()1;  y Ai  (le las distribuciones de las vecinos (le los O, de cada clase. no así la distribución 

de cada clase, hablando estrictamente. 
Cuando tenemos distribuciones de clase (Inc no se traslapan, este método permite 

encontrar con una gran exactitud los parámetros de las clases originales, como se de-
mostrara en el siguiente capítulo donde mostraremos los resultados obtenidos. Pero en la 
vida real la mayoría de las clases están espectralmente mezcladas por lo que consideramos 
que este método nos da una buena aproximación. por eso la insistencia de (Inc obtenemos 
las distribuciones dr. 108 VCCillo8 (1) 1418 0i . 

2.3 Crecimiento de Regiones 

Culpo su nombre lo indica y como lo mencionamos con anterioridad, el crecimiento de 
regiones es 1111 procedimiento que agrupa pixeles o subregiones en regiones mayores, La 
manera más simple de, este procedimiento es la ayregueión (le pixcles, que comienza con un 

conjunto de puntos llamados "semillas" y en base a éstas crecen las regiones agregando a 
cada semilla aquellos puntos vecinos que tengan propiedades similares como por ejemplo 
el nivel de gris, la textura o el color. Siguiendo esta lógica nos encontramos con dos 
problemas básicos: 1) encontrar los puntos iniciales semillas apropiados, y 2) encontrar 
la regla de propiedades o predicados lógicos para llevar a cabo la agregación; así como 
establecer el criterio de paro que generalmente es cuando ya no existen pixeles que satis-
fagan las propiedades pedidas. Existen una gran variedad (le criterios para el crecimiento 
de regiones en la literatura [16] [18]; nosotros proponemos en este trabajo un algoritmo 
novedoso de crecimiento de regiones que trabaja iterativamente de manera automática 
adaptando los umbrales según las condiciones locales (le la imagen, y utiliza técnicas 
de relajación en el criterio) de agregación. Describiremos en la, siguiente subsección el 
algoritmo. 

2.3.1 Implantación 

Partimos en este momento de los parámetros Oí y .!;•i. encontriwlos en las dos secciones 
anteriores que consideramos como "semillas". El algoritmo de crecimiento de regiones 
implantado Inc pensado para resolver los casos cuando un valor de gris puede pertenecer 
a dos distribuciones diferentes a la vez, como se muestra en la Figura 2.6. 

Los intervalos 11  y ./2 , cuyo tamaño depende de la desviación estándar de cada dis-
tribución, se incrementan iteratiyamente. Para cada, iteración, utt valor de gris j)  que cae 

dentro de un intervalo es clasificado corno perteneciente a dicha distribución, dependiendo 
del número de vecinos que yrt han sido previamente clasificados como perteneeientes a 
dicha región. Enseguida se describe el algoritmo en detalle. 
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Figura 2.6: Confusión en la pertenencia de clase. 

Inicialmente ningtlii pixel está clasificado, entonces; 

• Paso 1. 131 algoritmo inicia plantando semillas para cada, región 	Un pixel p es 

semilla de la región i si su valor de gris pertenece al intervalo 	, (ífi.  

para a = 1..0 y además por lo menos el 50% de SUS vecinos también pertenecen 

al mismo intervalo. El resultado de este procedimiento nos asegura, que serán 

clasificados como semillas de la región i sólo aquellos pixeles que caen dentro de 

la región i con una muy alta probabilidad, ya que están rodeados de pixeles que 

también pertenecen a la región i. 

Una vez que las semillas de todas las regiones han sido plantadas: 

• Paso 2. Las regiones crecen de la siguiente manera: un pixel con valor de gris p 

dentro del intervalo fi  es clasificado como perteneciente a la clase i si tiene por 

lo menos un vecino clasificado como de clase i. Un valor (le gris que pertenece 

a dos distribuciones distintas a la vez se clasifica en la clase que tenga, la mayor 

ocurrencia de vecinos ya clasificados; en caso de empate se clasifica en la clase cuya 

distancia de Malialanobis respecto) a la moda sea menor, es decir se clasifica como 

pertetmciente a la clase más cercana. Este procedimiento se repite hasta que ya no 

existen pixeles que clasificar o agregar a ninguna clase. 

• Paso 3. Las restricciones se relajan incrementando a 	a1- 0.5 y el Paso 2 se repite 

para a = 1.5, 2.0, 	hasta que todos los pixeles de la imagen están clasificados en 

alguna clase. 
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131 resultado de este ;i1goritnio es un creciiiiieluo (le regiones por luida il adaplaiivo 
que d(pencle (le la inforniaci(ín local. tanto espectral como espacial de la imagen. Esia 
idea se ilustra en la Figura 2.7. La p()sici(Sn del el umbral 	enire (los 	alas II I  y p 2  
depende del análisis local dentro de un intervalo /. berilo sobre u» pixel respecto a sus 
vociims clasificados; de manera que el umbral se adapta según sea el caso. 

P(r) 

Figura 2.7: Umbral a(lawativo. 
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32 64 90 128 110 132 224 250 

192 

(e) 

22 54 SG 128 150 192 2:4 210 

(a) 

(d) 

Capítulo 3 

Resultados 

El método de segmentación desarrollado fue validado con imágenes sintéticas en donde 
conocemos con exactitud la estalística de cada clase; también fue probado como men-
cionamos al principio con las imágenes de histología de cerebro (le rata y una imagen 
médica (le resonancia magnética nuclear. 

3.1 Validación 
La primera validación que hicimos fue probar que efectivamente con el análisis espectral 
y espacial propuesto obteníamos los pránietros que caracterizan a las clases. 

Parifníjtrosliiiiiietros1 
Reales 	j Estimados il 

= 
____ 	

  
(c) .------.7)-§-0( ----7) 127.75 

1 in-1  - ' 12E1'110 	Ñ = 20.01 

(1 ) 

I

Parámetros 
Reales 

Parámetros 
Estimados 

Clase 

Oscura 

75tse 
Clara 

11 	= 124.00 
IT8 = 20.00 

1127-1(52.0517;, 
02 = 14.1)0 

Ot 
r,11 	= 

.i1tt 	= 

17 00 	ji 
20.01 

101,72 
14.08_ 

Figura 3.1: (a) Imagen Original; (b) Histograma de (a); (c) Tabla de Estadística; (d) Imagen 
Original; (e) Histograma de (d); (f) Tabla (le Estadística. 
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En la Figura 3.1a y 1)1011(9110s la representación de tina imagen sintética con una sola 
dist rilmeión y su respectivo histograma en donde se señala la posici(nt do la moda. V.it 
la Figura 3.1c tenemos la tabla (10 estadística: en la primera columna se multen, ran los 

loirrílnetivs 1.0010s, es decir los parámetros con los que se generó la distribución gaussiana 

que se inuest t•a; eti la sNitti(la columna de 121 misma tabla se encuentran los parzínictros 

estimad/08. es decir los calculados por el método en donde podemos ver que 5)' 111111)Prilll 

los p;nánietros originales (5)11 gran exactitud. Igualmente se 1110051 ra en la Figura 3.1d, e 
f, pero en este caso son clos distribuciones guassianas que no se traslapan. de la misma 

111;1nor;) vemos (1.110 los parámetros se recuperan perfectamente, 

Se generaron otras dos imágenes sintéticas simulando objetos cuyas distribuciones 
espectrales están traslapadas de manera notable, 

  

1,11x 511 

 

(a) (h) (o) 

  

32 64 96 12) 1E0 192 224 719 

 

Parámetros Parámetros Estadística 
Reales Estimados Recuperada 

Círculo it t  = 70.00 01  = 73.22 :cl  = 70.15 
Oscuro <TI = 15.00 81  = 16.31) 81  = 15.19 

Círculo /1,2 = 110.00 02 = 113.65 57,) = 110.51 
Claro 0'2  = 15.00 ,42 = 25.94 82  = 15.91. 

03 = 163.85 
S3  29.65  

j73  = 159.69 
tia = 29.95 

(d) 

Fondo 	113  = 160,00 

	 03 = 30.00 

Figura 3.2: (a) Imagen Original; (b) Histograma de (a); (c) Imagen Clasificada; (d) Tabla de 
Estadísticas. 

La Figura. 3.2a representa una imagen sintética de 256 x 256 pixeles y 28  niveles de 

gris, que contiene tres diferentes regiones: el círculo oscuro, el círculo claro y el fondo. 
En la. Figura 3.2b está representado su histograma y en la tabla 3.2d la estadística, co-
rrespondiente. En la primera colunma de la tabla :3.2d se encuentran los parámetros reales 

con los que se generó dada clase, el histograma es una mezcla de estas tres distribuciones 
ganssianas. En la, segunda t:olunum de la misma tabla se encuentran los parámetros 
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estimadas por el método. h'in estos parámetros se basa el método pata hacer el crecimiento 

de regiones que se describió en el capítulo anterior. 

.,:\.quí hay que hacer notar que la desviación estándar de cada clase está sobrestimada 

respecto a las desviaciones originales, principalmente ('II la clase central (círculo claro, de 

15,1) a 25,91) a diferencia de los ejemplos mostrados en la Figura 3.1. en donde vemos una 

recuperación rlilly exacta. Esto es debido a que las curvas gaussianas de cada población 

('51b1 traslapadas, entonces ocurre que existen por ejemplo, pixeles con nivel de gris 1 11 

en la clase del círculo oscuro que corresponde a su vez a la moda (lel círculo claro, por 

lo que al hacer un copleo 1)01. coocurrencia de los vecinos del tono 1 11 entran (01 esta 

distribución puntos que 110 están contenidos en la clase círculo claro y esto hace que la (Y 

de esta población crezca. Es por esto que a estos (latos, cuando tenemos distribuciones 

traslapadas, los llamamos distribución de lleCill,08 de la pi , ya que de manera estricta 110 

representan a la distribución de la clase i. 

Sin embargo esta estadística es una buena aproximación a la estadística de la clase, el 

método de crecimiento de regiones se encarga de hacer un análisis espacial al nunnento 

de agregar pixeles, por lo que esta sobreestimación no afecta en la clasificación como 

puede verse en la Figura 3.2c que representa la imagen resultado de la segmentación en 

la que vemos que los contornos de los objetos están muy bien definidos. Por último en 

la tabla. 3.2d tercera columna se muestran las estadísticas recuperadas de los valores de 

gris originales de aquellos pixeles clasificados como pertenecientes a alguna región, con 

los datos de esta columna evaluamos también la eficiencia del método de crecimiento de 

regiones ya que recuperamos la estadística original. 

En la Figura 3.3a. tenemos el segundo ejemplo (le imagen sintética (le 256 x 256 pixeles 

con 28  niveles de gris, (lile. fue generada con la misma estadística que el qleniplo (le la 

Figura 3.2, como se muestra en la primera columna de la tabla 3.3d. 

En esta imagen se ven claramente dos clases el círculo y el fondo, sin embargo el 

histograma de la Figura 3,31) muestra que estadísticamente es el mismo que en el ejemplo 

(le la Figura 3.211 Esto se debe que la clase central (círculo claro) fue distribuida espa 

cialmente en forma aleatoria en el fondo teniendo el cuidado de no alterar la. 9L de cada 

clase, con lo que tenemos un círculo y dos fondos. En la primera columna de la tabla 3.3d 
se muestra además el promalio ponderado de la inedia y desviación estándar de los dos 

fondos definida como [19}: 

112112 + 113143 
/12' 

112 -f 11,3 
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(b) 

32 61 96 120 160 192 221 253 

(a) (e) 

Parámetros 
Iteales 

Parámetros 
Estiniados 

Estadística r-
Recuperada 

Círculo /t i  = 70.00 01  = 72.02 J71  = 70.21 
a l  = 15.00 .s i 	, 21.49 si — 15.10 

Fondo 1 1/ 2  = 110.00 
02 = 15.00 P2,  = 147.15 (),2i = 	1 ,15.20 -.17 2 , 	= 	i 17.15 

PAji1717.1 ;2 -  7/73  =7(11".00---  4191 = 27.03 ,i-i,ii 	= 39.28 ,q 2, = 34.66 
(73  = 30.0(1 

Figura 3.3: (a) imagen Original; (b) Histograma de (a); (e) Imagen Clasificada; (1) Tabla de 
Estadística. 

	

Partiendo de lit estadística, inicial, en principio obtenemos las mismas modas que 	 1 
(11 el ejemplo de la Figura 3.2 durante el análisis espectral ya que partimos del mismo 
histograma, pero al hacer el análisis espacial con la matriz 	coocurrencia se deduce que 	 1 
los dos fondos son una. misma clase. Estrictamente hablando los resultados en el análisis 
espacial dan para este ejemplo los siguientes datos: 

Fondo 1. (-)2  =-- 145.20 . = 30.28 

Fondo 2 (7)3  = 141.56 = 39.28 

El criterio para considerar estas dos clases como la misma población está basado en 
dos condiciones, la primera: 

1(11 --- 	i< 5.0, 

sólo si se (7111111)1(7 esta condición entonces la segunda, condición es llevar a cabo la prueba 
de Kolmod«wou-Smirnov (K-S) [36.1 que consiste en calcular y comparar las curvas de 
las funciones de distribución acumulada, de ambas distribuciones. Lo que la prueba K-S 
calcula es un parámetro 19 (ole corresponde al valor máximo de la diferencia absoluta 
entre las dos funciones de distribución acumulada. 

Para comparar dos diferentes funciones de distribución acumulada, SAr, (E) SN.,(3:), 
la expresión K-S es la siguiente: 

D 	max 	'1(10 	N„(:r) 
< cx-.) 
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Lo que hace útil a la, prueba IK-S es que se puede calcular sil distribución para el 
caso de la hipótesis nula (que los conjuntos de datos 111'11 el WeI'l I a la misma distribución). 

con una inuy buena aproximación, así nos (la la significancia para cualquier valor de 1) 
diferente de cero, La función que realiza el cálculo (le la signilictineia puede escribirse 
como la suma: 

 

CX1 

1);),-.1 

cuyos valores límites son: 

Qh  s  (0) 	I 	(,), h  s ((x. ) 	0. 

En términos de esta función, el nivel de significancia para un valor observado de 1) (como 
una refutación de la hipótesis nula sobre distribuciones iguales) está dado aproximada 
mente por la fórmula: 

Probabilidad(D > observada) = 	 + 0.1 2 + 0.11 / 

donde Ar,, es el número efectivo de puntos, 

111 
N. 

para el caso de dos distribuciones donde N1  es el número de puntos en la primera. 
distribución, y N2 es el número de puntos en la segunda distribución (en este caso 

= 	= 256 puntos). Mientras más pequeño sea el valor de í) la probabilidad 
de que los dos conjuntos de datos pertenezcan a la misma distribución es mayor; por lo 
que en la segunda condición establecimos que: 

1) < 0.1. . 

En el ejemplo anterior D=0.0585 y la Probabilidad=0.7505, por lo que las curvas Fondo 
1 y Fondo 2 pertenecen a la misma distribución. De esta manera de tres clases se reduce. 
a dos. 

11)e lo anterior se desprende la. importancia del análisis espacial que hicimos aplicando 
la variante (le matriz de coocurrencia. No es suficiente partir solainente de la información 
disponible en el histograma para obtener buenos resultados, sobre todo cuando tenemos 
histogramas cuyas clases están muy traslapadas, o bien cuando tenemos casos como el 
ejemplo anterior de imagen sintética en los que el histograma no nos da ninguna informa-
ción espacial sobre los dos fondos; sin el análisis espacial no es posible tomar la decisión 
de que los dos fondos son uno sólo. 

En la segunda columna de la tabla 3.3d se muestran los parámetros estimados por el 
método, el resultado de la segmentación está representado en Figura 3.3c. Finalmente en 
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I;1 tercera columna de la. tabla :3.3(1 se muestran las estadísticas recuperadas de los valores 
(le gris originales (le aquellos pixeles clasificados como pertenecientes a alguna región. 
Nuevamente vemos que las desviaciones estimadas están por arriba de las originales, sin 
embargo al aplicar el algoritmo de crecimiento de regiones éstas finalmente se recuperan. 

Para comparar nuestros resultados con un método clásico liemos elegido el método de 
OTSU I33J, que ya describimos anteriormente. La razón por la cual elegimos este método, 
y 	otro, fue basicamente porque requerimos hacer la comparación para tres y 

clases, por lo que se necesitó hacer la generalización, y consideramos que el método (le 
OTSU es el menos complicado (le generalizar. 

En la. Figura 3.4 se muestra la segmentación de estas dos últimas imágenes utilizando 
el método de OTSU generalizado para dos umbrales. Las Figuras 3.1a y d son las 
inuígenes originales, las 3.1b y e corresponden respectivamente a sus histogramas donde 
se seitala la posición de los umbrales calculados por OTSU, y en 3.1e y f se tiene el 
resultado de la segmentación; en este caso se etiquetaron las clases como negro el círculo 
oscuro, gris el círculo claro y blanco el fondo. 

 

(h) 

 

   

64 96 129 160 192 224 256 

100 	154 

 

(d) (e) 

 

(f) 

  

O 	32 64 96 129 169 192 221 21( 

 

Figura 3.4: (a) Imagen Original Ejemplo 1; (b) Histograma, de (a); (e) Imagen Clasificada de 
(a); (d) Imagen Original Ejemplo 2; (e) Histograma (le (d); (e) imagen Clasificada (le 01). 

Puede notarse en las Figuras 3.4e y f, que ninguna clase está bien definida, sólo el 
caso del círculo oscuro es el que tiene menos error. En este método no se hace ningún tipo 
de análisis espacial, es exclusivamente espectral, por lo que el resultado es muy pobre. 
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32 El 96 128 169 192 229 256 

0 	32 El S 128 169 192 22,' 256 

(a) 

120 

(e) 

(e) 

(h) 

(d) 

3.2 Aplicación 

Como mencionarnos en la. introducción de este. trabajo, uno (le los problemas a resolver 
fue poder segmentar cortes histológicos de cerebro de rata. I !ay básicamente dos tipos de 
imágenes de cerebro (le Fati, los cortes control y los cortes lesionados. Hti los primeros 
tenemos tres regiones: el fondo, la corteza y el candado., en los segundos teneinos cuatro 
regiones: el 1011(10, la corteza, la lesión y el candado. 1.1 objetivo es segmentar la. corteza 
en los cortes control, y la corteza con la respectiva lesión en los corles lesionados. 

En la. Figura 3.5a. se ilustra una imagen de 256 x 256 pixeles y 2' niveles de gris de 
un corte histológico control de cerebro de rata, en la Figura. 3.51) su histograma y en 
Figura 3.5c la imagen clasificada con nuestro método, donde aparecen tres regiones: la 
clase marcada con negro se llama el candado, la clase marcada con gris se llama corteza. 
cerebral y la clase blanca es el fondo. 

Figura 3.5: (a) Corte histológico control de cerebro de rata; (b) flistograina de (a); (c) imagen 
Clasificada de (a) por el método propuesto; (d) Histograma de (a) con umbrales por OTSU; (e) 
Imagen Clasificada por OTSU. 

Nótese que la corteza es una zona muy oscura en la imagen original, sin embargo con 
este método la frontera, aparece delineada con mucha exactitud. También hay que notar 
que en el histograma de esta u nagen a simple Vitita pueden encontrarse tres distribuciones, 
lo que quiere decir que el histograma contiene tres modas significativas que se encuentran 
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(I)) 

r- 

(e) 

O 	32 	64 	96 	129 160 192 224 256 

119 201 

(d) (e) 

-r-r--r--T—, 
O 	92 	64 	96 	1,2 110 192 224 256 

(a) 

sin problemas durante el analisis espectral, con esto y con el método (le crecimiento 

implantado se logra un buen resultado sobre tollo en 121 parle oscura (le la corteza.. 

En la Figura 3.5d se muestra el mismo histograma donde Se Señalan los umbrales 

calculados por °TSE, y en la Figura 3.5e el resultado (le la segmentación por 01,'Sli 

donde se pierde en gran parte del área (le interés. 

En la Figura 3.(3a se ilustra una. imagen (le 256 X 25(i pixeles y 28  niveles (le gris de 

un corte histológico de cerebro de rata con lesión en la, corteza cerebral, en la Figura ;Mil) 

su histograma, y en Figura 3.(ic la imagen clasificada con nuestro método donde aparecen 

cuatro regiones: la negra es el candado, la, gris oscura es la corteza cerebral, la gris clara 

es la lesión y la, blanca el fondo. En esta, última imagen se observa que la segmentación 

no es del todo correcta, esto se debe a sirias razones: I) que la imagen original esta. 

tomada con mala luz y con el lente sucio por lo que tiene mucha basura, 2) no tiene 

suficiente contraste por lo que la lesión tiene tonos de gris muy parecidos a una parte de 

la región del fondo, ya que el fondo no es homogéneo, esto tiene como resultado que en 

la segmentación se detecta. parte del fondo como parte de la lesión, 

Figura 3.6: (a) Corte histológico (le cerebro de rata con lesión en la corteza cerebral; (b) 
Histograma de (a); (e) Imagen Clasificada. de (a) por el método propuesto; (d) Histograma de 
(a) con umbrales por OTSU; (e) Imagen Clasificada por OTSU. 

En la Figura Vid se muestra el mismo histograma con los umbrales calculados por 

OTSU, en este caso tres umbrales porque son cuatro regiones, y en la Figura 3.6e el 

resulindo de la segmentación por OTSU, donde vemos que la clase fondo y la, clase lesión 
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están detectadas como una misma región, y en la que debería ser la clase corieza ('star 

mezcladas las tres clases restantes, 

Finalmente probamos, ('ona) otro ejemplo de aplicación, una imagen de 256 X 256 

pixeles y 2 niveles de gris, esta, vez se trata de una imagen (le resonancia magnética 

nuclear de cerebro humano que se muestra en al Figura 3.7a. En la .Figura 3.71) está 

el resultad() (le la segmentación para tres clases, y en la, Figura, :3.7c tenemos la ima-

gen clasificada resultado de segmentar nuevamente una máscara (le la clase blanca (le la 

Figura 3.71). Debe notarse que el algoritmo es capaz (le recobrar el detalle del tejido 

blando del cerebro. 

Con este último ejemplo lo que queremos mostrar es que si mantenemos lijo el número 

(le clases a buscar, en este caso tres clases, el método puede aplicarse iterativaniente sobre 

una clase hasta conseguir el detalle deseado. 

  

(a) 

 

(e) 

   

Figura 3.7: (a) Resonancia Magin 	Nuclear de cerebro humano; (1)) Imagen Clasificada de 

(a) con tres clases; (c) Iniagen Clasificada, de una máscara de la clase blanca de (b) con tres 
clases. 
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Capítulo 4 

Conclusiones 

fiemos desarrollado un algoritmo que estima, basado en información global y local, 
los parámetros de las regiones presentes en una imagen, y adapta automáticanwnte los 
umbrales de las distribuciones utilizando información local. 

El algoritmo no detecta de manera automática el número significativo (le clases con-
tenidas en la imagen, OS necesario dar de antemano el número de clases a segmentar, por 
lo que para esto se requiere de 1111 conocinfiento (1, priori sobre la imagen en cuestión. 

Este algoritmo trabaja con mucha exactitud cuando tenemos histogramas que con-
tienen modas significativas. Como pudimos ver en los ejemplos de validación y de aplica-
ción. Estamos de acuerdo que si esto no ocurre, debe utilizarse otro método de detección 
de modas local. 

Cabe mencionar también que el hecho de que el método sea iterativo, como se muestra 
en el ejemplo de la Figura 3.7, sugiere que es posible generalizado de manera que podanws 
encontrar desde el principio del análisis espectral, y refinándolo con el análisis espacial, 
un número variable de clases. La manera de hacerlo totalmente automático sería: 

• Paso 1, Partir en principio de un culi-nem lijo de clases, por ejemplo dos. 

• Paso 2. Probar, utilizando la prueba de Kohnogorov-Smirnov, si las clases encon-
tradas son diferentes. 

• Paso 3. Para cada clase diferente, volver al Paso 1. Parar cuando ya no existan 
clases diferentes. 

No pudimos encontrar la segmentación correcta para las imágenes lesionadas de los 
cortes cerebrales de rata debido a las malas condiciones de iluminación de las mismas. Sin 
embargo, pudimos demostrar en base a los resultados obtenidos, que el método espacial 
y el método de crecimiento de regiones son herramientas poderosas cuando contamos con 
las modas correctas. 
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Capítulo 4 

Conclusiones 

Hemos desarrollado un algoritmo (fue estima, basado en información global y local, 
los parámetros (le las regiones presentes en una imagen, y adapta antomáticamente los 
umbrales (le las distribuciones utilizando información local. 

El algoritmo no detecta de manera automática el número significativo de clases con-
tenidas en la imagen, es necesario dar (le lintel-nano el número de clases a segmentar, por 
lo que para, esto se requiere de un conocimiento a priori sobre la imagen en cuestión. 

Este algoritmo trabaja con mucha, exactitud cuando tenemos histogramas que con-
tienen modas significativas. Como pudimos ver en los ejemplos de validación y de aplica-
ción. Estamos (le acuerdo que si este no ocurre, debe utilizarse Otro método de detección 
de modas local. 

Cabe mencionar también que el hecho de que el método sea iterativo, como se muestra 
en el ejemplo (le la Figura 3.7, sugiere que es posible generalizado de manera que podamos 
encontrar desde el principio del análisis espectral, y refinándolo con el análisis espacial, 
un número variable de clases. La manera de hacerlo totalmente automático sería: 

• Paso 1. Partir en principio de un número fijo (le clases, por ejemplo dos. 

• Paso 2. Probar, utilizando la prueba de Kohnogorov-Smirnov, si las clases (mcon-
tracias son diferentes. 

• Paso 3. Para cada clase diferente, volver al Paso 1. Parar cuando ya no existan 
clases diferentes. 

No pudimos encontrar la, segmentación correcta para las imágenes lesionadas de los 
cortes cerebrales de rata debido a las malas condiciones de iluininación de las mismas. Sin 
embargo, pudimos demostrar en base a los resultados obtenidos, que el método espacial 
y el método de crecimiento de regiones son herramientas poderosas cuando contamos con 
las modas correctas. 
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Capítulo 4 

Conclusiones 

llenaos desarrollado un algoritmo que estima, basado en información global y local, 
los parámetros de las regiones presentes en una imagen, y adapta antomáticamente los 
umbrales (le las distribuciows utilizando información local. 

El algoritmo no detecta de manera automática el número significativo de clases ctin-
tenidas en la imagen, es necesario dar de antemano el número de clases a segmentar, por 
lo que para esto se requiere de un conochniento a priori sobre la imagen en cuestión. 

Este algoritmo trabaja con mucha exactitud cuando tenemos histogramas que con-
tienen modas significativas. Como pudintos ver en los ejemplos de validación y de aplica-
ción. Estamos de acuerdo que si esto no ocurre, (lebe utilizarse otro método de detección 
de modas local. 

Cabe mencionar también que el hecho de qtn.- el método Sea. iterativo, como se muestra 
cut el ejemplo de la Figura 3.7, sugiere que es posible generalizarlo de manera que podamos 
encontrar desde el principio del análisis espectral, y refinándolo con el análisis espacial, 
un número variable de clases. La manera de hacerlo totalmente automático sería; 

• Paso 1. Partir en principio de un número fijo de clases, por ejemplo (los. 

• Paso 2. Probar, utilizando la prueba de Kohnogorov-Smirnov, si las clases encon-
tradas son diffirentes. 

• Paso 3. Para cada clase diferente, volver al Paso 1. Parar citando ya 1(0 existan 
clases diferentes. 

No pudimos encontrar la segmentación correcta para las imágenes lesionadas de los 
cortes cerebrales (le rata debido 1 las nialths condiciones de iluminación de las mismas. Sin 
embargo, pudimos demostrar en base a los resultados obtenidos, que el método espacial 
y el método de crecimiento de regiones son herramientas poderosas cuando contamos con 
las modas correctas. 
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liemos enviado el artículo de este trabajo para ser evaluado en la ..onferencia Inter-

nacional de Procesamiento de imágenes ICIP'96) que organiza la. IEEE, y que se llevará 

a cabo en septienffire de 1996. Anexamos como apéndice a este trabajo una copia de 

dicho artículo. 

4.1 'Tendencias al futuro 

Las tendencias al futuro serán, por lo tanto, refinar el método de detección de modas 

cuando éstas no son significativas. tina "flanera, !luís eficiente tal vez sería no basarnos en 

la, información espectral del histograma sino hacer desde el principio un análisis espacial 

local para su detección, de manera que podamos además encontrar automáticamente el 
numero de clases en cada imagen [151; es decir, que el método detecte números variables 

(le clases según la, imagen en cuestión, sin necesidad de tener información (1 priori de la 

imagen. 

tina vez resuelto este piohlenia, el siguiente paso será. dedicarnos al área de análisis 

y realizar la medición de las densidades ópticas del los cortes control y los cortes ex• peri-

mentales lesionados de rata. La medición de la. densidad óptica en los cortes de rata se 

hace sobre la tildón del tejido, el problema del investigador es poder hacer mediciones 

cuantitativas sobre esta tinción. La tinción histológica de estos cortes en particular, revela 

la actividad euiziiinítiea de Acetil- colinesterasa ( A.ChE). Esta actividad constituye un 

marcador indirecto (le la liberación de aatilcolina en las diversas áreas cerebrales. Este 

neurotransmisor se encuentra estrechamente vinculado con las funciones de aprendizaje y 

memoria, mediadas por la, corteza cerebral. La tinción es, pues, función de una. actividad 

fisiológicamente involucrada en los mecanismos asociativos del cerebro. Las nmipula-

ciones experimentales que dan lugar a corresponclientes alteraciones colinérgicas permiten 

extraer información valiosa sobre la, participación (le esta circuitería eti las funciones del 

cerebro. La cuantificación de las alteraciones colinérgicas experitnentales, medidas me-

diante el nivel histológico de tinción de A.ChE como la densidad óptica, el ;área de la 

lesión y la ubicación, constituirían para el investigador tina herramienbt de gran utilidad. 
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Abstract 

The accuracy of any image segment at ion met l'oil depends on the corred est imat ion ()I* the parameters 
of the diffea•ent regions present, in the image, as \ved as on the correr', labelling uf the pixels. 1Ts- 
ing rohust estiumtors and relaxadon labelling techniques, au unsupervised seg'u'ra 	algorithin 
was developed. The num gray value ()I' cada regio' is estimated from the hislogran) using robust, 
clustering aitalysis. 	gr;ly level distril)taion of each individual regio' is approximated through 
the mean gray value cooccurrence (lata. The standard deviation uf the gray levels of each region 
is estimated from dais distribution using the Least Median of Sanares (1,1\ ledS) tubos', estimator. 
The labelling of the pixels is done through :in iterative relaxat ion regio!' gro 't'Un; process, laking loto 
account boli' speetral and spatiai information. The medio(' is lested in variotts images and validated 
with synthetic data, \diere it. is shows that the known trae parameters are recovered arcurately. 

1 Introduction. Assurning we have a set of sample data, in our case, pixels, which are the asola of sampling and 
quantizing an image, drawu from a linite mixture of normal distributions, we wish to 'hal descriptivo measures 
that can predica, each ()I' the parameters la  ando- of the j t'Uterina regions represented by such mixture. .1n classical 
statistics, the use of the Salliple 	7i as a measure of central tendency for the jth normal, and the sample 
standard deviation si as a uwasure of dispersion is very popular, dile Co their East and explicit computation. 
Nevertheless, when the sample data contains even a solad amount of oudiers, these invasores become very 
sensitive and may not estimate correeiiy the corresponding population parameters. This is precisely,  the case 
in image analysis, where conventional estimation techniques are unavoidably error prono. 'Plus, we propuse the 
use of robost techniques combino(' with spatial auaiysis 	as an appropriate solution Lo overcome n'ese problems. 

2 Mean Gray Valué Estimation. The otea' gray valué of the regions is estimated froto the histogram using 
a variant of the mininuon volume ellipsoid (MVE) robust estimator [3]. Lea 	i 	o represent the 
histogram of an image with n gray levels, lea H = 	h(i) represen'', the mass of the image, let, h„(1.:), 

, 	represent a cluster of h, from gray value 	gray value 	Mudes in h., assumed to correspond to 
the most frequent values of the different regions, are iteratively identilied by locating the most compita. cluster he  
[2] in h. which contains gil data. The compacity of a cluster he  is define(' as E he(k)/(k„, 	 , ke2. 
A cluster candidate to be removed is une which for two consecutive values of q, q = 0.5,0.45, 	, 0.15, the center 
of the interval containing the cluster is 11w sauce, or if q reached value 0.15. The cluster found is extracted, 
Lite center of the interval [A:„1 ,1(.„2 ] is assomed tu be the estimator 	of the alean gray value of region j, Il is 
recomputed. The algorithm is repeated until the number of detecte(' clusters exceeds an o)per bound, 

3 Standard Deviation Estlination. The standard deviation of the gray values of each regios', j canso', be 
estintated from the histogram, due to the faca that. the histogram represents a mixture of PDF's. Therefore, tlw 
algorithm recovers an approximation of die PDF of each regio' j by counting the cooccurrency of the pixels with 
gray level Pi and their 8 neighbors [1]. TIte histogram thus obtaitwd contains une distribution. Its standard 
deviation (Ti is estimated robustly [3] as: 

hi 1.482611/1(W 	 = 

4 Region Growing Algorithin 	labelling algorithm was designe(' to sobre the case wheu une gray level 
may belong tu two different distribudons, as shows in Fig. 1. Intervals h and 1, (seo figure), which depend on 
tia standard deviation of etwIt distribution, are iteratively increased in size. Por each iterado'', a gray value p 
lying in such an interval is 'abolle(' as helonging to the regios represente(' by such distribution, depending on the 
number of neighbors that have already bem labelled as mentbers of that region. Below we describe the algoríthto 
in dedil'. 
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Step I. Tlie alwrithin starts by planting seeds lOr (Ter),  region j. A pixel is a sced (t1' regio!' ,/ 	gray 

value is in the interval Ii , (fii  — 	ne'r i),(1 = [.1) and if 1111V t han 50W) of its neighbors lie in the sume 

interval. 	residí, ()f this procodure is that (M'y those pixels in the inner aneas oí each region, vil  wilh very high 

probability of lwlonging to the region, are labelled as seeds. 

Once the seeds ()I' all regions are plantel: 

Step 2. Itegi(ms are grown in tlw folltiwing inanner: a pixel with gray value in interval 1 i is 1;11)(41(41 as 

helonging to class j if it has at Ieast, une neighbor already labelled as class,j. A gray value ;sitie]; Juay belong to 

two dillerent, distributions is assigned tu che une to which most of its neighbors belong, or in caso of a tie, the 

pixel is assigned to the cMsest, class (Xlalialanoltis 	 'Che grotving procedure is repeated tintil no more 

pixels are aggregated. 

 

The constraints are relaxed by incrementing a lty 0.5 and step 2 is repeated 
l'or a , 1.5,2,0, 	unta all pixels have buen labelled, The result is an adaptive 

thresholding, which depends both on spectral and spatial local information, 

5 Experimental 11.esults. Our nwthod was validated with synthetic itnages and 

teste(' un images which are dillicult to segment with classical nwthods. In these 

examples, the number of cluster to be knut(' was 3. Fig. 2a represents a synthetie 

image containing three dilferent regions produce(' with parameters shows in coltunn 

1 uf Table 2(1. 	2h is the histogram from where the mean values viere estimated. 

Fig. 2c is the resulting labelled image. ',Pablo 211 is the result of validation. Colman 

2 shows the accuracy of the estirnated paranteters of every region. Column 3 shows 

Figure 1.: Labelling confu- the statistics of the original gray values ()I' thnse pixels labelled as belonging to each 

sion. 	 region. 

Fig. 3a represents another synthetic image containing two regions. 	3b is 

its histogram. it can be seca it is the sane histogram as Fig. 2h. The difference between Ibis example and the 

previous une is the background contains two dilferent populations spatially tnixed, its weighed average tnean /by 
and pooled standard deviation (72, are shows in Table 3d. The inicial analysis fruto the histogrant rtroduces 3 

regions. During the spatial analysis they are reduce(' to 2 regions as it, can he seen in the Table 3d and Fig. 3c, 

which is the resulting labelled image. 

Finally Fig. 4a represents a rat brain image used in histology research. Due to the inadequate illmnination 

conditions during acquisition, this image cannot be segmented with classical notthods, Fig 4b is its histogrant. 

Fig. 4c the resulting labelled image. Such an accurate segmentación could not be obtained using conventional 

techniques. Fig. 4d is an axial magnetic resonance image of a human brain. Fig. de is the resulting labelled 

image alter having segmented the image hito 3 different, regions. Fig. 4f is the resulting labelled image alter 

segmenting again the whito region in Fig. 4e. It should be noticed the algorithnt is able tu remover ;t11 the detall 
of the soft, tissue in the brain. 

6 Conclusion. We developed a powerful algorithm that, estimates from global information the parameters of 

the regions present in an image, and adapts automatically the thresholdS of the distributhms based on puro local 

information. nis algorithm perfornis very accurately when the histograma contaias significant mudes. We are 

aovare that whenever Uds is not trae, a local tunde detection algorithm should he used. VITork is heing done to 
achieve this goal. 
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(a) 

3ea1 	Estlinated 	Recova:Tal 
Parameters Paramehms Statisties 

Dark 	 70.00 	ji, 	73.22 	f:171  = 70.15 11 
Ci,ch a l 	15.00 	ai = 16.30 	s 1  = 15.19 

(d) [ 1,ipja 	 10.0o 	13.65 	7113 ::-: 1111.51 I 

	

112 = 15.00 	=25.91 	53  ,,, 15.91 
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Figure 2: (11) Original Imag; (I)) 11istograin el' (a); (r) 	 image; (d) SI alisl ics. 
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Figure 3: (a) Original Image; (b) IlisIDgrant of (a); (e) Classilied Image; (d) Statisties. 
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Fig1111-1 ,1*. (a) Exateple 1; (b) Ilistogram ()I' (a); (e) Classiliod 11112190 of (a); (d) Example 2; (e) Classitied Image of (d); 
(f) Classified Image of a mask oí (e). 
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