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RESUMEN 

Las redes neuronales son técnicas computacionales inspiradas en estructuras 

biológicas, que intentan simular los procesos de aprendizaje utilizados por el 

cerebro humano. Han alcanzado amplio éxito en aplicaciones que requieren 

clasificación o reconocimiento de patrones, optimización combinatoria, control de 

sistemas y predicción. En esta tesis se investiga la utilidad de las redes 

neuronales para modelar el proceso hidrológico de lluvia-escurrimiento en cuencas 

grandes, con fines de predicción. Como caso de estudio se eligió la cuenca de la 

presa Huites (Presa Luis Donaldo Colosio) en el estado de Sinaloa, con el fin de 

predecir a corto plazo el escurrimiento de entrada a la presa producido por lluvias 

de invierno. 

Inicialmente se ubica el problema a resolver en el contexto del estado actual de 

la predicción de avenidas en México. Después se expone de manera general la 

tecnología de redes neuronales. Así corno la teoría, operación, construcción y 

entrenamiento de un tipo particular de red neuronal, la red de retropropagación. 

Seguidamente, como ejemplos de prueba, se utiliza dicha red neuronal para 

emular el mapeo de dos modelos matemáticos hidrológicos; el de Hidrogramas 

Unitarios y el de Muskingum. Los resultados muestran la habilidad de la red para 

aproximar ambos modelos y su potencial para ser usada corno modelo de 

procesos hidrológicos. 

Posteriormente, se hace un análisis del proceso de lluvia-escurrimiento de invierno 

en la cuenca de la presa Huites, cuya área es de 26,020 km2 . Y se aplica el tipo 

de red neuronal mencionado para modelar el proceso. Para entrenar la red, en 

varias pruebas, se utilizan datos de lluvia diaria y gastos medios diarios de 50 

avenidas de invierno, ordinarias y extraordinarias, ocurridas de 1961 a 1987. 

Predicciones a posteriori, muestran que la red neuronal utilizada es una 

herramienta robusta y adecuada para modelar el proceso, principalmente en el 

caso de eventos extremos. Con la red entrenada, dado el tamaño de la cuenca, 
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es posible predecir un hidrograma de respuesta de la cuenca (10 valores de gasto 

medio diario) desde el día de inicio de la avenida, conociéndose el gasto medio 

máximo con 24 horas de anticipación. 



INTRODUCCIÓN 

La predicción a priori, a distintos plazos, de fenómenos hidrológicos como lluvias 

o avenidas es indispensable para fines de prevención o planificación en muchas 

de las actividades del ser humano. Tanto en el caso de que el agua sea escasa, 

como en el de que sea excesiva. El más importante es la protección civil. Otros 

fines son la planificación y diseño de obras hidráulicas, así como el 

aprovechamiento óptimo del recurso. 

La predicción de volúmenes de escurrimientos de entrada a presas es un ejemplo 

de este último fin. Contando con estimaciones confiables, a corto plazo, es 

posible aplicar políticas óptimas de operación de la presa, para el mejor control 

y aprovechamiento de las avenidas, con diversos fines. Como, por ejemplo, 

generación de energía eléctrica, prevención de inundaciones, riego, etc... Este 

tipo de predicción podría ser de gran utilidad en algunas presas del país, como la 

presa Huites, ubicada en el norte del estado de Sinaloa, región donde la 

disponibilidad de agua es escasa a lo largo de casi todo el año. Sin embargo, en 

el sitio de la presa se presentan avenidas medianas y extremas con cierta 

frecuencia, las cuales suelen representar graves riesgos por inundaciones, por lo 

que deben de ser controladas y aprovechadas. Por lo anterior se escogió la 

cuenca de la presa Huites corno caso de estudio en este trabajo. 

La predicción de avenidas requiere de una infraestructura tecnológica costosa y 

de recursos humanos altamente calificados, que usualmente sólo los países 

desarrollados podían costear. En México, la predicción de avenidas se ha visto 

limitada principalmente por la carencia de instrumentación suficiente para la 

medición de lluvia en tiempo real, o para el pronóstico a corto plazo. 

Recientemente se han instalado en el país, redes básicas de radares 

meteorológicos y de estaciones climatológicas automáticas; así como equipos 

receptores de imágenes meteorológicas de satélite. Esta nueva plataforma 

tecnológica permitirá contar con mediciones y pronósticos de lluvia a corto plazo, 
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para el empleo de modelos hidrológicos e hidráulicos de simulación con fines de 

predicción de avenidas. 

En el país se cuenta con experiencia en el desarrollo y aplicación de modelos, 

principalmente hidráulicos, para la simulación del tránsito de avenidas. Así como 

en el desarrollo de modelos de lluvia-escurrimiento, pero su aplicación con fines 

de predicción es prácticamente nula. En este trabajo se investiga un nuevo 

enfoque de modelado del proceso de lluvia-escurrimiento, con fines de predicción, 

utilizando la tecnología computacional de reconocimiento de patrones con redes 

neuronales. 

La finalidad de esta tesis es investigar la utilidad de las redes neuronales 

computacionales para modelar el proceso hidrológico de lluvia-escurrimiento en 

cuencas grandes, con fines de predicción de avenidas. Como caso de estudio se 

eligió la cuenca de la presa Huites (Presa Luis Donaldo Colosio) en el estado de 

Sinaloa, con el fin de predecir el volumen de escurrimientos en la entrada de la 

presa, conociendo la cantidad de lluvia previa ocurrida en la cuenca y alrededores. 

Las redes neuronales fueron primeramente exploradas en los años 40. Sin 

embargo, no es hasta mediados de los años 80, cuando nuevos enfoques 

impulsan un importante resurgimiento de la redes neuronales. A partir de 1986 

aplicaciones de redes neuronales han sido reportadas en la literatura científica de 

muchas disciplinas. En los años 90 comenzaron a publicarse aplicaciones en 

ciencias de la tierra. En hidrología y geohidrología, desde 1991, han sido 

publicados relativamente pocos trabajos. El presente es un trabajo pionero en el 

modelado del fenómeno de lluvia-escurrimiento utilizando redes neuronales. Hasta 

1995, no se encontró ningún trabajo similar. 

El contenido de esta tesis se organiza de la siguiente manera. En el capítulo 1 se 

define el tipo de predicción hidrológica que se pretende realizar en este trabajo, 

y se menciona brevemente el estado actual de la predicción de avenidas en 



México. En el capítulo 2 se expone la teoría general sobre redes neuronales y en 

particular sobre la red neuronal de retropropagación. En el capítulo 3 se emula 

con dicha red neuronal el funcionamiento de dos modelos de predicción 

hidrológica. En el capítulo 4 se describen las características hidroclirnatológicas 

de la cuenca de la presa Huites. En el capítulo 5 se analiza el proceso de lluvia-

escurrimiento de invierno en la cuenca de la presa. Finalmente, en el capítulo 6 

se construyen varias alternativas de modelado con el mismo tipo de red neuronal. 

Se presentan los resultados de varias pruebas realizadas y se hace una discusión 

de los resultados obtenidos. 



1. PREDICCIÓN HIDROLÓGICA 

Dado el carácter de elemento vital del agua para el ser humano, y para todas sus 

actividades, la respuesta a preguntas como: ¿Cuando habrá sequía y que tan 

larga será? ¿Que tan grave será una inundación?, revisten de una gran 

importancia social y económica. Por lo cual algunos hidrólogos (v.g. Eagleson, 

1994) sostienen que el objetivo primordial de la hidrología es la predicción. 

En general la predicción hidrológica pretende evaluar cuantitativamente, a priori 

y en determinados sitios, la evolución de algún fenómeno relacionado con el 

agua, en cualquier etapa del ciclo hidrológico; como lluvias o escurrimientos, con 

fines de prevención y planeación. El término engloba distintos tipos o 

modalidades, distintos fines y diferentes plazos. 

1.1 Tipos de predicción hidrológica 

La estimación probabilística a largo plazo (decenas de años) de lluvias y avenidas 

de diseño para la construcción de obras hidráulicas, es una de las modalidades. 

De hecho la estimación de avenidas de diseño es uno de los problemas a que 

hidráulicos e hidrólogos se han dedicado desde el siglo pr:sado. Otras 

modalidades son la predicción estadística a mediano plazo (uno o varios meses), 

más conocida como pronóstico y la predicción a corto plazo (uno o varias días), 

generalmente hecha mediante modelos matemáticos. 

Es frecuente que el término predicción hidrológica sea utilizado limitándolo a la 

estimación a priori del volumen de escurrimientos que se presentarán en 

determinado sitio, ya sea a mediano o corto plazos. Este es el tipo de predicción 

hidrológica que se investiga en esta tesis para la presa Huites. Específicamente, 

una modalidad de la predicción de avenidas: La determinación a priori, a corto 

plazo, del gasto medio diario de una avenida, en la entrada de la presa, debida a 

la ocurrencia de lluvias medianas o extraordinarias en el área de la cuenca de la 
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presa. 

1.2 Predicción de avenidas en México 

1.2.1 Sistemas para la predicción de avenidas 

La predicción de avenidas requiere de la interacción de varios sistemas: 

a) Sistemas o redes de medición. 

b) Sistemas de telecomunicaciones. 

c) Sistemas de recepción y procesamiento de la información. 

d) Modelos computacionales de simulación hidrológica. 

Esto es, la predicción de avenidas y la hidrológica, en general, requiere de una 

infraestructura tecnológica y de recursos humanos altamente calificados que, 

usualmente sólo los países desarrollados podían costear. Por esta razón, la 

predicción hidrológica en México es asunto del futuro. La predicción de avenidas 

se ha visto limitada en el país, hasta los últimos años, principalmente por la 

carencia de instrumentación suficiente para la estimación de lluvia en tiempo real. 

Aunque con anterioridad se habían hecho intentos de instalar sistemas locales de 

medición y de predicción (v.g. Acosta, 1988; Salas y Espinosa, 1994), no es 

hasta los años recientes, con la modernización del Servicio Meteorológico 

Nacional (Gonzales y Garduño, 1994), que el país cuenta con nuevos sistemas 

de cobertura nacional. 

En los años recientes el Servicio Meteorológico nacional instaló cerca de 700 

estaciones climatológicas automáticas (v.g. Collado y Toledo, 1994). Asimismo, 

cuenta con una nueva red de radares meteorológicos (Rosengaus, 1992; 

Mendoza y Rosengaus, 1994) y con equipos de recepción de imágenes 

meteorológicas, cuya utilización para la estimación de lluvia se encuentra en 

etapa de validación (v.g. Sánchez y Sosa, 1993; García y Rosengaus, 1 994). Con 
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esta nueva plataforma tecnológica se inicia un nuevo desarrollo de la predicción 

hidrológica en el país. 

Por otra parte, en México se cuenta con experiencia en el desarrollo de modelos 

de simulación de tránsito de avenidas. Estos son, tanto hidráulicos, basado en las 

ecuaciones de Saint Venant (v.g. Cruickshank, 1974; Aguilera, 1979; Espinosa, 

1982; Aldama y Martínez, 1988; Aparicio et.al., 1988; Escalante y Aparicio, 

1990; Jiménez y Domínguez, 1994), como hidrológicos (v.g. Escalante y Raynal, 

1988; Gutiérrez y Raynal, 1987; Collado y Wagner, 1990; Campos, 1990). Se 

han desarrollado también algunos modelos de lluvia-escurrimiento, principalmente 

por técnicas de hidrogramas unitarios (v.g. Consultores S.A., 1978; Aparicio, 

1982; Campos, 1987; Gutiérrez y Raynal 1989; Campos,1990; Salas y Espinosa, 

1994). Sin embargo, para predicción de avenidas a priori, únicamente se han 

hecho intentos con modelos hidráulicos de tránsito de avenidas en planicies de 

inundación, como se menciona en la siguiente sección. 

1.2.2 Predicción de avenidas en algunas cuencas grandes del país 

En el país las cuencas de los ríos más caudalosos como son, entre otros, el 

Pánuco, el Grijalva, el Papaloapan, el Fuerte, son extensas y se dividen en 

subcuencas altas, medias y planicies de inundación. Por el gran tamaño de las 

cuencas, el tiempo de traslado de los escurrimientos desde las partes altas hasta 

la salida al mar es de varios días. Por lo tanto, es teóricamente posible predecir 

las avenidas a la salida de cuencas altas, con algunas horas de anticipación, 

contando con mediciones de lluvia en tiempo real. Los hidrogramas predichos 

pueden ser utilizados corno entrada en modelos hidráulicos de tránsito de 

avenidas, en las planicies de inundación. 

Estos criterios han servido como base para el desarrollo de modelos de predicción 

de avenidas, principalmente en las cuencas del Río Papaloapan y del Río Pánuco. 

Cuencas en donde los ciclones causan serias inundaciones, como las ocurridas 
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en Tampico en 1955. En dichas cuencas se ha pretendido integrar modelos de 

lluvia-escurrimiento de hidrogramas unitarios con modelos hidráulicos de tránsito 

de avenidas en las planicies de inundación (v.g. Consultores S.A.,1978; Aguilera, 

1979; Espinosa,1982). Sin embargo, por carecerse de mediciones de lluvia en 

tiempo real en toda la cuenca, tales modelos no han sido aplicados integralmente 

para predicciones a priori. 

En ambas cuencas se han hecho intentos de predecir avenidas a priori, utilizando 

los modelos de tránsito de avenidas en planicies de inundación. Con la limitante 

de que no se ha contado con los hidrogramas completos de entrada a las 

planicies de inundación, lo cual ha limitado considerablemente la precisión de los 

resultados 

Actualmente se dedican muchos esfuerzos a la estimación de lluvia en tiempo 

real. Y se continúa con el desarrollo de modelos de tránsito de avenidas. Los 

modelos de lluvia-escurrimiento son una parte nesaria para la predicción de 

avenidas en cuencas grandes. Sin embargo, son los que han sido 

tradicionalmente menos estudiados en el país. Este trabajo pretende contribuir al 

estudio de dicho proceso, con el nuevo enfoque de reconocimiento de patrones. 
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2. REDES NEURONALES 

2.1 Redes neuronales computacionales 

Las nuevas teorías de percepción humana, aprendizaje, lenguaje y memoria 

motivaron un nuevo enfoque y una nueva arquitectura computacional. La creencia 

de que un sistema inteligente, en el sentido de inteligencia artificial, puede ser 

generado mediante el comportamiento colectivo de conjuntos de elementos 

procesadores, condujo al desarrollo de modelos de conjuntos de redes neuronales 

computacionales. 

Las computadoras convencionales son competentes y rápidas para procesos 

numéricos, creación y manejo de bases de datos, y procesamiento de palabras. 

Sin embargo, para muchos problemas de lenguaje, robótica, reconocimiento de 

patrones, y optimización combinatoria, no son apropiadas por su funcionamiento 

secuencial. La tecnología de redes neuronales son técnicas computacionales 

alternativas basadas en teorías de interconexión masiva y procesamiento en 

paralelo. 

Una red neuronal es un grupo de elementos procesadores. Típicamente un 

subgrupo realiza cálculos independientes y pasa los resultados a otro grupo, hasta 

que finalmente un grupo de uno o varios elementos procesadores determina la 

salida de la red (ver Figura 2.1). Las redes neuronales tienen las siguientes 

características. 

1. Combinan cálculos individuales en cada elemento con memoria asociativa. 

2. Cada elemento de la red está interconectado a los demás mediante alguna 

topología de transmisión de información. 

3. Operan predominantemente en paralelo. 
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4. Poseen cierta habilidad para adaptar su funcionamiento a sus entradas y 

salidas. 

2.2 Origen y desarrollo de las redes neuronales 

Primeramente exploradas en los años 40 (McCulloch y Pitts, 1943), las redes 

neuronales tuvieron cierto auge en los años 50 y 60, principalmente como 

dispositivos electrónicos. En los años 70, fueron prácticamente olvidadas, como 

resultado de un trabajo de Minsky y Papert (1969) que causó pesimismo. A 

mediados de los años 80 nuevos enfoques impulsaron un importante 

resurgimiento de la redes neuronales (Rumelhart et. al., 1986). Descripciones más 

detalladas de la historia de las Redes Neuronales se pueden encontrar en muchos 

trabajos (v.g. Daniell, 1991; Rao y Rao 1993; Fu, 1994). A partir de 1986 

aplicaciones exitosas de redes neuronales han sido reportadas en la literatura 

científica de muchas disciplinas. 

2.3 Redes neuronales en ciencias de la tierra y en hidrología 

El uso de redes neuronales en ciencias de la tierra es muy reciente. A partir de 

1990 comenzaron a publicarse muy diversas aplicaciones. Por ejemplo, en el 

modelado del efecto invernadero en climatología (Kok et.al., 1991); en la 

clasificación de eventos sísmicos (Dysart y Pully, 1990) en sismología; en la 

clasificación de imágenes de satélite (Ritter y Hepner, 1990) en percepción 

remota. En México, se han reportado trabajos de identificación del tiempo de 

arribo de ondas sísmicas (Ortega, 1993); y en la predicción de la calidad del aire 

en la ciudad de México (Ruiz et. al.,1994). 

En hidrología y geohidrología, se han publicado relativamente pocos trabajos, 

algunos de ellos se citan a continuación. En problemas geohidrológicos, han sido 

utilizadas inicialmente en remediación óptima de acuíferos (Rogers et.al., 1993; 

Rogers y Dowla, 1994) y en caracterización de acuíferos (Rizzo y Dougherty, 
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1994). En hidráulica fluvial en la cuantificación del transporte de sedimentos 

(Trent et.al.,1993). 

En predicción hidrológica, han sido aplicadas a la predicción (a posteriori) de 

escurrimientos pequeños, en una cuenca de España (Crespo y Mora, 1993). A la 

simulación del escurrimiento provocado por el deshielo de un glaciar, en la región 

de los montes Himalayas, India (Buch et. al.,1993). A la predicción de la salinidad 

del río Murray en la ciudad de Adelaide en Australia (Maier y Dandy, 1994); ala 

estimación de consumo de agua, y a la regionalización de escurrimientos en 

Camberra, Australia (Daniell,1991); así como a la predicción de lluvias y 

escurrimientos a mediano plazo en Colombia (Mesa y Carvajal, 1994). Hasta 

1995 no se encontró ningún trabajo que tratara de modelar el proceso de lluvia-

escurrimiento en cuencas grandes con redes neuronales, por lo que este es un 

trabajo pionero que inicia una nueva línea de investigación en hidrología. 

2.4 Clases y tipos de redes neuronales 

Algunos autores, por ejemplo Maren (1991), han sugerido que la estructura o 

arquitectura de una red neuronal puede ser descrita en tres niveles: micro, meso 

y macro. En este enfoque, la microestructura describe las características de cada 

nodo o neurona en la red. La mesoestructura describe cómo la red es organizada, 

incluyendo características como a) número de capas, b) patrones de 

interconexión, y c) flujo de la información. Finalmente, la macroestructura define 

cómo diferentes redes son ligadas para producir nuevas redes que interactuan 

para resolver determinados problemas. 

Desde 1986 los modelos o tipos de redes neuronales han aumentado 

rápidamente. En su ahora clásico trabajo, Rumelhart et. al. (1986) describían 4 

tipos de redes. En 1988 se conocían cerca de 26 tipos y en 1991 Maren (1991) 

describió cerca de 48 tipos. Los tipos de redes neuronales que usualmente han 

sido usados en ciencias de la tierra son los que realizan mapeos matemáticos. Un 
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tipo de dichas redes se describe a continuación. 

1--;L 	1\11:U Hu i\JA 

capa de 
entrada 

cap) 
Intel media 

capa de 
salida 

Figura 2.1 Esquema de una red neuronal de retropropagación (3-3-3). 

2.5 Red neuronal de retropropagación 

Las redes de retropropagación son uno de los modelos de redes neuronales más 

utilizados. Aprenden a resolver un problema desarrollando una memoria capaz de 

asociar (o mapear) un largo número de patrones de entrada a la red con un 

conjunto de patrones de salida o efectos, mediante un proceso numérico 

denominado entrenamiento. Para lo cual se requiere un conjunto de ejemplos de 

la acción del mapeo. Una vez entrenada, la red puede calcular patrones de salida 
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para diversos patrones de entrada, no usados en el entrenamiento. Por lo que el 

modelo construido puede ser utilizado para predecir. 

La red neuronal de retropropagación mapea vectores de entrada. Si hay k 

neuronas en la capa de entrada y m neuronas en la capa de salida, entonces la 

red hace un mapeo del espacio de k dimensiones a un espacio de m dimensiones. 

Por supuesto, una vez entrenada, lo que mapea depende de los pares de patrones 

(o vectores) que fueron usados como ejemplos para entrenar la red. La red no 

tiene conexiones de retroalimentación, sin embargo, los errores son propagados 

hacia atrás durante el entrenamiento, a lo cual debe su nombre. 

2.5.1 Procedimiento de cálculo y entrenamiento 

Un pdirón de entrada o vector es presentado en la capa de entrada. El patrón de 

dígitos es pasado a la siguiente capa intermedia de neuronas. La salida de cada 

neurona de esta capa son calculadas por los pesos asociados M I  li,j1 y las 

entradas x,, como se indica abajo. De esta manera, las salidas y, de esta capa se 

convierten en entradas para la siguiente, ya sea la capa de salida u otra 

intermedia, hasta determinarse la salida de la red. 

Por ejemplo, para la red mostrada en la Figura 2.1 el valor de salida de la neurona 

j intermedia es 

y 7 =f( (E x i mi  (1,11) ,O,) 
	 ( 2.1) 

Y el valor de salida de la neurona j de la ultima capa es 

Zj'f( (E V i M,, 	ji) 4-"T 7 ) 

	 (2.2) 
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donde O, y ri  son valores tope o sesgo, y fl.) es la función sigmoide 

f (s) =1/ (1 fexp ( -s) ) 	 (2.3) 

Esta última función puede ser cualquier otra que sea fácilmente derivable y que 

esté acotada a valores entre O y 1. 

Para el entrenamiento, el patrón calculado y el de salida deseado se comparan. 

Una función de este error es determinada para cada componente, y los pesos 

asociados entre la última capa finte; media y la de salida se corrigen. Cálculos 

similares, basados en el error de la salida son hechos para corregir los pesos 

asociados entre las capas restantes. El procedimiento se repite tantas veces 

como sea especificado, o hasta que el error de comparación esté dentro de una 

tolerancia requerida. Las ecuaciones de este procedimiento se presentan a 

continuación (Rao y Rao, 1993), las cuales se deben a Rumelhart, et.al. (1986). 

Componente i del vector de diferencias de salida esto es, valor deseado (d) y 

valor calculado por la red (z). 

2.4) 

Componente i del error en la capa de salida 

e =z; 	 (2.5) 

Componente i del error en la capa intermedia 

(1-Y i ) ( EM2 LI,11/91 ) 
	

(2.6) 
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Ajuste para los pesos entre la neurona i en la capa intermedia y la neurona j en 

la capa de salida 

	

ám,[1,11=1-1Y,P, 
	 (2.7) 

Ajuste para los pesos entre la neurona i de entrada y la neurona j en la capa 

intermedia 

	

jI4,xi t 7 	 (2.8) 

N, A son parámetros de "aprendizaje", que se eligen arbitrariamente, dentro de 

intervalos especificados. 

Ajuste del valor 7 1  para la neurona j de la capa de salida 

áT j=ple 7 	 (2.9) 

Ajuste del valor O, para la neurona j de la capa intermedia 

LIO 	 (2.10) 
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2.5.2 Obtención de las ecuaciones del entrenamiento 

La forma estándar de medir el funcionamiento de una red de mapeo es mediante 

el cálculo de 

P.-  -E (E cd,-,),» 	 (2.11) 

donde 

P es una medida del funcionamiento de la red 

s es el subíndice para los eventos 

z es el subíndice para las salidas calculadas 

d„ son las salidas observadas 

o„ son las salidas calculadas por la red 

La medida del funcionamiento depende, corno puede verse en las ecuaciones 2.1 

y 2.2, de los pesos. Por lo que, un máximo o un mínimo de la función se 

encuentra donde el gradiente de P, con respecto a cada peso, es nulo. Uno de los 

métodos para minimizar la función 2.11 es el del paso de menor descenso (v.g. 

Winston, 1992). Esto es, cada peso se modifica iterativamente, en un valor 

proporcional a la derivada parcial 

(3P 

(3w1) 
(2.12) 

donde los subíndices en w, indican el peso asociado de la neurona i de la capa 

anterior a la neurona j de la capa siguiente. Con fines de simplificación se 

calculará la derivada parcial para cada evento; esto es, se elimina el subíndice de 

eventos, en el entendido que cada peso debe ser modificado sumando el valor 

calculado para cada evento. 
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El efecto de los pesos w en el valor de P es mediante la variable intermedia, 

la salida de la neurona j. Por lo que, usando la regla de la cadena, la derivada se 

puede expresar 

aP aP I  ao   aP 
aw ao aw c3w ao v 	1 	11 	11 

(2.13) 

Ahora, considerando la derivada parcial 	ao)  / awv 	. El valor de o, se obtiene 

mediante oi =f ( E 0, wo  ) donde fl.) es la función sigmoide. Tratando la suma 

como una variable intermedia, 	= E 0, w, 	, y aplicando de nuevo la regla 

de la cadena, tenemos 

3o) 	 df(o) aa dflo)
0 _o

df(o 
(2.14) 

3w1,N'y 	da 1 	
doy 

Sustituyendo esta ecuación en la ecuación 	3P / awo 	tenernos la siguiente 

ecuación clave 

aP  dfla OP 

	

----- 	 (2.1 5) 
aw 	da ao 

1 	1 

Nótese que la derivada parcial, 	3P 	, puede ser expresada en términos 

de la derivada parcial, 	aP 	, en la siguiente capa a la derecha. Debido 

a que el efecto de o, en P es a travéz de la salidas de las neuronas en la siguiente 
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capa, ok, por lo que dicha derivada se puede calcular 

aP 	aP ao 

ao 	ao ao , k k , 

k aP 

001 aok 
(2.16) 

El valor de o, se calcula de manera similar a la capa anterior, 

mediante ok=f ( E o, Wik  ) donde f(.) es la función sigmoide. Tratando la suma 

como una variable intermedia, 	Ok  = E0 ik 	, y aplicando nuevamente la 

regla de la cadena, tenemos 

aOk 	df(o k) a k  df(o k)df(ok) 
	w =w — 	 (2.17) 

ao 	dok ao¡ d k 	jk  do 

Sustituyendo este resultado en la ecuación, 	aP / ad, 	, tenemos la siguiente 

ecuación clave 

aP dfia  k) aP 
— 2_, wk 	

(2.18) 

(3()./ 	k 	j  dak a() k 

De las dos ecuaciones anteriores se concluye que la derivada parcial de P con 

respecto a cualquier peso en una capa dada, se obtiene de cálculos anteriormente 

realizados en la capa vecina a la derecha. 

Para terminar, resta todavía calcular la derivada parcial de P con respecto a cada 

salida en la última capa 
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ap 
=--(d -o,)2  =2(d -o) ao, 	z 	z z (2.19) 

Y finalmente evaluar la deriva de la función sigmoide, f, con respecto a su 

argumento. 

.f(a)= 
1+e -  a 

df(o) d 1 	
I - 

do 	do (1 +e -°) 

--(1 +e °) 2e ° 

fio)(1  fo)) 

.o(1--o) 

(2.20) 

(2.21) 

la derivada de la función sigmoide se expresa en terminos de la salida en cada 

neurona. 

Los cambios en los pesos dependen de un parámetro de proporcionalidad, r, que 

debe ser lo más grande posible para conseguir un rápido aprendizaje. Así, 

finalmente, se tienen las fórmulas para la modificación de los pesos por el 

algoritmo de retropropagación. 
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Alti'¿) ro1 01(1 0,)p
) 

ís, E w k 	O )pk 	 (2.22) 

La última ecuación se usa para neuronas en la capa de salida, y la penúltima para 

neuronas en capas intermedias. Las cuales son equivalentes a las ecuaciones (7) 

y (8) respectivamente. 

2.5.3 Programa de cómputo utilizado 

En este trabajo se usó un programa en lenguaje C + + codificado por Rao y Rao 

(1 993), el cual permite usar hasta 5 capas de neuronas. El proceso de cálculo es 

el siguiente. Dado los vectores de entrada x (normalizados) y los vectores de 

salida d (normalizados), la red inicializa las matrices de pesos M, y M2  (para el 

caso de tres capas), así como los valores O, y rj, con numeras aleatorios. 

Comparando los valores d y z (deseado y calculado por la red) obtiene el error 

e, y t,, los cuales usa para modificar los pesos de las matrices M, y M2  . El 

proceso se repite hasta que el error P (ec. 2.11) sea menor que un valor 

especificado, o hasta que se alcance un número de ciclos dado. 
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3. EMULACIÓN DE DOS MODELOS HIDROLÓGICOS 

CON REDES NEURONALES 

3.1 Modelado de sistemas con redes neuronales 

3.1.1 Modelado de sistemas 

Un sistema es un conjunto de partes o unidades que forman un todo y que 

operan o funcionan conjuntamente. La teoría de sistemas estudia su 

comportamiento en términos de relaciones cuantitativas o cualitativas entre 

variables definidas del sistema. De esta manera un sistema puede ser imitado o 

simulado por algo a lo que se denomina modelo. Un lenguaje debe ser escogido 

dependiendo del aspecto a ser modelado. El lenguaje matemático ha sido usado 

en casi todas las disciplinas científicas para expresar la teoría cuantitativamente 

(Fu,1994). 

3.1.2 Redes neuronales corno modelos matemáticos 

El modelado de sistemas con redes neuronales se fundamenta en la teoría de 

sistemas. Dado un sistema físico, se supone que una red neuronal puede 

modelarlo con base a un conjunto de ejemplos que codifican la entrada/salida del 

sistema. La base de usar las redes neuronales como modelos matemáticos, es el 

mapeo. Las redes neuronales aprenden a realizar el mapeo de una entrada dada 

en una salida requerida por autoadaptación de sus pesos, proceso al que se 

denomina entrenamiento. La capacidad de modelado de la red se deberá a su 

habilidad de aprender la función matemática que subyace en la operación del 

sistema (Fu,1994). 

3.1.3 Entrenamiento y Generalización 

Suponiendo que se desea emular con una red neuronal la función f (x). Para 
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propósitos del entrenamiento, un conjunto de ejemplos se selecciona del dominio. 

Cada ejemplo es representado por (x,y), donde y=f(x). El objetivo del 

entrenamiento es que, y =f(x)= Fnn, para todo vector, x, en el dominio, no 

limitado al conjunto de entrenamiento. Siendo Fnn la función que calcula la red. 

Si esto se logra, se dice que la red es capaz de generalizar la función f(x), para 

todo el dominio, a partir del conjunto de ejemplos de entrenamiento. La capacidad 

de generalizar de una red depende (Fu, 1994), de la arquitectura y tamaño de la 

red, del algoritmo de aprendizaje, de la complejidad del problema, y del número 

y calidad de los ejemplos de entrenamiento. 

Es posible que durante el aprendizaje la red sea sobreentrenada. Esto es, que la 

red soprepasando un cierto número de ciclos, pierda capacidad de predecir salidas 

correctas a ejemplos no utilizados en el entrenamiento. Cuando esto ocurre, se 

dice que la red tiende a memorizar los patrones. 

3.2 Construcción de un modelo de red neuronal de retropropagación 

3.2.1 Arquitectura y tamaño de la red 

Se debe tratar de optimizar el tamaño de la red; esto es, el número de capas y de 

neuronas en cada capa, lo cual determina el número de pesos. Un número grande 

o reducido de pesos puede causar pobre resolución del problema. No existe a 

priori un criterio para determinar el tamaño de la red. Unicamente mediante 

pruebas de la generalización que efectúa la red es posible determinar si un 

tamaño es adecuado o no. 

3.2.2 Preprocesamiento de los datos y formación de patrones 

El preprocesamiento se realiza para normalizar los vectores de entrada y salida de 

cada ejemplo. La normalización puede hacerse por distintos procedimientos. 

Además se pueden utilizar técnicas de realce, así como técnicas de filtrado de los 
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datos (Rao y Rao, 1993). Cada pareja de ejemplos debe formarse siguiendo el 

patrón u orden (temporal o espacial) de los datos. 

3.2.3 Entrenamiento 

Una vez determinado el tamaño de la red, y preprocesados los datos, se puede 

iniciar el procedimiento iterativo de modificar los pesos; esto es, el 

entrenamiento. Se trata de encontrar el número adecuado de ciclos, para lograr 

el mejor funcionamiento de la red, en su respuesta a eventos conocidos no 

usados en el entrenamiento. Por lo que se requiere realizar varias pruebas para 

acercarse al número apropiado de ciclos, de acuerdo al error de predicción, que 

se calcula como se indica en la ecuación (2.1 1). Si el error de predicción es 

aceptable (Fu, 1994), no importa si se alcanzó el mínimo global, y ni siquiera un 

mínimo local. A esta prueba se le llama correlación cruzada, y es la prueba que 

se utilizó en este trabajo. 

3.3 Dos modelos matemáticos hidrológicos clásicos 

Los modelos matemáticos hidrológicos se pueden clasificar en dos grandes 

grupos: determinísticos y estocásticos. En cada grupo los modelos pueden ser de 

parámetros concentrados o distribuidos. Los primeros utilizan parámetros medios 

del sistema, los segundos distribuidos (Chow et.al.,1993). 

Dos modelos hidrológicos ya clásicos en hidrología, propuestos en los años 30, 

son el modelo de lluvia-escurrimiento de hidrogramas unitarios, y el modelo 

Muskingum de tránsito de avenidas. Ambos son determinísticos, lineales, y de 

parámetros concentrados. Teóricamente pueden ser utilizados en predicción, 

esto es, para simular la respuesta del sistema, una vez determinados sus 

parámetros (v.g. Linsley et al., 1975). Con objeto de analizar la capacidad de una 

red neuronal de aprender el funcionamiento de algunos modelos hidrológicos 

lineales, los dos modelos anteriores se escogieron para emular su funcionamiento 
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con una red neuronal de retropropagación. 

3.4 Emulación del modelo de hidrogramas unitarios 

3.4.1 El modelo de hidrogramas unitarios 

El proceso de lluvia-escurrimiento en una cuenca, puede simularse considerando 

a la cuenca como un sistema lineal, por consiguiente la lluvia efectiva (entrada 

al sistema) y el gasto de escurrimiento directo (salida del sistema) están 

relacionados por la integral de convolución 

Y(t) = f H(z)X(t-z)dz 
	

(3.1) 

Donde X(.) es la entrada al sistema, Y(.) la salida, y H(.) es la función de 

transferencia. En hidrología esta última toma el nombre de hidrograma unitario 

instantáneo. 

3.4.2 Datos, tamaño de la red y formación de patrones 

Los patrones de lluvia (hietogramas medios) y los de escurrimientos (hidrogramas) 

utilizados, son sintéticos. Esto es, se generaron con un método que consiste en 

convolucionar diferentes hietogramas (obtenidos con base a curvas de intensidad 

de lluvia) con un hidrograma unitario conocido, hasta conseguir un hidrograma 

con un gasto pico requerido (Toledo, 1994a). Para lo cual se utilizó un 

hidrograma unitario identificado para la cuenca del río Teapa, Chiapas, (Espinosa 

et.al.,1994) y datos de lluvia de la región. 

Se generaron 24 ejemplos o parejas de patrones de lluvia y escurrimiento. Los 

gastos pico de los hidrogramas se distribuyen uniformemente en valores cuyos 

periodos de retorno son de 5 a 100 años. Los hietogramas tienen un máximo de 

8 valores reales, de lluvia media efectiva (mm) acumulada en la cuenca cada 2 

horas. Y los hidrogramas obtenidos tienen un máximo de 15 valores reales de 
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gasto instantáneo en la salida de la cuenca (en m3/seg) cada dos horas. 

Dado el número de valores de lluvia y escurrimiento, se determinó probar con una 

red de 10 neuronas de entrada, 10 intermedias, y 15 de salida. Los patrones se 

normalizaron, finalmente, dividiendo cada valor entre un valor mayor a todos los 

registrados, de todos los ejemplos. Cada patrón tiene un orden temporal. Mayores 

detalles de la formación de los ejemplos utilizados y sus gráficas pueden 

encontrarse en Toledo (1994b). 

3.4.3 Entrenamiento y generalización 

Se utilizaron 20 patrones elegidos al azar para entrenar la red, y los cuatro 

restantes para analizar su capacidad de predicción. El proceso se repitió varias 

veces, eligiendo al azar los cuatro ejemplos a predecir, y variando el número de 

ciclos, en cada caso. En las Figuras 3.1 se presentan hidrogramas calculados por 

el modelo matemático (línea gruesa) y predichos por la red (línea delgada), de uno 

de los casos realizados. El número de ciclos especificado fue 1000. Se encontró 

que con menos de 900 ciclos y más de 1100 el error de predicción aumenta. 

Nótese en las figuras la similitud de los hidrogramas predichos por la red, con los 

calculados por el modelo lineal. La red, sin embargo, como se analizará más 

adelante, no fue capaz de predecir adecuadamente 2 de los 20 ejemplos. 

3.1.a 
	

3.1.b 
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3.1.c 
	

3.1.d 

Figuras 3.1 Comparación de hidrogramas calculados por convolución y por la 

red. 

3.5 Emulación del modelo Muskingum 

3.5.1 El modelo Muskingum 

El tránsito de avenidas mediante el modelo de Muskingum se hace utilizando la 

siguiente ecuación recursiva 

	

0„ = C1f, + 
	

C30, 
	 (3.2) 

donde 

_ Kx  + á t/2 	á t/2 	. 	K(1 -x)- á t/2. 
; C2  = 	,C3  = 1 - 

a 	 a 	 a 

a = K(1 -x)+ át/2 

Siendo I, los valores del hidrograma por transitar y, O, los valores del hidrograma 

transitado. Los parámetros x, k, se determinan experimentalmente (v.g. Escalante 

y Raynal, 1988). 
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3.5.2 Datos, tamaño de la red, y formación de patrones 

Con la ecuación (12) se hizo el tránsito de 20 de los hidrogramas del ejemplo 

anterior, utilizando un valor de x = 0.5, de K = 2.5 y un incremento de dos horas 

en el tiempo. Los hidrogramas, originales y transitados, se utilizaron para formar 

los patrones de entrada y de salida respectivamente, con 15 valores cada uno. 

Se decidió formar una red con 15 neuronas de entrada 10 intermedias y 15 de 

salida. Los valores de cada pareja de hidrogramas se normalizaron, dividiendo sus 

valores por el valor mayor de todos los ejemplos. 

3.5.3 Entrenamiento y generalización 

Se utilizaron 16 de las veinte parejas de hidrogramas, originales y transitados, 

para entrenar la red. Y al igual que en la prueba anterior, los hidrogramas 

restantes se utilizan para comparar la salida que da la red con el resultado del 

modelo numérico lineal. Se hicieron varias pruebas de entrenamiento, cambiando 

los cuatro hidrogramas de predicción, y el número de ciclos. El número de ciclos 

apropiado oscila en los 1400. Resultados de una de las pruebas se presentan en 

las Figuras 3.2. El hidrograma original se grafica con línea punteada, y los 

predichos por la red y calculado con el modelo lineal, con línea delgada y gruesa 

respectivamente. La red, en este caso, no fue capaz de predecir correctamente 

2 de los 16 ejemplos, lo cual se analizará en la siguiente sección. 

3.2.a 
	

3.2.b 
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Figuras 3.2 Comparación de hidrogramas transitados por Muskingum y por la 

red. 

3.6 Discusión de resultados 

En este capitulo se mostró la capacidad de un tipo de red neuronal de emular el 

mapeo matemático de dos modelos hidrológicos. Se expone brevemente el 

modelado de sistemas con redes neuronales, y el procedimiento seguido para 

entrenar la red. La red, en ambos modelos, aproxima aceptablemente la función 

en casi todos los casos, sin lograr generalizar el mapeo de los modelos a partir 

del conjunto de ejemplos dado. Es de esperarse que con un mayor número de 

ejemplos la red logre generalizar el mapeo de los modelos, ya que las redes 

neuronales sólo predicen correctamente eventos similares a los del conjunto de 

entrenamiento (Fu, 1994). 

Sin necesidad de determinar con cuantos ejemplos más la red es capaz de 

generalizar, los resultados obtenidos muestran la habilidad de la red para emular 

el mapeo de dos funciones matemáticas distintas, por autoadaptación de sus 

pesos; así como su potencial para ser utilizadas en modelado de procesos 

hidrológicos e hidrometeorológicos, ya que la red puede realizar mapeos no 

necesariamente lineales. 
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4. LA CUENCA DE LA PRESA HUITES 

4.1 La presa Huites 

La presa Huites se encuentra a la salida de la parte alta de la cuenca del Río 

Fuerte, en la región hidrológica 10, en el estado de Sinaloa, México. En el mapa 

de México por regiones hidrológicas (Figura 4.1) se muestra en un recuadro la 

ubicación de dicha región. Y en la Figura 4.2, se muestra la cuenca del río Fuerte 

y la ubicación de la presa. Su construcción se inició en 1990, y a fines de 1995 

fue inaugurada oficialmente como Presa Luis Donaldo Colosio. Fue construida con 

fines de generación de energía eléctrica, riego, y control de avenidas, 

principalmente. La altura de la cortina, desde su base, es de aproximadamente 

150 metros. Su capacidad de almacenamiento es de 4568 millones de m3  al nivel 

de aguas máximas extraordinarias (NAME), y de 2908 millones de m3  al nivel de 

aguas máximas ordinarias (NAMO). Los gastos máximos de diseño son de 

30,000 m3/s de entrada al vaso y 22,445 m3 /s de saiida por el vertedor 

(Domínguez y Espino, 1992). Otros datos de las características principales de la 

presa, se pueden ver en el Anexo 1 (v.g. Revista Tlaloc, 1994). 

Es importante mencionar que en el sitio de la presa se han registrado avenidas 

extraordinarias, como las ocurridas en 1960 y 1990, cuyo volumen de 

escurrimientos sobrepasa el volumen de almacenamiento de la presa al NAMO. 

Por lo que la predicción de avenidas ordinarias y extremas, permitiría llevar a cabo 

políticas óptimas de opei.ición de la presa. En este trabajo, por la escasez de 

datos hidrométricos y pluviométricos dentro de la cuenca, requeridos para la 

aplicación de modelos como el del hidrograma unitario; se propone la utilización 

de las técnicas computacionales de redes neuronales con tal finalidad. También 

pueden ser empleados modelos de parámetros distribuidos, corno el modelo 

MERCEDES (Domínguez et.al.,1994). Estos modelos, sin embargo, requieren 

además de los datos de lluvia y escurrimiento información adicional. Como 

topografía, tipo de suelo, etc..., lo cual complica su aplicación. 
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Figura 4.1 Mapa de la República Mexicana por regiones hidrológicas. 

Figura 4.2 Cuenca del río Fuerte y ubicación de la presa Huites. 
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4.2 La cuenca de la presa Huites 

La cuenca de la presa Huites tiene un área de 26,020 km2 . La longitud del cauce 

principal es de aproximadamente 330 km. A la presa llegan dos afluentes 

principales el Río Chinipas, y el Río San Miguel. La diferencia de altitud de la parte 

más baja de la cuenca (donde se ubica la presa), y los puntos más altos es de 

aproximadamente 2300 metros. Los cauces de los ríos son cañones que en 

algunos tramos alcanzan gran profundidad, y carecen de áreas de inundación. No 

existen obras importantes de infraestuctura hidráulica, como presas y canales, 

aguas arriba de la presa Huites. Las características hidrológicas y el proceso de 

lluvia-escurrimiento de invierno en la cuenca se analizan en las siguientes 

secciones. 

Figura 4.3 Estaciones climatológicas convencionales en un área de 25 y 29 

grados de latitud y -110 y -105 grados de longitud. El contorno cerrado 

delimita la cuenca. 
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4.2.1 Precipitación 

El análisis de precipitación que se presenta, se hizo utilizando los datos de 230 

estaciones climatológicas con que cuenta el banco de datos CLICOM del Servicio 

Meteorológico Nacional en la región mostrada en la Figura 4.3, siendo el periodo 

de registro de la mayoría de estaciones de 1961 a 1987. Los cálculos y el 

manejo de los datos se hicieron con el programa CLIMAS (Toledo y Millán, 

1994c). En la Figura 4.4 se presenta la normal pluviométrica semanal de la región 

delimitada por el rectángulo interior de la Figura 4.3, la cual se obtuvo 

promediando las normales pluviométricas semanales de 122 estaciones 

climatológicas con más de 10 años de registro. 

Normal Pluviometriea 

Promedios somonales (m'O 

Figura 4.4 Normal pluviométrica semanal y acumulada. 

En dicha figura se puede ver, en tono gris, el periodo promedio en que se 

precipita el 70% del total anual promedio de lluvia (lluvias de verano). En 
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promedio, un 80% se precipita de junio a octubre. De noviembre a principios de 

marzo se precipita en promedio un 15% (período al que se denomina de lluvias 

de invierno). Mientras que en los meses de marzo, abril, y mayo, se precipita en 

promedio el 5% restante. La precipitación anual promedio en la región es de 

aproximadamente 600 mm. A continuación se analizan las lluvias de ambos 

periodos. 

4.2.2. Características de las lluvias de invierno y las de verano 

En las Figuras 4.5 se gráfica, para distintos meses, la precipitación diaria 

promedio (mm) en la región del recuadro punteado de la Figura 4.3. Se indica, 

para cada día, el número de estaciones con lluvia mayor que cero. Nótese en las 

Figuras 4.5 a,b, y c, que en los meses de julio, agosto y septiembre llueve todos 

los días en la región. Sin embargo, el número de estaciones con lluvia es, por lo 

general, mucho menor que el total de estaciones. Esto indica que las lluvias de 

verano ocurren por sectores de la región, con excepción de las lluvias ciclónicas, 

como las ocurridas en septiembre de 1978 (ver Figura 4.5.c). Esto se debe a que 

las lluvias de verano son producidas por sistemas meteorológicos de origen 

tropical de poca extensión (con excepción de los ciclones) los cuales producen 

lluvias regionales, e incluso muy locales, de gran intensidad y poca persistencia 

temporal. La zona se ve afectada por ciclones tropicales en los meses de 

septiembre y octubre, principalmente (Jáuregui, 1989). 

4.5.a 
	

4.5.b 
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Figuras 4.5 Lluvia diaria promedio en el área de la cuenca en verano. 

En octubre las lluvias comienzan a presentarse más aisladas en el tiempo (ver 

Figura 4.5.d), siendo éste un mes de transición a las llamadas lluvias de invierno. 

Véase en las Figuras 4.6 que durante los meses de noviembre a febrero, las 

lluvias se presentan aisladas temporalmente y con gran extensión espacial. Como 

lo indica el número de estaciones con lluvia, que es siempre cercano al total de 

estaciones. Esto se debe a que las lluvias de invierno las producen frentes fríos 

de gran extensión, denominados Equipatas. Los cuales se trasladan desde 

latitudes polares, donde se originan, y producen lluvias persistentes de baja 

intensidad. 

Lluvia diaria promedio, nov 1972 
Total de estaciones 118 

lp 
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4.6.a 
	

4.6.b 
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Figuras 4.6 Lluvia diaria promedio en el área de la cuenca en otoño e invierno. 

4.2.3 Evaporación potencial 

En la Figura 4.7 se presenta la normal semanal de evaporación potencial de la 

región de la cuenca; obtenida, como en el caso de la lluvia, promediando las 

normales de 122 estaciones climatológicas convencionales, situadas dentro del 

rectángulo punteado de la Figura 4.3. 

Véase en la figura mencionada que, de mediados de octubre a mediados de 

febrero, periodo de las lluvias de invierno, se evapora sólo un 20% del total 

promedio anual. Asimismo, que la evaporación potencial semanal promedio en 

los meses de verano, comienza a decrecer exponencialmente con el inicio de las 

lluvias de verano.Y es en promedio (30 mm) el doble de la de invierno (15 mm). 
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Figura 4.7 Normal de evaporación en la región de la cuenca. 

4.2.4 Avenidas extremas registradas en el sitio de la presa 

La distribución temporal de la lluvia mostrada en la normal pluviométrica puede 

sugerir que las mayores avenidas se presentan de junio a octubre. Sin embargo, 

como puede verse en la Tabla 4.1, las mayores avenidas registradas en el sitio 

de la presa Huites, desde 1940, ocurren de noviembre a principios de marzo. La 

excepción son las avenidas ocurridas en septiembre de 1958 y septiembre de 

1978, debidas a lluvias ciclónicas. Las lluvias de septiembre de 1978 son del 

orden de las que produjeron las mayores avenidas de invierno. Sin embargo, 

dichas lluvias ciclónicas no produjeron el volumen de escurrimientos de aquellas. 

Esta diferencia en el volumen de escurrimiento puede deberse principalmente a 

las pérdidas por evaporación en verano, dada la gran extensión de la cuenca. La 

evaporación potencial semanal promedio en los meses de verano, como ya se 
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mencionó en la sección anterior, es el doble de la de invierno. En los meses de 

invierno la infiltración puede ser menor que en los meses de verano, 

principalmente en las partes altas de la cuenca, ya que las bajas temperaturas 

pueden causar cristalización del agua en el subsuelo. Se ha sugerido también que 

a los escurrimientos de invierno contribuyen deshielos, principalmente 

provenientes de las partes altas de las cuencas. 

Los escurrimientos máximos en el sitio de la presa Huites muestran una 

cuasiperioricidad de cinco a seis años (ver anexo 2). Lo cual puede estar 

relacionado con la influencia del FENOS (Fenómeno el Niño-Oscilación del Sur). 

Sin embargo, esta relación o dependencia no ha sido investigada con profundidad 

en zona (v.g. Acosta, 1989). 

Tabla 4.1 Avenidas máximas registradas en el sitio de la presa. 

FECHA GASTO MEDIO MÁXIMO DIARIOIlu 'is) 

DICIEMBRE 9 DE 1943 8,600,4 

ENERO 14 DE 1949 6.758.4 

ENERO 15 DE 1955 4,007.3 

SEPTIEMBRE 21 DE 1958 2,613.1 

ENERO 12 DE 1960 8,991.0 

FEBRERO 22 DE 1973 5,801.1 

NOVIEMBRE 9 DE 1974 3,811 	9 

SEPTIEMBRE 27 DE 1978 5,939.3 

FEBRERO 5 DE 1979 4,443.9 

MARZO 4 DE 1983 8,000.0 

DICIEMBRE 15 DE 1984 4,510.3 

DICIEMBRE 29 DE 1990 11,350.0 
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5. ANÁLISIS DEL PROCESO LLUVIA-ESCURRIMIENTO 

DE INVIERNO EN LA CUENCA 

En la sección anterior se vio que las avenidas más grandes en el sitio de la presa 

se presentan en invierno, por tanto son las que más interesa predecir. En 

consecuencia, en este capitulo se analiza el proceso de lluvia-escurrirniento de 

invierno, con objeto de formar los patrones ejemplos del proceso que servirán 

para entrenar una red neuronal que lo simule. 

5.1 Estimación óptima de la precipitación 

La precipitación media sobre un área ha sido tradicionalmente calculada en 

hidrología con base en los bien conocidos Polígonos de Thiessen. No obstante la 

gran popularidad de los Polígonos de Thiessen, este método sólo provee el valor 

de la precipitación media sobre un área, pero se desconoce la precisión de la 

estimación. Además de que esto es un punto esencial para el análisis de la 

confiabilidad de la estimación, también se requiere que el método empleado para 

calcular la precipitación media sea capaz de identificar y reproducir las variaciones 

espaciales de tormentas típicas. 

Las variaciones espaciales de la lluvia pueden modelarse mediante procesos 

estocásticos que las representen en forma continua sobre la región considerada; 

esto es, la precipitación se maneja como un campo aleatorio. El método Kriging 

(v.g. Delhome,1978; Kafritsas y Bras,1985) permite estimar valores puntuales 

o funciones lineales del campo aleatorio en una región, utilizando un conjunto 

limitado de valores puntuales. Adicionalmente a la estimación puntual o promedio 

de la precipitación, este método provee una medida de la precisión de los valores 

estimados, lo que permite diseñar o mejorar formalmente una red climatológica 

(v.g. Delhome, 1978; Toledo y Collado, 1990, Collado y Toledo, 1994). 

El método Kriging provee un estimador de funciones lineales de un campo 
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aleatorio, que toma en cuenta la variabilidad espacial a través de la covariancia, 

el semivariograma o la covariancia generalizada del proceso Z(x). A su vez, esas 

funciones tienen que identificarse y sus parámetros estimarse a partir de la 

observación z(x). Entonces, la precipitación media sobre un área A, definida como 

P = Z  (x) dx 
J A 

( 5 .1) 

se calcula con un estimador lineal que considera n estaciones climatológicas 

A 

P 	A, Z(x,) (5.2) 

donde los pesos A, i = 1, 	n se determinan de tal manera que el valor 

esperado del estimador sea igual al valor esperado de la precipitación media 

A 

E(P) E(P) 

y que el error cuadrado medio de la estimación sea mínimo 

A 

Var(P P) mín 

La condición (5.3) asegura que el estimador no produzca errores sistemáticos en 

los valores estimados; es decir, Kriging es un estimador insesgado. La propiedad 

(5.4) establece un criterio para minimizar la variancia de estimación; esto es, 

cualquier otro estimador lineal e insesgado tiene una variancia del error de la 

estimación mayor que la de Kriging. 

Introduciendo un multiplicador de Lagrange p, el error cuadrado medio de la 

estimación puede minimizarse sujeto a la condición de insesgadura. Después de 
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formar la función auxiliar, de derivar con respecto a los pesos A y al multiplicador 

de Lagrange p, y de igualar a cero, se obtiene un sistema lineal de ecuaciones con 

igual número de incógnitas, llamado sistema Kriging, de donde se obtienen los 

pesos óptimos, los multiplicadores de Lagrange, así como el valor de la mínima 

variancia del error de la estimación. 

La estimación de la precipitación con el método Kriging considera, i ) las 

distancias entre estaciones climatológicas, ) las distancias entre los puntos de 

observación y un punto que describe el área A, y iii ) la estructura espacial de la 

precipitación a través de la función de covariancia generalizada. La estimación de 

la precipitación media sobre el área A (que también puede ser un punto), para 

ciertas observaciones 1(x,), se obtiene utilizando los pesos óptimos en el 

estimador (5.2). Mayores detalles sobre el método Kriging y sobre la 

identificación y estimación de parámetros de la función de covariancia 

generalizada, pueden consultarse en varios autores (v.g., Kafritzas y Bras 1985; 

Collado, 1988). 

5.2 Cálculo de valores puntuales y precipitación media 

De registros hidrométricos se tornaron las fechas en que se presentaron avenidas, 

ordinarias y extraordinarias, de fines de octubre a principios de marzo. Dado que 

los datos de lluvia con que se contó son de 1962 a 1987, la búsqueda se redujo 

a ese periodo. Se determinó la fecha de ocurrencia de cerca de 50 avenidas. Para 

cada una se obtuvieron los datos de lluvia diaria de 20 días (14 días antes del día 

en que se registra el gasto medio diario máximo, GMDM, y 4 días después). Para 

cada uno de los días (1000 en total) se obtuvieron valores puntuales de lluvia 

diaria, mediante interpolación con el método Kriging (Collado, 1988), en la malla 

regular que se muestra en la Figura 5.1. Para lo cual se utilizaron todas las 

estaciones climatológicas mostradas en la Figura 4.3. 
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Figura 5.1 Malla de estimación puntual de lluvia. 

Se calculó también la precipitación media diaria en la cuenca, mediante el 

promedio aritmético de los valores estimados por interpolación, en puntos 

situados dentro y cerca de la cuenca (señalados con círculos en la Figura 5.1). 

En la tabla 5.1 se presentan las fechas de los días, previos a las avenidas, que 

tienen lluvia media en la cuenca mayor a 0.5 mm. El GMDM, en cada evento, se 

presenta el último día a la derecha. 

Con base en la malla de valores puntuales estimados se hicieron mapas de 

isoyetas. Algunos de dichos mapas se presentan en el Anexo 3. Los valores de 

lluvia, para cada día, se normalizaron a 100 milimetros. En cada página se 

presentan dos mapas que muestran similitud en la distribución espacial de la 

lluvia. Nótese por la fecha de cada pareja de mapas, que dicha similitud ocurre 

aproximadamente por la misma época del año. 
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Tabla 5.1. Días anteriores a las avenidas con lluvia. El GMDM se 

presenta el último día del periodo en cada evento. 

Periodo Fecha de los días con lluvia mayor a 0.5 mm 

sep61 26 oct61 10 26 	27 	28 	29 	30 	- 	02 	- 	04 	05 	06 07 	08 09 	10 
oct61 25 nov61 08 - 	- 	27 	28 	29 	30 	31 	01 	- 	04 - 	06 07 08 
ene62 13 ene62 26 23 	24 25 	- 
sep62 21 oct62 05 21 	22 	23 	24 	25 	26 	- - 	- 	01 02 	03 04 	- 
nov63 28 dic63 12 - 	- 	30 09 	10 11 	12 
ene65 25 feb65 09  	02 03 	- 	05 06 	07 08 	- 
dic65 09 dic65 23 09 	- 	- 	12 	13 	14 	- 	16 17 	- 	19 20 	21 22 	- 
ene66 27 feb66 10 27 	  06 07 	08 09 	- 
dic67 02 dic67 17 02 	03 	04 	  12 13 	14 15 	- 
nov68 01 nov68 15 11 12 	13 14 	15 
feb69 01 feb69 15 - 	- 	03 	04 	05 	- 	- 	08 09 	11 12 	13 14 	- 
nov69 21 dic69 05 01 02 	03 04 	- 
feb70 08 feb70 22 18 19 20 - 	- 
oct71 12 oct71 26 12 	13 	14 	15 	16 	17 	 24 25 	26 
dic71 06 dic71 20 15 	16 17 	18 19 	- 
dic71 22 ene72 05 02 	03 04 	- 
oct72 16 oct72 30 16 	- 	18 	19 	20 	_. 	- 	- 25 	26 27 28 29 	30 
nov72 11 nov72 25  	17 20 21 22 	23 - 
dic72 24 ene73 07 - 	25 	26 	27 	28 	- 	- 	31 01 	02 	03 04 	05 06 	- 
feb73 08 feb73 22 08 	09 	  19 	20 21 	- 
oct74 26 nov74 09 - 	- 	- 	29 	- 	31 	- - 	05 06 	07 08 	09 
dic74 13 dic74 27  	18 	 24 	25 26 	27 
ene75 20 feb75 03 - 	22 	- 	- 	- 	- 	27 28 	29 	30 31 	01 02 	- 
oct76 10 oct76 24 - 	12 	13 	14 20 - 	22 23 	24 
nov76 06 nov76 20 - 	- 	- 	- 	12 	13 - 	15 	16 17 	18 19 	- 
feb78 17 mar78 03 26 	27 - 	01 02 	- 
oct78 10 oct78 24 - 	11 	12 	  19 20 21 	22 23 	24 
dic78 17 dic78 31 - 	18 	19 - 	- 	28 	29 30 	31 
dic78 12 ene79 26 - 	- 	- 	- 	16 	17 	18 - 	- 	- 	23 	24 25 	- 
ene79 22 feb79 05 - 	23 	24 	25 	- 	- 	28 - 	- 	01 02 	03 04 	05 
nov80 25 dic80 09 06 	07 08 	- 
dic80 24 ene81 08 04 05 	06 07 	- 
feb81 18 mar81 04 - 	- 	20 

	

 	26 	27 	28 01 	02 03 	- 
sep81 24 oct81 08  	29 	30 	01 02 	03 	04 05 	06 07 	08 
dic81 30 ene82 13 09 10 	11 12 	- 
sep82 17 oct82 01  	22 	- - 	26 	27 28 	29 30 	- 
nov82 26 dic82 10 26 	- 	- 	- 	- 	01 	02 	 08 09 	10 
ene83 18 feb83 01 18 	19 	20 30 31 
ene83 23 feb83 06  	29 	30 - 	- 	- 	03 	04 05 	- 
feb83 19 mar83 05  	25 	- - 	01 02 	03 04 	05 
oct83 06 oct83 20 06 	  16 17 	18 19 	20 
nov83 10 nov83 24 20 21 	22 - 	- 
nov83 21 dic83 05 21 	22 01 02 	- - 	05 
dic86 05 dic86 19 05 	06 	07 	  13 	14 	15 16 	17 - 
dic87 05 dic87 19  	12 - 	- 	- 	16 	17 18 	- 
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5.3 Gráficas de lluvia-escurrimiento 

De los datos hidrométricos de la estación Huites, se obtuvieron valores de los 

gastos medios diarios (GMD) de las avenidas seleccionadas, 4 días antes del pico 

de la avenida y 15 días después. Se observó que, en general, el gasto medio 

vuelve a ser el mismo qu., había antes de la avenida, aproximadamente 1 5 días 

después del inicio de la avenida. Se hicieron gráficas como las que se muestran 

en las Figuras 5.2, de lluvia media diaria en la cuenca (mm) y GMD (m.3 /s). 
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Figuras 5.2 Gráficas de lluvia escurrimiento en meses de invierno. 

Del análisis de dichas gráficas y de la tabla 5.1 se encontró: 

1) Las lluvias de invierno duran, en general, no más de cuatro días. 

2) Hay pocos eventos con lluvia antecedente. 
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3) En general, cuando hay lluvia antecedente, las tormentas se separan por tres 

o más días entre si. 

4) Por tiempo de respuesta de la cuenca, es posible predecir los gastos medios 

diarios de una avenida, desde su inicio. Conociendo la lluvia previa a la avenida, 

de cuando menos 4 días. El gasto medio diario máximo (GMDM) se presenta un 

día después del último día con lluvia significativa. 

5.4 Volúmenes de lluvia, escurrimiento, y pérdidas 

Para cada evento, se calculó el volumen total de lluvia acumulada en cuatro días 

en la cuenca. Así como el volumen de los escurrimientos de 15 días en el sitio de 

la presa, restándose cada día el volumen correspondiente al gasto base (gasto 

medio registrado antes del inicio de la avenida). Las pérdidas (evapotranspiración 

e infiltración) se calcularon obteniendo la diferencia entre el volumen llovido y el 

escurrido. Los resultado se consignan en la tabla del anexo 4. El porcentaje de 

pérdidas varía de 38% a 92% del total llovido. Los valores más altos de pérdidas 

corresponden, en general, a los eventos con volúmenes de lluvia más pequeños 

(ver Figuras 5.3). 

Como puede verse en las gráficas, eventos con un volumen acumulado de lluvias 

similar, pueden tener volúmenes de escurrimientos muy diferentes. El volumen 

de escurrimientos depende, fuertemente, de la distribución espacial y temporal 

diaria de la lluvia, así como de las pérdidas. Las cuales dependen a su vez, del 

contenido de humedad del suelo. Los modelos de lluvia-escurrimiento para 

cuencas grandes deben considerar, necesariamente, dichas distribuciones. 
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Figuras 5.3 Volúmenes de lluvia (de cuatro días), escurrimiento (15 días) y 

pérdidas por evento (en millones de m3). 
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6. MODELACIÓN DEL PROCESO DE LLUVIA-ESCURRIMIENTO 

DE INVIERNO EN LA CUENCA DE LA PRESA HUITES 

6.1 Consideraciones o hipótesis básicas para la modelación 

De acuerdo a la teoría expuesta sobre la red de retropropagación y al análisis 

hecho del proceso de lluvia-escurrimiento de invierno en la cuenca, se 

establecieron las siguientes hipótesis básicas para utilizar dicha red en la 

modelación del proceso: 

1) Si bien los datos no son absolutamente confiables, se supone que son 

representativos del proceso a simular. Sin embargo, para contar con un conjunto 

homogeneo de datos, se harán pruebas para detectar eventos no representativos 

del proceso y eliminarlos. 

2) La cuenca se considera como un sistema invariante en el tiempo, cuyo 

proceso de lluvia-escirrimiento puede ser modelado (o emulado) por una red 

neuronal de retropropagación, con base a sus entradas (lluvia) y salidas 

(escurrimiento y pérdidas). 

3) Es posible representar la variación espacial diaria de la lluvia en la cuenca, 

mediante valores puntuales en los nodos de una malla regular en la cuenca, 

utilizando la red actual de estaciones convencionales que es deficiente. La 

distancia entre los nodos de la malla se determinará experimentalmente. 

4) Se considera que por lo menos 4 valores de lluvia diaria, previa a la avenida, 

en cada punto de la malla, son suficientes para modelar el escurrimiento medio 

diario directo (de no más de 15 días) a la salida de la cuenca. Por lo que se harán 

pruebas considerando la lluvia de 4 a 8 días previos a la avenida. 

5) La red neuronal puede realizar intrinsecamente la corrección de pérdidas por 
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infiltración y evapotranspiración, ya que los patrones de lluvia tendrán una misma 

estructura temporal y espacial para cada evento. Con lo cual se persigue que el 

entrenamiento determine el peso que cada valor del patrón de lluvia tiene en el 

escurrimiento. 

6) La evapotranspiración cambia espacialmente en la cuenca, pero las 

variaciones durante la temporada de invierno en cada punto no son significativas. 

En consecuencia, en cada punto de la cuenca con valor de lluvia, se haría la 

misma corrección para cada evento, por lo cual no se requiere hacer ninguna 

corrección temporal por evaporación. 

6.2 Construcción de los modelos de redes 

6.2.1 Arquitectura y tamaño de la red 

El tamaño de la red, esto es, el número de capas y de neuronas en cada capa, 

como ya se mencionó, debe tratar de reducirse. De manera que la red modele 

adecuadamente el comportamiento del sistema, sin sacrificar información 

relevante y sin usar información irrelevante, principalmente si se cuenta con 

pocos ejemplos del funcionamiento del sistema. 

Esto es particularmente importante en el caso de la lluvia. Dado que podemos 

contar con valores de lluvia en una malla regular que abarca la cuenca, se 

requiere determinar cual es la mayor distancia entre puntos de una malla regular 

para no perder en forma discreta la información de las variaciones espaciales 

fundamentales. Además es necesario considerar la distribución temporal (diaria) 

de la lluvia. Lo cual aumenta el número de valores de entrada. La única manera 

de determinar un tamaño adecuado de la red es experimentalmente, como se 

muestra en las primeras pruebas de la sección 6.3. 

43 



Capa de entrada (lluvia) 

Punto 1 	Punto 2 	Punto m 

81020 e(DZO 6:3)0C) 
a días 	n dios 	n dios 

Copa intermedia (N neuronas) 

M días 

Capa de salido (gasto medio) 

6.2.2 Preprocesamiento de los datos y formación de patrones 

La distribución espacial y temporal de la lluvia se proporciona al modelo de red 

en la estructura de los patrones, así como la evolución del gasto medio diario a 

la salida de la cuenca. La estructura general de la red y la codificación de los 

datos para formar los patrones de entrada y salida puede verse en la Figura 6.1. 

Se hicieron pruebas formando los patrones de entrada, con diferente número de 

valores puntuales en la cuenca, y diferente número de valores diarios en cada 

punto. Los patrones de salida (los valores de gastos medios diarios) se formaron 

con 10 valores secuenciales. 

Figura 6.1 Codificación de los datos de entrada y salida, y estructura de la red. 

Los valores de cada patrón, tanto de lluvia como de escurrimiento, fueron 

normalizados linealmente; esto es, fueron divididos entre una cantidad mayor a 

los valores de todos los ejemplos. A cada valor del hidrograma se resta el gasto 

base medio, considerando como gasto base medio el que se presenta antes del 
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inicio de la avenida. Se escribieron programas de cómputo para el 

preprocesamiento y formación de los patrones de entrenamiento de cada ejemplo, 

así como para la graficación de los resultados. 

6.2.3 Entrenamiento 

Como ya se mencionó en la sección 3.1.3 la capacidad de generalizar de una red; 

esto es, de predecir correctamente cualquier evento, incluido o no en los ejemplos 

de entrenamiento, depende de varios factores. Siendo estos: arquitectura y 

tamaño de la red; número de ciclos de entrenamiento y algoritmo de apredizaje; 

complejidad del problema; y número y calidad de los ejemplos utilizados para 

entrenar la red. Tomando en consideración dichos factores se hicieron más de 50 

pruebas, las cuales duraron de 15 minutos a varias horas de procesamiento en 

rnicrocomputadoras 386, dependiendo del tamaño de la red y del número de 

ciclos requerido. 

Los resultados de algunas pruebas relevantes se presentan a continuación. La 

medida del ajuste de la red para cada evento de entrenamiento, o de predicción, 

es el error cuadrático medio (conocido como RMS, por sus siglas en inglés). El 

cual resulta de la comparación de los, n , gastos medios diarios medidos y los 

valores calculados por la red, mediante 

Rms=_E 

donde 

RMS, es una medida de la calidad del resultado 

z, es el subíndice de las salidas 

d, son los valores observados 

o, son los valores calculados por la red 

45 



6.3 Pruebas de homogeneidad de los datos y tamaño de red 

Estas pruebas se realizaron con objeto de analizar la capacidad de la red de 

ajustar cada uno de los ejemplos de entrenamiento. Así como para determinar un 

tamaño adecuado de la red. Para estas pruebas se utilizaron 45 ejemplos. Es 

importante mencionar que el gasto medio diario máximo IGMDM) de 41 de los 

ejemplos es menor de 3,000 m3/s, siendo el GMDM cfe la mayor avenida 

aproximadamente 8,000 m3/s. 

Prueba No. 1 

Los patrones de lluvia se formaron considerando 23 puntos en la cuenca con 4 

valores de lluvia diaria en cada uno. La distribución de los puntos se muestra en 

la Figura 5.1, con círculos negros y blancos. En otras palabras, los patrones de 

lluvia incluyen 23 hietogramas de lluvia diaria. Los patrones de escurrimiento se 

formaron con 10 valores secuenciales de GMD. Se utilizó una capa intermedia de 

10 neuronas. Esto es, el número de neuronas en cada capa de la red fue de 92-

1 0- 10 respectivamente. Se hicieron varias corridas aumentando en cada una el 

número de ciclos de entrenamiento. 

En las Figuras 6.2 se muestran resultados, de algunos eventos, para 500 ciclos 

de entrenamiento. Con línea punteada se dibuja el hidrograma calculado por la red 

y con línea continua el hidrograma medido. Se indica la fecha del evento, el 

GMDM mayor de ambos hidrogramas (medido y calculado), y el RMS (ecuación 

3.1) de ajuste normalizado para cada evento. También se indica si el resultado es 

de entrenamiento (entr.) o predicción a posteriori (pred.). 

En la tabla 6.1 se presentan los errores ordenados de mayor a menor, para todos 

los eventos. Nótese que la red ajusta aceptablemente la mayoría de los ejemplos, 

con excepción de varios ejemplos con GMDM menor a 1000 m3/s. Asimismo, que 

el error disminuye conforme aumenta el GMDM. Si bién algunos eventos, con 

GMDM pequeños (como puede verse en las figuras 6.2) son aceptablemente 
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6.2.a 

die63 
2480 
0.1.110 
entr. 

nov74 

3792 
timos 
entr. 

feb75 	 oet76 
495 	 1841 
0.028 	 0.01n 
entr. 	 entr. 

dic74 

551 
0.025 
entr. 

ajustados. Los eventos 10 eventos con mayor error de ajuste se consideraron 

como no homogeneos, y se eliminaron en las pruebas de predicción a posteriori. 

6.2.b 

Figuras 6.2. Ajuste de hidrogramas con una red de 92-10-10 neuronas y 500 

ciclos de entrenamiento. 

Prueba No. 2 

Los patrones de lluvia se formaron considerando 9 puntos en la cuenca con 4 

valores de lluvia diaria en cada uno. La distribución de los puntos se muestra en 

la Figura 5.1 con círculos negros. En cada sitio se hizo un promedio del valor de 

lluvia de 5 puntos. Los patrones de escurrimiento se formaron con 10 valores 

secuenciales de GMD. Se utilizó una capa intermedia de 10 neuronas. El número 
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de neuronas en cada capa de la red fue de 36-10-10 respectivamente. Se 

hicieron varias corridas aumentando el número de ciclos de entrenamiento. 

En las Figuras 6.3 se muestran algunos resultados obtenidos para 500 ciclos. 

Asimismo en la tabla 6.1 se presentan los errores de ajuste ordenados de mayor 

a menor para todos los eventos. Como puede verse en dicha tabla, siendo igual 

el número de ciclos que en la prueba anterior, los ajustes tienen mayor error que 

en la prueba anterior, posiblemente porque se pierde información al considerar 

menos puntos. Comparar, por ejemplo, los eventos de las figuras 6.2a y 6.3a. 

Como en la prueba anterior, la red no ajusta bier varios de los eventos con 

GMDM menor a 1000 M3/s (ver Figura 6.3b). 

Por otra parte, con objeto de considerar la lluvia antecedente, se hicieron pruebas 

incluyendo un mayor número de días en cada uno de los 9 puntos (6 y 8 días). 

Los errores obtenidos en dichas pruebas se muestran en la tabla 6.2. Sin 

embargo, como puede verse en la tabla, la inclusión de más días de lluvia 

antecedente no mejora el error de ajuste. Esto era de esperarse, ya que en 

general todos los eventos considerados carecen de lluvia antecedente significativa 

(ver tabla 5.2). 



6.3.b 

tj  

~87 
2189 
0.012 
entr. 

nov813 
814 
0.082 
entr. 

tema 	 dtch9 
27a 	 557 
0.047 	 0.034 
entr. 	 entr. 

Figuras 6.3. Ajuste de hidrogramas con una red de 36-10-10 neuronas y 500 

ciclos de entrenamiento. 
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Tabla 6.1 Comparación del error RMS obtenido considerando distinto 

número de puntos en la cuenca y 4 días de lluvia en cada punto. 

50 

23 puntos 4 

FECHA 

días 

RMS 

(92-10-10) 

GMDM 

9 puntos 4 

FECHA 

días 

RMS 

(36-10-10) 

GMDM 

Mar-70 0.0766 161.6 Mar-70 0.0943 161.6 
Dic-86 0.0568 268.5 Nov-68 0.0822 254.0 
Mar-78 0.0556 158.6 Ene-82 0.0812 190.1 
Dic-71 0.0524 204.6 Nov-83 0.0761 266.0 
Nov-68 0.0507 254.0 Ene-83 0.0759 692.2 
Feb-69 0.0484 196.5 Nov-61 0.0750 713.5 
Feb-65 0.0479 301.6 Feb-65 0.0726 301.6 
Ene-83 0.0426 692.2 Mar-78 0.0680 158.6 
Ene-82 0.0370 190.1 Dic-86 0.0664 268.5 
Dic-69 0.0369 557.1 Feb-75 0.0660 491.6 
Dic-87 0.0345 189.5 Dic-87 0.0656 189.5 
Nov-61 0.0328 713.5 Dic-71 0.0490 204.6 
Ene-72 0.0322 549.9 Feb-66 0.0486 281.9 
Nov-76 0.0306 191.1 Feb-69 0.0471 196.5 
Feb-66 0.0288 281.9 Nov-76 0.0447 191.1 
Nov-83 0.0287 266.0 Ene-62 0.0416 672.8 
Feb-83 0.0278 1020.6 Oct-61 0.0403 476.4 
Feb-75 0.0275 491.6 Ene-73 0.0399 1863.8 
Oct-61 0.0262 476.4 Feb-83 0.0362 1020.6 
Dic-74 0.0251 504.9 Ene-72 0.0362 549.9 
Dic-82 0.0222 1208.1 Oct-71 0.0358 1952.2 
Ene-73 0.0221 1863.8 Dic-78 0.0357 1367.1 
Ene-62 0.0191 672.8 Dic-74 0.0347 504.9 
Oct-71 0.0188 1952.2 Dic-69 0.0344 557.1 
Dic-80 0.0183 598.6 Oct-72 0.0342 1628.7 
Oct-72 0.0182 1628.7 Dic-82 0.0324 1208.1 
Oct-62 0.0177 1118.0 Dic-80 0.0278 598.6 
Sep-82 0.0175 1756.7 Oct-62 0.0266 1118.0 
Oct-83 0.0168 914.0 Oct-78 0.0256 857.4 
Oct-78 0.0155 857.4 Dic-65 0.0245 1200.5 
Dic-78 0.0148 1367.1 Ene-79 0.0193 2478.5 
Dic-83 0.0138 1222.9 Oct-76 0.0168 1830.3 
Ene-81 0.0138 1637.2 Dic-83 0.0160 1222.9 
Mar-81 0.0103 2131.2 Oct-83 0.0157 914.0 
Dic-63 0.0100 2488.0 Mar-81 0.0152 2131.2 
Oct-76 0.0096 1830.3 Feb-79 0.0144 4103.8 
Dic-65 0.0093 1200.5 Nov-72 0.0136 1864.5 
Oct-81 0.0088 2356.6 Dic-67 0.0118 2179.9 
Ene-79 0.0088 2478.5 Dic-63 0.0103 2488.0 
Dic-67 0.0087 2179.9 Sep-82 0.0100 1756.7 
Nov-72 0.0050 1864.5 Ene-81 0.0096 1637.2 
Nov-74 0.0048 3792.3 Feb-73 0.0084 5733.1 
Feb-79 0.0034 4103.8 Nov-74 0.0082 3792.3 
Feb-73 0.0023 5733.1 Oct-81 0.0080 2356.6 
Mar-83 0.0019 7953.6 Mar-83 0.0066 7953.6 



Tabla 6.2 Comparación del error RMS obtenido considerando 9 puntos 

en la cuenca con 6 y 8 días de lluvia en cada punto. 

9 puntos 

FECHA 

6 	días 	(54-10-10) 	9 

RMS 	GMDM 

puntos 

FECHA 

8 	días 	(72-10-10) 

RMS 	 GMDM 

Ene-83 0.0950 692.2 Mar-70 0.0930 161.6 
Mar-70 0.0858 161.6 Nov-83 0.0908 266.0 
Nov-68 0.0844 254.0 Nov-68 0.0878 254.0 
Nov-83 0.0757 266.0 Ene-83 0.0824 692.2 
Ene-82 0.0665 190.1 Ene-82 0.0655 190.1 
Feb-65 0.0644 301.6 Feb-65 0.0639 301.6 
Mar-78 0.0615 158.6 Dic-71 0.0632 204.6 
Nov-61 0.0582 713.5 Mar-78 0.0618 158.6 
Dic-86 0.0552 268.5 Nov-76 0.0607 191.1 
Ene-62 0.0462 672.8 Dic-86 0.0606 268.5 
Dic-71 0.0459 204.6 Ene-72 0.0585 549.9 
Nov-76 0.0450 191.1 Dic-74 0.0578 504.9 
Ene-72 0.0448 549.9 Nov-61 0.0545 713.5 
Dic-80 0.0447 598.6 Feb-69 0.0486 196.5 
Feb-69 0.0437 196.5 Dic-87 0.0463 189.5 
Dic-87 0.0435 189.5 Dic-80 0.0462 598.6 
Oct-62 0.0394 1118.0 Feb-66 0.0460 281.9 
Dic-69 0.0378 557.1 Oct-78 0.0456 857.4 
Dic-74 0.0374 504.9 Feb-83 0.0432 1020.6 
Oct-72 0.0366 1628.7 Oct-72 0.0422 1628.7 
Oct-71 0.0358 1952.2 Oct-71 0.0368 1952.2 
Feb-66 0.0314 281.9 Oct-62 0.0358 1118.0 
Dic-78 0.0306 1367.1 Feb-75 0.0343 491.6 
Sep-82 0.0298 1756.7 Ene-79 0.0308 2478.5 
Oct-61 0.0285 476.4 Oct-76 0.0288 1830.3 
Feb-75 0.0271 491.6 Ene-73 0.0285 1863.8 
Oct-78 0.0270 857.4 Nov-72 0.0276 1864.5 
Ene-73 0.0235 1863.8 Sep-82 0.0276 1756.7 
Dic-82 0.0233 1208.1 Dic-78 0.0261 1367.1 
Dic-65 0.0218 1200.5 Dic-69 0.0259 557.1 
Feb-83 0.0175 1020.6 Dic-82 0.0257 1208.1 
Nov-72 0.0169 1864.5 Nov-74 0.0250 3792.3 
Ene-81 0.0163 1637.2 Ene-62 0.0222 672.8 
Ene-79 0.0157 2478.5 Oct-61 0.0217 476.4 
Mar-81 0.0148 2131.2 Ene-81 0.0209 1637.2 
Nov-74 0.0133 3792.3 Mar-81 0.0201 2131.2 
Feb-73 0.0125 5733.1 Dic-65 0.0189 1200.5 
Dic-83 0.0120 1222.9 Feb-73 0.0168 5733.1 
Dic-67 0.0107 2179.9 Dic-83 0.0122 1222.9 
Oct-81 0.0105 2356.6 Dic-67 0.0116 2179.9 
Feb-79 0.0098 4103.8 Dic-63 0.0115 2488.0 
Oct-83 0.0094 914.0 Oct-83 0.0105 914.0 
Oct-76 0.0079 1830.3 Feb-79 0.0104 4103.8 
Dic-63 0.0060 2488.0 Oct-81 0.0077 2356.6 
Mar-83 0.0057 7953.6 Mar-83 0.0045 7953.6 
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6.4 Pruebas de predicción a posteriori 

Prueba No. 3 

En esta prueba se entrenó la red con 30 eventos y se utilizó la red para predecir 

5 eventos. Los valores de lluvia se dieron en 23 puntos, con cuatro días en cada 

punto. Se utilizó una capa intermedia de 10 neuronas, y 10 valores de 

escurrimiento. El tamaño de red fue de 92-10-10. Manteniendo fijo el tamaño de 

la red se aumentó en varias pruebas el número de ciclos. En las Figuras 6.4 se 

muestran algunos resultados obtenidos. Se encontró el mejor ajuste para 500 

ciclos (ver Figura 6.4.c). Nótese como la red predice correctamente el hidrograma 

de gastos medios de la avenida de febrero de 1973 con un GMDM de 5733 m3/s, 

sobrestimando la avenida de diciembre de 1965 con un GMDM de 1100 m3/s. 

6.4.a. 100 ciclos de entrenamiento. 

6.4.b. 350 ciclos de entrenamiento. 
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6.4.c. 500 ciclos de entrenamiento. 

Figuras 6.4. Ajuste de hidrogramas con una red de 9210 10 neuronas 

variando el número de ciclos de entrenamiento. 

Prueba No. 4 

Esta prueba fue similar a la anterior, en el número de ejemplos de entrenamiento 

y en el tamaño de las capas de entrada y salida. Se analiza la resolución de la red 

variando el número de neuronas intermedias, para el mismo número de ciclos de 

entrenamiento. Se hicieron pruebas con 10,15 y 20 neuronas intermedias, para 

500 ciclos en cada caso. En las Figuras 6.5 se muestran algunos resultados para 

este caso. Se encontró un menor error de ajuste con 15 neuronas (ver Figura 

6.5.a). Si bien el GMDM se predice mejor con 10 neuronas intermedias (Figura 

6.5.c) 

6.5.a. Red de 92-15 10 neuronas. 
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6.5.b. Red de 92-20 10 neuronas. 

6.5.c. Red de 92-10-10 neuronas. 
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Figuras 6.5. Ajuste de hidrogramas variando el número de neuronas en la capa 

intermedia de la red, para el mismo número de ciclos (500). 

Prueba No. 5 

En esta prueba se utilizó el mismo tamaño de la red que en las pruebas 3 y 4. Se 

eliminaron los eventos extraordinarios; esto es los 4 eventos con GMDM mayor 

a 3000 m3 /s. Esto se hizo porque por efectos de la normalización los eventos 

más grandes resultan mejor representados. Inicialmente se utilizaron los 45 

ejemplos de la prueba 1. Nuevamente se encontró que la red no puede ajustar los 

ejemplos eliminados en la prueba 3 y 4. Por lo que para las siguientes pruebas 

fueron eliminados. En las Figuras 6.6 se presentan los resultados de predicción 
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de algunos eventos. En el primer caso se hicieron 500 iteraciones y en el segundo 

100 y en el tercero 10000. En el primer caso la predicción de la avenida de 

diciembre de 1983 es aceptable (Figura 6.6a). En el segundo la predicción es 

pobre ya que es muy bajo el número de ciclos (Figura 6.6b). Y en el tercer caso 

(Figura 6.6c), con un número grande de ciclos, la predicción es muy pobre. Esta 

es una característica de la red neuronal de retropropagación, el 

sobreentrenamiento. Esto es, más allá de un número apropiado de ciclos la red 

pierde su capacidad de predicción. Con la red entrenada sin eventos extremos, 

es de esperarse una mejor predicción de eventos medianos como es el caso de 

la avenida predicha en esta prueba. 

6.6.a. 500 ciclos de entrenamiento. 

6.6.b. 100 ciclos de entrenamiento. 
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6.6.c. 1000 ciclos de entrenamiento. 

Figuras 6.6. Ajustes de hidrogramas con una red de 92-10-10 para diferentes 

ciclos de entrenamiento, eliminándose los 4 eventos extremos. 

6.5 Discusión de resultados 

La capacidad predictiva de un modelo matemático depende de varios factores, 

como son: las características intrínsecas del modelo; la complejidad del problema; 

y la cantidad y calidad de los datos usados para calibrado, principalmente. Ningún 

modelo puede simular exactamente un fenómeno físico, ya que éste sólo toma 

en cuenta las variables más importantes del proceso, y se basa en suposiciones 

que no se cumplen a cabalidad. Por lo que un modelo es exitoso o robusto si 

arroja errores de simulación aceptables. A continuación se analizan los resultados 

obtenidos, con base en el error medio cuadrático de ajuste (RMS). 

En las dos primeras pruebas de tamaño de la red y de homogeneidad de datos se 

encontró que el menor error de ajuste (RMS) se obtiene cuando se utiliza en la 

capa de entrada 92 valores (4 días de lluvia en 23 puntos de la cuenca). Con 

objeto de reducir el número de valores de entrada se hicieron pruebas 

considerando 4,6, y 8 dias de lluvia en 9 puntos de la cuenca. El RMS en cada 

caso aumentó con relación al obtenido en la primera prueba, y es muy similar en 
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los tres casos; esto es, considerar más de 4 dias de lluvia en cada punto no 

mejora los resultados. El tamaño apropiado de la red es, por consiguiente, el 

tamaño de la primera prueba (92-10-10). 

Con relación a la homogeneidad de los datos, en todas las pruebas anteriores se 

encontró que los eventos con mayor error de ajuste son, por lo general, los 

eventos con GMDM más pequeños. Por lo que para las pruebas de predicción a 

posteriori, se consideraron a éstos como no homogéneos, y no se consideraron 

como ejemplos de entrenamiento. 

En las pruebas de predicción a posteriori se encontró lo siguiente. En la prueba 

No.3 se determinó que el menor error RMS en la predicción de algunos eventos, 

con una red de 92-10-10 neuronas, se obtiene para 500 ciclos de entrenamiento. 

En la prueba No.4 se hicieron pruebas modificando el número de neuronas 

intermedias. Se encontró que el error disminuye al considerar menos neuronas en 

esta capa. Esto se debe a que a mayor cantidad de neuronas intermedias, la red 

tiene que ajustar un mayor número de pesos. En la prueba No.5 se eliminaron los 

eventos extremos, encontrándose que de esta manera la red mejora la predicción 

de eventos medianos. Esto ocurre debido a que al normalizar los valores de 

entrada con respecto a un valor más bajo, los eventos medianos resultan mejor 

caracterizados. 

De los resultados obtenidos, se puede afirmar que el tipo de red neuronal utilizada 

es una herramienta robusta para modelar el proceso de lluvia-escurrimiento de 

invierno en la cuenca de la presa Huites. La red puede ajustar la mayoría de los 

ejemplos de entrenamiento. Sin embargo, no es posible afirmar que con los 

ejemplos utilizados para el entrenamiento, la red sea capaz de generalizar la 

predicción (ver sección 3.1.3). Ya que las redes neuronales sólo pueden predecir 

correctamente la salida de patrones similares a los del conjunto de entrenamiento 

(Fu,1994). Lo cual, sin embargo, no es una fuerte limitante para el problema que 

aquí se estudia. 
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Como se mencionó en la sección 5.2 y puede verse en los mapas del Anexo 3, 

la distribución espacial de la lluvia en la cuenca, presenta patrones similares para 

tormentas de diferentes años. Temporalmente la lluvia también tiende a presentar 

patrones de concentración, ya sea en los primeros días, o en los últimos. En 

consecuencia, es de esperarse que no se requiera un número muy grande de 

ejemplos, para tener una alta probabilidad de que el evento a predecir sea similar 

a alguno de los de entrenamiento. Esta característica del proceso estudiado se 

manifiesta en los resultados presentados. Con un conjunto muy reducido de 

ejemplos de entrenamiento, se pudieron predecir correctamente, a posteriori, 

avenidas medianas y extremas. Como, por ejemplo, las predicciones de las 

avenidas de Febrero de 1973 (Figura 6.4.c); febrero de 1979 (Figura 6.5.c); 

diciembre de 1983 (Figura 6.6.a). 

Por supuesto, mientras mayor sea el número de ejemplos de entrenamiento 

incluido, mayor es la probabilidad de que un ejemplo nuevo sea similar a alguno 

de los de entrenamiento, para que la red haga una predicción correcta. Es 

importante incluir en un futuro la mayor cantidad de eventos registrados, para 

aumentar la memoria de eventos de la red (codificada en las matrices de pesos). 

Principalmente los eventos ocurridos en 1960 y 1990, así como algunos eventos 

anteriores a 1960 y los registrados hasta la fecha. Los cuales no se introdujeron 

por no tenerse los datos de lluvia en medios magnéticos. 

Considerando que el proceso de lluvia-escurrimiento es un proceso sumamente 

complejo. Si al hecho de que se contó con pocos ejemplos de entrenamiento, se 

suma que la red de estaciones de medición de lluvia utilizada es deficiente, los 

resultados muestran que las redes neuronales son una herramienta robusta y 

adecuada para modelar el proceso de lluvia escurrimiento en la cuenca de la 

presa Huites, con fines de predicción. 

58 



o 
S onor a° 

O 
°O O 

o 

'r o 

Sinaloa o 

O 

o o. 

o 
O , 	O 

Durango 
O 

o o 
o 

o 

o 

o O 

o 

00 

6.6 Posibilidad de predicciones a priori 

La finalidad última del desarrollo de modelos como el que se presenta en este 

trabajo es su utilización para realizar predicciones exitosas a priori. Lo cual 

depende no sólo de la capacidad predictiva del modelo sino de muchos factores 

adicionales. Como por ejemplo, contar con datos confiables y oportunos para 

alimentar el modelo. En México esta ha sido la limitación más importante, para 

la operación de modelos de predicción. En un futuro próximo las redes de 

estaciones automáticas y de radares meteorológicos, a cargo del Servicio 

Meteorológico Nacional, permitirán contar con mediciones y estimaciones de 

lluvia en tiempo real. Particularmente, la cuenca de la presa Huites es una de las 

regiones del país mejor instrumentadas con estaciones automáticas, como puede 

verse en la Figura 6.7. 

Figura 6.7 Ubicación de estaciones climatológicas con transmisión vía satélite. 
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Nótese la mejor distribución de las estaciones automáticas con relación a las 

estaciones convencionales (ver Figura 4.3). La distribución básica actual de 

estaciones automáticas en la región, es suficiente para realizar predicciones a 

priori con modelos de redes neuronales como el que se presenta en este trabajo, 

contando con la lluvia diaria de todas las estaciones, en tiempo real o casi real. 

Por el tamaño de la cuenca, el tiempo de respuesta permitiría predecir el GMDM 

con 24 horas de anticipación. Para predicciones a priori se podría tener una red 

entrenada con todos los eventos, y otra sin eventos grandes, para poder predecir 

eventos medianos con mayor confiabilidad. 
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CONCLUSIONES 

Se describió brevemente el estado actual de la predicción de avenidas en México. 

Y se expuso de manera general la tecnología de redes neuronales; así como la 

teoría, operación, y entrenamiento de un tipo particular de red neuronal, la red de 

retropropagación. El empleo de dicha red neuronal para emular el 'pape() de dos 

modelos matemáticos hidrológicos, mostró su habilidad para aproximar ambos 

modelos y su potencial para ser usada como modelo de procesos hidrológicos. 

Se hizo un análisis del proceso de lluvia-escurrimiento en la cuenca de la presa 

Huites, cuya área es de 26,020 km2, y se usó el tipo de red neuronal mencionado 

para modelar el proceso de lluvia-escurrimiento de invierno. Para entrenar la red, 

en varias pruebas, se utilizaron datos de lluvia diaria y gastos medios diarios de 

cerca de 50 avenidas ordinarias y extraordinarias ocurridas de 1961 a 1987. 

Los resultados de las pruebas realizadas muestran que las consideraciones 

básicas establecidas para el modelado del proceso con el tipo de red neuronal 

utilizado son válidas. Por consiguiente, la red neuronal utilizada es una 

herramienta robusta y apropiada para modelar el proceso, y puede ser utilizada 

para la predicción de eventos a priori, principalmente en el caso de avenidas 

extremas. Dado el tamaño de la cuenca, es posible predecir un hidrograma de 

respuesta de la cuenca (10 valores de gastos medios diarios), desde el inicio de 

la avenida, conociéndose el gasto medio máximo con 24 horas de anticipación. 

El modelado del proceso de lluvia-escurrimiento presentado, puede ser clasificado 

como determinístico, de parámetros distribuídos, no lineal, y con memoria 

asociativa de eventos. Este nuevo enfoque de modelado, basado en el 

reconocimiento de patrones, es apropiado en hidrología debido a la existencia de 

patrones similares de distribución espacial y temporal de la lluvia para diferentes 

eventos. Así como patrones similares de escurrimientos (la forma del 

hidrograma). La confiabilidad de predicción de la red neuronal utilizada aumenta 
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mientras mayor sea el número de eventos utilizados para entrenar la red. 

El proceso de lluvia-escurrimiento en cuencas grandes, es un proceso sumamente 

complejo de modelar. Para lo cual se utilizan modelos matemáticos basados en 

la física del problema, y en las carácterísticas geomorfológicas de las cuencas. 

Estos modelos, en nuestro medio, son de dificil aplicación por la insuficiencia de 

datos hidroclimatológicos. El modelado con redes neuronales presentado en este 

trabajo simplifica el problema de requerimiento de datos, al utilizar únicamente 

datos diarios de lluvia (de una red de estaciones deficiente) y escurrimientos 

medios. 

Por los resultados obtenidos en esta tesis, se recomienda continuar con la 

investigación de la utilidad de redes neuronales en la solución de problemas 

hidrológicos e hidrometeorológicos. La utilización de modelos, como el propuesto, 

para la predicción de escurrimientos a priori en la presa Huites, o en otras 

cuencas del país, es cada día más factible. Actualmente, en México cuenta con 

una nueva plataforma tecnológica para la estimación de lluvia en tiempo real y 

para el pronóstico a corto plazo. Lo cual, aunado al desarrollo y aplicación de 

modelos de simulación, dará un nuevo impulso a la predicción de avenidas en el 

país. 
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ANEXO 1 

Datos de la presa Huites. 
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Datos de la presa Huites 

Capacidades Volúmenes en millones de m/3 

Total del vaso al NAME 4,568 

Total del vaso al NAMO 2,908 

Para azolves 500 

Útil para riego y generación 2,408 

Para control de avenidas 1,102 

Superalmacenamiento 558 

Elevaciones Metros sobre el nivel del mar 

Parapeto ciego aguas arriba de la 
cortina 

292.00 

De la corona de la cortina 290.75 

Nivel de control superior NAME 290.00 

Nivel de conservación NAMO 270.00 

Elevación de la cresta vertedora 258.00 

Nivel mínimo para diseño de la obra 
de toma 

215.00 

Elevación del umbral de la obra de 
toma 

190.00 

Gastos máximos Metros cúbicos por segundo 

De entrada al vaso 30,000 

De salida del vertedor 22,445 



ANEXO 2 

Gráficas de gastos máximos mensuales (m3/s), en el sitio de la presa Huites 

1942 a 1993. 
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ANEXO 3 

Mapas de isoyetas diarias (normalizadas a 100 mm). Nótese la similitud de la 

distribución espacial de la lluvia en cada pareja de mapas. 
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oc t2571 

oc t 28 72 



nov 22 72 

dic 07 80 



nou 25 82 

clic 08 82 



clic 30 78 

ene 214 79 



feb 03 79 

feb 20 73 



ANEXO 4 

Volúmenes de lluvia, escurrimiento y pérdidas por evento len millones de m3). 

81 



DIAS VOLUMEN 

LLOVIDO 

VOLUMEN 

ESCURRIDO 

VOLUMEN 

PÉRDIDAS 

% 

PÉRDIDAS FICHA 

LLUVIA MEDIAIMM) 

FEB 81 28 01 02 03 1501 8 488 0 1013 8 68 

MAR 81 9.2 5.3 22.9 20 4 

OCT 81 04 05 06 07 2121.0 618 0 1502.9 71 

11 	9 6.6 3.7 59.4 

ENE 82 09 10 11 12 1191.2 68.2 1123.0 94 

0.8 9.3 31.2 4.5 

SEP 82 27 28 29 30 1896.2 350.3 1545.9 82 

1.6 6.2 55.1 10.0 

DIC 82 06 07 08 09 1230.6 259 5 971.1 79 

0.0 0.0 33.4 13.9 

ENE 83 28 29 30 31 578.6 161.7 417.0 	 72 

0.0 0 0 21.7 0.4 

FEB 83 02 03 04 05 821 4 296.6 	j 524 8 	j 	64 

0.0 8.9 22.1 0.5 

MAR 83 01 02 03 04 2580 9 1552.3 1028.7 	 40 

3 1 19 4 56.1 20.6 

OCT 83 16 17 18 19 1293.4 188.4 1105 0 	! 	86 

0.1 2.7 36.4 9.9 

1"--- 

NOV 83 20 21 22 23 698.6 86.9 631.7 90 

0.7 15.4 10.7 0.1 

DIC E13 01 02 03 04 877.7 269.4 608.4 	 69 

21.4 12.3 0.0 0.0 

DIC 64 11 12 13 14 2756.9 1263.5 1493.4 	 54 

41.0 29.6 21 	1 14.3 

462.2 508.6 	 53 DIC' 	84 25 26 27 28 960.0 

0.0 0.1 6.4 30.5 

ENE 85 10 11 12 13 1004.3 406.6 597.7 60 

0.0 4.7 32.0 1.8 

ENE 85 21 22 23 24 1212 5 657.7 564 8 46 

0.0 85 28.3 97 

DIC 86 15.  16 11 18 832.7 113.8 718.9 80 

8.2 8.0 15.8 0.0 

DIC 87 15 16 17 18 850 7 60.3 790.4 93 

0.0 1 0 12 2 19.4 



UTAS VOLUMEN VOLUMEN 
ESCURRIDO 

VOLUMEN 
PERDIDAS PERDIDAS FICHA 

LLUVIA MEDIA IMMI 
LLOVIDO 

OCT 61 L06 07 08 09 862 7 141 3 715.3 83 

2.6 5.3 18 4 6 9 

NOV 61 04 05 06 07 338.3 112.5 225.7 67 

0 4 0.1 2.3 10.1 

ENE 62 22 23 24 25 978,2 173.8 804.5 82 

0.2 2.7 32.2 2.4 

OCT 62 01 02 03 04 1178 6 307.2 871 4 74 

0.5 1.9 4.8 38.1 
--. 

DIC 63 08 09 10 11 2241.8 808.3 134:3.5 60 

0.5 27.6 42.9 15.1 

FEB 65 05 06 07 08 853.6 79.0 771 5 91 

0.4 5.4 14.6 12.5 

DIC 65 19 20 21 72 1034 1 204.4 710.3 74 

1.0 0.3 9 3 29 1 

FEB 66 06 07 08 09 983.3 116.6 866.6 88 

0.5 18.8 13.2 5 2 

DIC 67 12 13 14 1 5 2432.2 612.5 1810.7 75 

1.0 13.8 37.2 41 5 

NOV 68 11 12 13 14 1136.2 78.6 1057.6 93 

1.0 0.0 31.3 11.3 

FEB 69 11 12 13 14 004.2 71.3 532.9 88 

0.4 6.0 16.1 0.8  
r 

DIC 69 01 02 63 04 1361 	5 122.2 1239.3 1 	91 

1.1 31.2 19.4 0.6 

MAR 70 18 19 20 21 577.2 45.3 531.9 	 92 

0.3 15.8 6 1 0.0 

001 71 22 23 24 25 1283 9 725.4 55135 	 43 

0.0 00 8.4 40.9 

DIC 71 16 17 18 19 629.4 74.9 554.5 88 

2.8 4.7 14.4 2.3 

INE 72 01 02 03 04 856.7 186.6 670.1 78 

0 2 15.2 16 6 0.9 
1 



FECHA 
DIAS VOLUMEN 

LLOVIDO 
VOLUMEN 

ESCURRIDO 
VOLUMEN 
PERDIDAS PÉRDIDAS 

LLUVIA MEDIA IMMI 

OCT 12 26 27 28 29 1440.1 609.0 831.7 58 

1.3 14.5 27.2 12.4 

NOV 72 21 22 23 24 1620.8 445.0 1175.9 73 

0.8 43.9 17.4 0.2 

ENE 73 03 04 05 06 903.2 500.9 402.3 45 

0.6 1.4 12.7 20.0 

FEB 73 06 07 08 09 524.6 123.2 401.4 11 

0.5 9.7 9.9 0.0 

FEB 73 18 19 20 21 1866.1 1122.0 744.1 40 

0.0 7.9 33.5 30.2 

NOV 74 05 06 07 08 2084.3 772.6 1311.8 63 

7.0 20.1 26.1 26.9 

DIC 74 23 24 25 26 924.4 198.7 725.7 79 

0.1 12.0 23.1 0.3 

ENE 75 - 30 31 01 02 627.7 166.9 460.7 73 

FEB 75 5.3 7.5 10.1 1.2 

OCT 76 20 21 22 23 1100.0 512.4 587.5 53 

1.4 0.1 14.7 26.1 

NOV 76 16 17 18 19 695.1 84.6 110.4 88 

4.2 9.1 8.4 4.9 

FEB 78 - 27 28 01 02 418.4 46.9 371.4 89 

MAR 78 3.0 0.0 12.9 0.2 

OCT 78 20 21 22 23 1377.2 305.9 1071.3 78 

4.1 16.4 14.4 18.0 

DIC 78 27 28 29 30 1138.5 371.4 767.1 67 

0.1 2.0 8.6 33.1 

ENE 79 22 23 24 25 1665.1 729.5 935.6 56 

O 1 5.5 55.3 3.2 

FEB 79 01 02 03 04 1801.0 1095.'7 705.3 	 39 

0.8 22.9 28.1 17.4 

DIC 80 05 06 07 08 1133.2 140.7 997.5 88 

0.0 6.6 34.9 2.0 

ENE 81 04 05 06 07 1706.5 458.2 1248.3 73 

3.5 16 0 19.3 26.7 


	Portada
	Índice
	Índice de Figuras
	Índice de Tablas
	Resumen
	Introducción
	1. Predicción Hidrológica
	2. Redes Neuronales
	3. Emulación de Dos Modelos Hidrológicos con Redes Neuronales
	4. La Cuenca de la Presa Huites
	5. Análisis del Proceso de Lluvia-Escurrimiento de Invierno en la Cuenca
	6. Modelación del Proceso Lluvia- Escurrimiento de Invierno en la Cuenca de la Presa Huites
	Conclusiones
	Referencias
	Anexos



